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摘要 作为导航装备的重要部件,轴承影响着导航装备的定位精度和保障能力。在装备剩余使用寿命

(RUL)预测中,传统的机器学习算法在处理复杂非线性传感信号问题上存在局限性,为此提出了一种基于

注意力机制(AM)和双向长短期记忆网络(Bi-LSTM)的轴承RUL预测框架(Bi-LSTM-A)。该框架在前端

加入一维卷积神经网络(CNN)从原始传感器信号中提取局部特征,然后利用双向长短期记忆网络与注意力

机制相结合的方式对信号进行分析预测,最后经过网络末端的全连接层输出预测结果。通过与同类算法的

对比实验表明,该方法能够准确地预测装备剩余使用寿命,具有较好的预测效率和预测精度。
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Abstract As
 

a
 

crucial
 

component
 

of
 

navigation
 

equipment,
 

bearings
 

affect
 

the
 

positioning
 

accuracy
 

and
 

safeguarding
 

capability
 

of
 

the
 

navigation
 

equipment.
 

In
 

predicting
 

the
 

remaining
 

useful
 

life
 

(RUL)
 

of
 

e-
quipment,

 

traditional
 

machine
 

learning
 

algorithms
 

are
 

limited
 

to
 

dealing
 

with
 

the
 

problems
 

of
 

complex
 

nonlinear
 

characteristic
 

signals.
 

For
 

the
 

above-mentioned
 

reasons,
 

a
 

new
 

prediction
 

framework
 

for
 

RUL
 

of
 

bearing
 

based
 

on
 

attention
 

mechanism(AM)
 

and
 

bidirectional
 

long
 

short-term
 

memory
 

(Bi-LSTM)
 

is
 

pro-
posed

 

(Bi-LSTM-A).
 

First,
 

a
 

one-dimensional
 

convolution
 

neural
 

network
 

(CNN)
 

is
 

added
 

to
 

the
 

front
 

of
 

the
 

structure
 

to
 

extract
 

local
 

features
 

from
 

the
 

original
 

signal
 

sequence,
 

and
 

then,
 

the
 

signals
 

are
 

analyzed
 

and
 

predicted
 

by
 

combining
 

bidirectional
 

long
 

short-term
 

memory
 

network
 

with
 

attention
 

mechanism.
 

fi-
nally,

 

the
 

predicted
 

results
 

are
 

output
 

through
 

the
 

fully
 

connected
 

layers
 

at
 

the
 

end
 

of
 

the
 

network.
 

in
 

comparison
 

with
 

the
 

similar
 

algorithms,
 

the
 

results
 

show
 

that
 

the
 

proposed
 

method
 

can
 

accurately
 

predict
 

the
 

equipment
 

remaining
 

useful
 

life,
 

and
 

is
 

good
 

in
 

predicting
 

efficiency
 

and
 

accuracy.
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  由于航空技术的不断发展,机动导航系统的稳

定性和精确性要求不断加强,设备的定期维护以及

预测其发生故障的时间对于保证系统的正常运行至

关重要。导航平台轴承是导航装备的核心使用部

件,其性能、质量对导航平台系统框架的稳定性、可
靠性有着重要作用。为了满足航空装备发展的新要

求,故障预测与健康管理(prognostics
 

and
 

health
 

management,PHM)技术应运而生,并迅速得到高

度重视。PHM实质是通过数据处理、特征提取,运
用智能的推理算法评估系统的运行状态,预测系统

发生故障的部位、时间及使用寿命,并给出合理的维

修保障建议[1]。对轴承的剩余使用寿命预测(re-
maining

 

useful
 

life,RUL)可以估计其未来的健康

状态,及时提醒可能发生的故障,降低事故率,提高

生产效率,防止突发性事故的发生,对装备生产具有

重要意义[2]。
近年来,随着人工智能、信号处理分析等技术的

飞速发展,基于数据驱动的方法逐渐成为RUL预

测的主流手段[3-4],尤其是深度神经网络在RUL的

预测上体现出其强大的能力,使得基于数据驱动的

方法具有巨大潜力。Zhao等[5]提出了一种基于改

进Transformer的多头双向系数自注意力网络来预

测RUL,该结构包含了 一 个 多 头 ProbSparse和
 

LogSparse自注意力网络,前者旨在滤除主要的点

积运算,后者采用了一种基于对数的综合稀疏策略

从而减低计算量。Zhang等[6]针对RUL预测过程

数据存在的非同分布问题,提出了一种局部加权的

深度自适应网络,将子域之间的细粒度特征进行对

齐。Chen等[7]提出了一种自适应动态聚类方法,将
有用的多模态数据选择到不同的聚类中,再构建多

个回归网络对航空发动机的RUL值进行预测。
传统的人工神经网络由于其局限性,不能很好

地处理长时间序列数据,循环神经网络(recurrent
 

neural
 

network,RNN)作为最原始的递归神经网

络,通常用于建立时间序列数据的关系,但是RNN
网络自身存在缺陷,在训练过程中由于序列的长度

问题,很容易造成梯度消失或梯度爆炸[8]。RNN的

变体 长 短 期 记 忆 网 络(long
 

short-term
 

memory
 

network,LSTM)提出于1997年,它有效解决了

RNN存在的问题,并在长时间序列预测领域取得巨

大的成就[9]。随着科技的进步,信号数据变得越来

越复杂,单一的LSTM网络很难处理好复杂的时间

信号序列,基于改进 LSTM 的模型不断被提出。

Dong等[10]提出一种新的基于迁移学习的RUL预

测方法,先利用卷积自编码器(convolutional
 

au-
toencoder,CAE)判断失效行为,再通过嵌入域自适

应结构的多通道传输网络提取轴承退化的多尺度特

征,使得模型能够学习域不变性。Tian等[11]提出一

种基于空间相关性和时间注意力机制的长短时记忆

框架,有效提取了时间维度的信息,衡量了不同变量

在不同时间的重要性。
不同于先前方法对LSTM内部结构的改变,本

文将注意力机制和双向长短期记忆网络(bidirec-
tional

 

LSTM,Bi-LSTM)结合用于预测轴承剩余使

用寿 命。近 些 年,注 意 力 机 制(attention
 

mecha-
nism,AM)成为深度学习领域最受欢迎的概念之

一,被运用到对应的模型处理相应的任务[12]。它可

以被视为对数据信息的进一步筛选,使网络注意到

信息的关键部分,从而实现精准预测分析。基于注

意力机制深度神经网络已成功地应用于目标识

别[13]、机器翻译[14]、图像字幕生成[15]、视觉对象分

类[16]等 多 种 任 务 中。实 验 表 明,将 AM 和 Bi-
LSTM相结合的模型能准确预测轴承的剩余使用

寿命。本文的贡献如下:

1)在网络结构方面,与传统LSTM单向传递信

息的方式不同,本文的LSTM采用了双向连接的方

式,双向连接使网络能够关注到信息的相互关系,有
助于从复杂信号中提取有用的特征信息,使模型处

理非线性能力提高。

2)将注意力机制和Bi-LSTM 结合,AM 通过

Bi-LSTM保留输入序列的中间输出,并有选择地学

习其特征信息,将输入和输出序列关联起来,使模型

能够精确捕捉到输入信号关键信息部分。实验证

明,本文提出的模型比传统的预测方法具有更高的

预测精确度。

1 深度学习相关原理

1.1 卷积神经网络

卷积神经网络(convolutional
 

neural
 

network,

CNN)最早被用于图像处理,目前已经广泛应用在

计算机二维视觉方面。CNN同样在一维序列数据

处理中表现突出,包括自然语言处理和语音识别等。
一维CNN对数据的特征提取主要是采用多个局部

滤波器对整个输入序列进行卷积运算,每个局部滤

波器对应的每个特征映射都可以通过在序列上滑动

滤波器来生成。
在本文提出的网络中,采用的CNN由卷积层
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和池化层组成来处理时间序列数据,卷积层通过在

序列上滑动滤波器提取特征。卷积操作的计算

式为:

ai:i+m-1=ai 􀱇ai+1 􀱇 … 􀱇ai+m-1
 (1)

xi=f(uTai:i+m-1+b) (2)
式中:ai:i+m-1 为从第i个时间步长开始的m 个连

续时间窗口;b为偏置;f 为线性修正(rectified
 

line-
ar

 

unit,ReLu)激活函数;u 为过滤器;xi 为卷积运

算后的结果。式(2)为最终运算。
池化层输入数据经过卷积层提取后的向量为:

xj =[x1,x2,…,xl-m+1] (3)

  假设池化层的步长为s,提取后的向量为xj 中

最大的值。压缩后的向量如式(4)和式(5)所示:

y=[y1,y2,…,yl-m
s +1
] (4)

yj =max[x(j-1)s,x(j-1)s+1,…,xjs-1] (5)

  一维CNN能够有效分析具有固定长度周期的

信号数据,并从中提取重要的特征。在提取与数据

不具有高度相关性的特征时,CNN的效果优于传统

方法[17]。加入池化层能够对CNN提取的特征进一

步凝练,从而解决单个时间步长信息识别性不够的

问题。通过采用CNN压缩序列长度能够增加后续

模型捕捉时间信息的能力。

1.2 长短期记忆网络

LSTM是RNN的一种变体,与传统RNN的循

环神经元相比,LSTM 通过门控状态来控制传输状

态,如图1所示。

ct�1

xt�1 xt+1

ht+1

xt

tanh

tanh

htht�1

ct+1

×

× ×

�

σ σ σ
ft it gt

图1 LSTM结构
 

Fig.1 Structure
 

of
 

LSTM
图1中,ft 为遗忘门控制信号,it 为输入门控

制信号,gt 为信息候选状态,ot 为输出门控制信号。
遗忘门ft 的功能是控制输入是否移除上一个经过

长期状态ct-1 的信息,输入门it 控制当前输出gt

是否加入当前长期状态ct 中。输出门ot 使用长期

状态ct 控制当前短期状态的ht 信息。长短期状态

公式为:

ft=σ(WT
xfxt+WT

hfht-1+bf) (6)

it=σ(WT
xixt+WT

hiht-1+bi) (7)

gt=φ(WT
xgxt+WT

hght-1+bg) (8)

ct=ft 􀱋ct-1+it 􀱋gt (9)

ht=zt=ot 􀱋φ(ct) (10)
式中:φ 为tanh激活函数;σ 为sigmoid激活函数;

W 为权重矩阵;b 为偏置值;􀱋表示对应数组元素

相乘。

1.3 双向长短期记忆网络

尽管传统LSTM 单元能够根据以前的信息预

测当前状态,但是在输入数据量大且复杂的情况下,
仍难以 捕 捉 到 多 个 变 量 之 间 的 依 赖 关 系。Bi-
LSTM在传统LSTM基础上进行改进,通过向前向

后传播的方式,使得每个时间序列样本在每个传播

方向上都能获得完整的信息,提高了模型处理长序

列信息的能力。Bi-LSTM 结构如图2所示,它由2
个不同方向的LSTM层组成,网络的输出由正向传

播和反向传播的结果共同决定。Bi-LSTM 的传播

方式使模型具有稳定的动态学习能力以及从复杂序

列数据中提取有用特征的分析能力。

D��

�	��

 	��

D��

� �

� �

图2 Bi-LSTM结构

Fig.2 Structure
 

of
 

Bi-LSTM

1.4 注意力机制

AM是人类从视觉注意力中获得的灵感,其模

型要从序列中学习每一个元素的关键程度,通过分

配权重系数的方式将元素进行合并,得到更为优秀

的模型[18]。神经网络中的注意力机制是一种资源

分配方案,它将计算资源分配给更重要的任务[19],
解决了计算能力有限情况下的信息过载。在神经网

络中,模型的参数越多,其表达能力越强,模型存储

的信息越多,但这也可能会导致信息超载。通过引

入注意机制,使网络能够在众多的输入信息中专注

于对当前任务更关键的信息,减少对其他无用信息

的注意。

ht=RNN(xt,ht-1) (11)

ci=∑
n

j=1
αijhj (12)

αij =
exp(s(ht,hs))

∑
n

k=1
exp(s(ht,hs))

(13)

s(ht,hs)=hths (14)
式中:xt 为输入特征;RNN网络处理输入序列并为

每个输入元素xt 产生一个状态隐藏变量ht,ht 为
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时间步t的隐藏状态;h0 为初始隐藏状态;ci 为加

权平均值,即输入序列中所有隐藏状态hj 的加权表

示;aij 为2个隐层单元之间对应的权重比例,也就

是注意力分布,由注意力机制决定;s(x)为权重计

算函数,衡量当前隐藏状态ht 和时间步k隐藏状态

hs

-
之间的相似度。

如图3所示,AM对训练模型的中间结果进行选

择性学习,通过分配权重的方式将输出序列与之关联。

… …

…

st�1

x1

h1 h2 h3 ht

x2 x3 xt

at1
at2 at3

att

st

图3 AM学习过程

Fig.3 Learning
 

process
 

of
 

AM
通过注意机制,将元素与注意分配系数相结合,

得到了较好的模型。注意机制保留训练模型的中间

结果,有选择地学习这些中间结果,并通过权值将输

出序列与它们进行关联。此外,与传统的RNN相

比,注意机制可以并行计算,每一步的计算不再依赖

于前一步的计算结果。与传统方法相比,该注意机

制参数少、计算效率高。

1.5 AM 算法与Bi-LSTM 算法的融合

为了增强Bi-LSTM 网络处理非线性复杂数据

的能力,建立具有较高预测精度的模型,本文将AM
与Bi-LSTM 网络相结合,提出轴承 RUL预测框

架,带有注意力机制的 Bi-LSTM(Bi-LSTM
 

with
 

attention,Bi-LSTM-A)。AM 通过权重系数的分

配,使隐含层之间的联系更加紧密,强调重要信息,
提高预测精度。

如图4所示,中间隐藏层保证了在Bi-LSTM后

每个时间步的输出都被保留,这些输出包含了当前

时间步的前后上下文信息。分数值计算指 AM 通

过Bi-LSTM 隐藏层的中间变量,通过一个权重矩

阵计算出每个变量对应的分数值。权重计算指权重

通过一个前馈网络计算,确保所有权重加起来等于

1,按权重分配显示不同信息的重要程度,代表每个

时间步的相对重要性。结合层指将Bi-LSTM 的输

出与其对应的权重相乘,然后进行求和,得到一个加

权表示,统一整合信息,捕捉输入序列中较为关键的

特征信息部分。输出关联指这个加权表示随后被用

于生成最终的输出序列,用于预测下一个输出元素,
为后续模块的准确预测打下基础。

3 	 �

�KK:�

�F

��

attention
attention

Bi-LSTM

D �

atte
ntio
n

图4 Bi-LSTM结合AM机制原理

Fig.4 Schematic
 

diagram
 

of
 

Bi-LSTM
 

with
 

attention
 

mechanism

2 模型结构

2.1 RUL预测模型结构

本节提出了一个RUL预测模型Bi-LSTM-A,
模型结构如图5所示,主要由3个部分组成:特征提

取器一维卷积神经网络(one
 

dimensional
 

convolu-
tional

 

neural
 

network,1DCNN)、具有注意机制的

Bi-LSTM和全连接层。

���	

K
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�
K
�m
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,��
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0
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2
3
4
5
6
7 ×10

3
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图5 
 

RUL预测模型框架

Fig.5 Structure
 

of
 

RUL
 

prediction
 

model

  首先使用1DCNN提取原始信号序列,CNN具

有很强的特征提取能力,可以通过特定的结构从样

本中自动提取特征,减少了人为参与的资源消耗。

1DCNN通过卷积层和池化层可以有效地从信号数
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据中提取重要的特征,所提取的信号通过具有注意

机制的Bi-LSTM 学习更高层次的特征表示。Bi-
LSTM通过双向传播的方式使网络能够在每个时

间点了解原始数据的特征。通过增加 AM 机制使

模型可以选择性地学习输入,将输出序列与输入联

系起来,提高预测精度。最后通过全连接层对RUL
预测结果进行预测。

2.2 预测流程

为了实验能够有效进行,需要对传感信号数据

进行处理。首先将数据按时间顺序重构为矩阵X,
矩阵的每列代表每一阶段的信号序列,分别对应相

应的RUL值。故输入可表示为X=[Xt,Xt-1,…,

Xt-a-1],其中a 为每一阶段的信号序列长度。输

出表示为 RUL=[RULt,RULt-1,…,RULt-a-1]。
与振动信号序列的幅值相比,真实的RUL值相对

较大,使得深度神经网络难以建立输入与输出之间

映射关系的模型。为了实现模型的快速收敛和准确

的RUL预测,对实际RUL值进行归一化:

t=[t-Min(t)]/[Max(t)-Min(t)](15)
式中:Min为输入的最小值;Max为输入的最大振

幅。通过归一化,可以得到与真实RUL值对应的

输出标签。经过模型训练,该框架能够输出预测的

标签。最后采用逆归一化方法从预测值得到RUL。

t=t[Max(t)-Min(t)]+Min(t) (16)

  具体的RUL预测流程如下:
步骤1 定义每段时间信号序列的长度为a,将

数据划分为训练集和测试集,测试集信号不参与

训练。
步骤2 对数据进行归一化。
步骤3 初始化网络的权重和偏置。
步骤4 训练模型。通过反向传播的方式最小

化损失函数,对权值进行微调。
步骤5 输出预测结果RUL。
步骤6 更新训练集与对应的真实RUL值。
步骤7 重复步骤4~6,直到训练完毕。
整个网络采用监督训练,所有网络的权重都为

随机初始化,通过预测结果与期望的输出进行对比,
产生误差。通过给定的代价函数,计算其相对误差,
按权值的梯度方向更新初始权重值。不断重复更新

权重值,直到代价函数值低于预先给定的阈值或达

到预先定义的迭代次数后停止。在实际的训练过程

中,本文将完整训练数据集分批输入网络进行训练,
使用自适应矩估计(adaptive

 

moment
 

estimation,

Adam)优化器对代价函数进行调整。Adam优化器

能够计算每个参数的自适应学习率,并保留历史梯

度的指数衰减平均值,将更新步长限制在大致的范

围内,自动调整训练过程中的学习率。

3 实验与分析

3.1 实验数据集

实验数据使用西安交通大学试验台(见图6)收
集的振动数据,整个数据包含了多个轴承在不同工

况下从运行到失效的全过程[20]。实验数据如表1
所示,数据集包含4个故障类型,分别为内圈故障、
外圈故障、主轴断裂以及外环断裂。

�����.�

DD

�"*�� ��D� "��D24

*��DE��� �E����U0,U
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"AD�

图6 轴承加速寿命试验台

Fig.6 Bearing
 

contact
 

fatigue
 

testing
 

machine

表1 实验数据

Tab.1 Experimental
 

data

工况 数据集 轴承时间 损坏部位

工况1
(35

 

Hz/12
 

kN)

Bearing1_1 02:03:00 外圈故障

Bearing1_2 02:41:00 外圈故障

Bearing1_3 02:38:00 外环断裂

Bearing1_4 02:02:00 主轴断裂

Bearing1_5 00:52:00 内圈故障

工况2
(37.5

 

Hz/12
 

kN)

Bearing2_1 08:11:00 内圈故障

Bearing2_2 02:41:00 外圈故障

Bearing2_3 08:53:00 主轴断裂

Bearing2_4 00:42:00 外圈故障

Bearing2_5 05:39:00 外圈故障

工况3
(40

 

Hz/10
 

kN)

Bearing3_1 42:18:00 外环断裂

Bearing3_2 41:36:00 主轴断裂

Bearing3_3 06:11:00 内圈故障

Bearing3_4 25:15:00 内圈故障

Bearing3_5 01:54:00 外圈故障

  图7为数据集Bearing1_4信号各个阶段的振

幅值箱线图,从图中可以直观地看出在某个时刻之

后,信号的振幅值显著增长。这说明在这个时刻轴

承性能出现了明显退化,故障发生的概率远大于正

常运行的时刻。本文模型的主要任务是通过这些振

动信号的数据准确预测轴承在各个阶段的剩余使用

寿命,对工业生产制造有重要意义。
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图7 Bearing1_4
 

信号振幅变换

Fig.7 Boxplot
 

of
 

Bearing1_4
 

amplitude
 

variation

3.2 模型参数设置

在输入网络之前,对输入数据进行归一化处理,
以保证训练网络的有效性。一维卷积层包括16个

卷积核,卷积核大小设为16,激活函数为ReLu。最

大池化层的步长设为2。LSTM 的神经元数量为

128,Bi-LSTM正向传播神经元和反向的数量一致,
均选取64。对应的AM神经元与LSTM 神经元数

量一致。网络最后共设有3个全连接层,数量分别

为32、16、1。最后一层输出实际预测 RUL。训练

过程 中 采 用 Adam 优 化 器,初 始 学 习 率 设 置 为

0.001。模型的评价指标为均方根误差(root
 

mean
 

square
 

error,RMSE)和平均绝对误差(mean
 

abso-
lute

 

error,MAE),即:

RMSE=
1
n∑

n

i=1

(yi-RULi)2 (17)

MAE=
1
n∑

n

i=1
RULi-yi (18)

式中:y 为预测值;RUL为真实值。
为了验证本文模型的性能,将其与以下几种模

型进行对比实验:①只带有卷积层和池化层的CNN;
②支持向量机(support

 

vector
 

machine,SVM);③循环

神经网络(recurrent
 

neural
 

network,
 

RNN);④单层

LSTM(one-layer
 

LSTM,OLSTM);⑤双向LSTM
(bidirectional

 

LSTM,Bi-LSTM);⑥带有注意力机

制 的 Bi-LSTM (Bi-LSTM
 

with
 

attention,Bi-

LSTM-A)。
由于SVM 无法提取信号特征,因此在模型前

添加 了 卷 积 层。在 SVM 中,正 则 化 参 数 C 在

{0.001,0.01,0.1,1,10}中取值。

3.3 数据集划分

首先,训练数据和测试数据来自同一工况下同

个轴承数据集。例如,对于Bearing1_4,从整个振动

信号中选取了2
 

500个样本,每个样本对应一个实

际的RUL值。每个所选样本信号的长度为1
 

024
个数据点。在训练过程中,随机打乱这些样本的顺

序,从中选取2
 

000个作为训练数据,500个作为测

试数据,以确保训练数据和测试数据之间不存在相

同的部分。对每个数据集进行20次交叉验证实验,
得到平均损失值作为预测精确度的评判指标,避免

了预测结果的偶然性。

3.4 RUL预测

对第3.3节划分的数据集进行对比实验,表

2~表4为3个数据集上所有模型RUL预测结果的

RMSE值和 MAE值。从表中可以看出,CNN虽然

具有较强的特征提取能力,但是对于时间序列的预

测能力较差。对于SVM 模型,即使输入序列经过

CNN进行了特征提取,其预测精度仍低于递归模

型。结果表明,相对于传统线性模型,递归模型在信

号序列分析和预测方面有其独特的优势。
在递归模型中,Bi-LSTM的性能优于传统单向

LSTM,这说明通过双向传播的方式可以学习到更

抽象的特征表示,有利于对长期复杂信号序列的预

测。在Bi-LSTM 中加入注意机制,可以更准确地

捕获输入信号的关键信息。图8为本文提出的Bi-
LSTM-A模型在各个模块提取的特征结果,从图8
可以看出,原始振动信号的特征难以区分,大多数特

征都 堆 叠 在 一 起,不 利 于 RUL 预 测。经 过 Bi-
LSTM和AM模块的处理后,信号特征能够被有效

地区分开,为本文模型提供精确的RUL预测作出

了合理的解释。
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  (b)Bi-LSTM提取  
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  (c)AM机制提取

图8 不同模块提取的特征分布

Fig.8 Feature
 

distribution
 

diagram
 

extracted
 

by
 

different
 

modules
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表2 不同模型预测结果的 RMSE和 MAE(Bearing1_1数

据集)

Tab.2 RMSE
 

and
 

MAE
 

of
 

different
 

model
 

prediction
 

results
(Bearing1_1

 

dataset)

模型 RMSE MAE
CNN 195.67(±25.47) 124.36(±15.32)

SVM 164.88(±19.58) 104.92(±17.36)

RNN 118.94(±20.86) 83.11(±10.95)

LSTM 55.52(±12.78) 41.80(±8.74)

Bi-LSTM 43.56(±10.51) 34.13(±9.84)

Bi-LSTM-A 36.24(±7.66) 27.02(±6.42)

表3 不同模型预测结果的 RMSE和 MAE(Bearing2_3数

据集)

Tab.3 RMSE
 

and
 

MAE
 

of
 

different
 

model
 

prediction
 

results
(Bearing2_3

 

dataset)

 模型 RMSE MAE
CNN 175.68(±28.36) 118.84(±16.15)

SVM 158.05(±26.37) 98.84(±18.52)

RNN 101.64(±22.17) 75.34(±13.24)

LSTM 51.24(±15.29) 38.35(±11.32)

Bi-LSTM 41.99(±16.78) 28.57(±10.52)

Bi-LSTM-A 33.76(±11.38) 23.68(±9.45)

表4 不同模型预测结果的 RMSE和 MAE(Bearing3_5数

据集)

Tab.4 RMSE
 

and
 

MAE
 

of
 

different
 

model
 

prediction
 

results
 

(Bearing3_5
 

dataset)

 模型 RMSE MAE
CNN 180.64(±26.83) 116.25(±19.36)

SVM 165.98(±28.97) 109.17(±25.47)

RNN 130.49(±25.71) 94.68(±16.02)

LSTM 66.82(±17.47) 46.39(±13.59)

Bi-LSTM 53.85(±19.34) 34.57(±15.59)

Bi-LSTM-A 42.17(±10.62) 29.63(±11.93)

  图9和图10分别给出了20次交叉验证实验的

平均RMSE值和 MAE值,黑线表示其置信区间。
以Bearing1_1为例,通过RUL预测置信区间的估

计结果可以看出,对于Bi-LSTM-A模型,有95%的

可能性预测的RUL的RMSE值为28.58~43.90,

MAE值为20.60~33.44。与其他模型相比,本文

提出的模型Bi-LSTM-A的预测结果更加准确,相
较于其他模型性能更优越。

图11为Bearing1_1轴承数据集部分模型的

RUL预测结果。RUL预测中,RNN算法能够处理

序列数据,适用于时间序列预测问题,但在处理长序

列时容易发生梯度消失或梯度爆炸,不能很好地捕

捉长期依赖关系,对于轴承从运行到失效这类时间

跨度大的序列数据预测效果不佳。LSTM 算法引

入了遗忘门、输入门和输出门,能够有效地解决梯度

消失问题,适合处理长序列数据,但在输入数据量大

且复杂的情况下,仍难以捕捉到多个变量之间的依

赖关系。Bi-LSTM算法结合了前向和后向LSTM,
能够捕捉到序列数据中的双向依赖关系,较单向

LSTM性能更好,但训练和推断的计算成本比单向

LSTM更高,对于非常长的序列,仍然可能存在梯

度消失或爆炸。Bi-LSTM-A算法可以帮助模型聚

焦于序列中最重要的部分,提高预测准确性的同时

可以更好地捕捉到序列数据中的长期和短期依赖关

系,尤其是处理复杂的序列数据时,通常比单独使用

Bi-LSTM性能更好。从图11可以直观地看出本文

提出的Bi-LSTM-A模型的RUL预测准确度明显

优于其他模型,且模型预测RUL结果与真实值的

拟合效果优于其他模型,验证了Bi-LSTM 与 AM
机制结合的有效性。
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Fig.10 Confidence
 

interval
 

of
 

MAE
 

for
 

different
 

models

0 100 200 300 400 500
0

25

50

75

100

RU
L/
%

�KK 

,�RUL�
RNN
LSTM
Bi-LSTM
Bi-LSTM-A

图11 不同模型在Bearing1_1数据集的RUL预测结果

Fig.11 RUL
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results
 

of
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models
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4 结语

本文提出了一种基于深度学习的轴承寿命预测

模型。设计了一个具有卷积层和池化层的一维

CNN用于从原始信号序列中提取局部特征,然后利

用具有注意力机制的Bi-LSTM 对时间信息进行编

码。双向传播信息的方式可以使模型通过观察相邻
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特征之间的映射关系来发现网络输入与输出之间的

关系,提高模型处理非线性的能力。加入注意机制

可以使隐含层之间的联系更加紧密,从而提高预测

精度。结合Bi-LSTM 的特征提取能力和注意力机

制强大的监督能力,实现了对轴承的精确RUL预

测。通过比较不同模型的预测结果,验证了该方法

的有效性和可行性。
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