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摘要 基于数学模型或统计模型的传统航迹预测方法存在一定的局限性,无法满足现代航空领域对于高效、
准确、实时的航迹预测需求。针对此问题,提出基于注意力机制的CNN-LSTM 模型的实时航迹预测方法。
该模型首先使用一维卷积对航迹数据的多维度特征进行提取,从而减少输入特征的数量。其次利用获取的

多维度时序数据作为LSTM的输入,通过LSTM提取上下文的信息。最后使用注意力机制为LSTM 中不

同时序节点的输出赋予权重,达到聚焦关键航迹信息的作用。经过实验验证:本文的模型与LSTM 模型和

CNN-LSTM模型相比,预测出的路径更接近真实航迹;文中的模型比LSTM 模型的平均预测误差降低了

29.7%,比CNN-LSTM模型降低了25.4%。综上所述,文中方法可以显著提高航迹预测的精度。
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Abstract Aimed
 

at
 

the
 

problems
 

that
 

traditional
 

trajectory
 

prediction
 

methods
 

based
 

on
 

mathematical
 

or
 

statistical
 

models
 

have
 

a
 

certain
 

of
 

inherent
 

limitations
 

and
 

are
 

difficult
 

to
 

meet
 

increasingly
 

the
 

demands
 

of
 

efficiency,
 

accuracy,
 

and
 

real-time
 

trajectory
 

prediction
 

in
 

the
 

modern
 

aviation
 

field,
 

a
 

novel
 

real-time
 

traj-
ectory

 

prediction
 

method
 

is
 

proposed
 

based
 

on
 

a
 

CNN-LSTM
 

model
 

with
 

an
 

attention
 

mechanism.
 

The
 

proposed
 

model
 

is
 

that
 

multidimensional
 

features
 

are
 

extracted
 

from
 

trajectory
 

data
 

by
 

one-dimensional
 

convolution,
 

reducing
 

the
 

number
 

of
 

input
 

features.
 

Taking
 

the
 

resulting
 

multidimensional
 

time-series
 

da-
ta

 

as
 

an
 

input
 

of
 

LSTM,
 

the
 

contextual
 

information
 

can
 

be
 

extracted
 

by
 

LSTM.
 

Moreover,
 

an
 

attention
 

mechanism
 

is
 

employed
 

to
 

assign
 

weights
 

to
 

output
 

from
 

different
 

time-series
 

nodes
 

within
 

the
 

LSTM,
 

fo-
cusing

 

on
 

key
 

trajectory
 

information.
 

The
 

experimental
 

validation
 

shows
 

that
 

the
 

proposed
 

model
 

in
 

com-
parison

 

with
 

the
 

LSTM
 

model
 

and
 

the
 

CNN-LSTM
 

model,
   

produces
 

trajectory
 

predictions
 

to
 

be
 

even
 

more
 

close
 

to
 

match
 

real
 

trajectories.
 

Specifically,
 

the
 

model
 

in
 

this
 

paper
 

achieves
 

a
 

29.7%
 

reduction
 

in
 

average
 

prediction
 

error
 

compared
 

to
 

the
 

LSTM
 

model
 

and
 

a
 

25.4%
 

reduction
 

compared
 

to
 

the
 

CNN-LSTM
 

mod-
el.

 

In
 

summary,
 

the
 

proposed
 

method
 

significantly
 

enhances
 

the
 

accuracy
 

of
 

trajectory
 

prediction.
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  空中交通管理(air
 

traffic
 

management,
 

ATM)
的一项重要职能是对航空器在空中飞行时的航路、
高度、速度、起降等行为进行指导和控制,确保航空

器在空中飞行过程中的安全和有序。其目标是对航

空器进行安全有效的管理并致力于在空域管理系统

中提供最优的空域容量[1]。完成上述目标要求管制

员对航空器进行排序和分离,管制员通常使用决策

支持系统(decision
 

support
 

systems,
 

DST)监视每

架航空器的状态,并解决飞行冲突[2]。为了确保空

域航空器密度在安全范围内,管制员使用DST从其

他监视系统中获得的未来空中交通流量信息执行流

量管理决策,这些监视系统功能的核心是轨迹预测。
轨迹预测是在给定航空器状态和环境信息的前提

下,预测航空器未来的位置。不准确的轨迹预测会

对ATM 和DST的性能产生负面影响,例如,会降

低管制员扇区内最大航空器容量,增加冲突的数量

和系统负担,增加因躲避其他航空器而导致的燃料

消耗,更多燃料消耗会导致环境污染。因此,轨迹预

测效果对DST的性能表现尤为重要。目前,ATM
正朝着基于轨迹的运行模式(trajectory-based

 

oper-
ations,

 

TBO)发展[3]。
由于空中交通量的不断增大及航空资源的日益

短缺,ATM 系统在航空交通管理中面临巨大压

力[4]。尽管之前的轨迹预测精度已经能够在一定程

度上应对空中交通环境,但是面临日益拥堵的空域,
还需要提高轨迹预测的精度以应对复杂的空中交通

状况。利用详细的数据并使用先进的方法才能让

ATM系统自动化、智能化地做出决策,进而打造出

安全、有序和高效的空中交通环境[5]。
伴随深度学习的不断发展,其在自动驾驶[6]、机

器人控制[7]、视频监控[8]等领域具有广泛的应用,并
且表现优异。深度学习同样可以用于轨迹预测,其
中包括预测物体、人或车辆等在未来几秒或几分钟

内的运动轨迹[9-11]。使用深度学习进行轨迹预测的

好处在于不仅可以从大量历史数据中学习轨迹的运

动规律和特征,提高预测的准确度,而且可以更好地

应对复杂场景。
随着人工智能和大数据研究的不断发展,机器

学习的方法逐渐成为航迹预测不可或缺的方法。该

方法的优点在于只需要对过去的航迹进行处理,更
多地依赖于航迹的相似性,可以将输入与输出的维

度进行重构[12]。
机器学习方法初期使用回归模型进行航迹预

测。文献[13]针对航空器中短期的轨迹预测问题,

提出一种新方法。该方法基于局部线性泛函回归,
其中涉及局部化、数据预处理和利用小波分解求线

性回归。此方法不使用任何航空和物理参数,只使

用了过去航空器的轨迹。文献[14]提出利用航空器

航线数据和气象数据,对航空器进行排序和合并的

轨迹预测方法。该方法使用历史航迹信息训练模型

以达到预测飞行时间的目的。模型的输入分别为航

空器的地面速度、航空器的类型、航空器到达航信起

点处的高度、高空风、地面风。该模型用于检查冲突

和跑道吞量,并且可以通过该模型对连续下降航空

器之间的初始距离间隔进行判断。
上述回归模型也存在问题,即每次建立飞行模

型都需要使用大量的航迹数据。随着循环神经网络

在序列预测上的优势逐渐显现,长短期记忆网络

(long-short-term
 

memory,
 

LSTM)作为循环神经

网络的变体,其在处理时序问题上有着优异的表现,
因此经常被应用于时序预测问题中。航迹预测方

面,也逐渐采用该网络进行轨迹预测[15]。文献[16]
通过LSTM 网络模型对航空器的轨迹进行预测。
LSTM通过门结构使得当前预测任务中包含过去

序列的信息。LSTM 中使用滑动窗口保持了长序

列中相邻状态的连续,有利于航迹预测精度的提高。
该方法分别对三维航迹和四维航迹分别实验,其性

能表现优于马尔科夫模型和加权马尔科夫模型。文

献[17]将蚁狮优化算法与LSTM网络相结合,利用

蚁狮优化算法的优点对LSTM 网络的阈值和初始

权值进行优化,提高了预测结果的精度和模型的收

敛速度,有效避免了算法陷入局部最优解,提高了

LSTM的性能。通过与BP神经网络和LSTM 神

经网络的对照实验表明,算法的航迹预测能力更强。
文献[18]提出了基于“当前”统计模型的机动目标模

糊自适应滤波算法(fuzzy
 

adaptive
 

CSAF,FAC-
SAF),该算法既不存在突变问题,也没有加速度区

间限制。仿真结果表明,在预测精度方面效果较好。
文献[19]利用不同的深度学习模型,对飞行器航迹

从不同角度进行预测。一方面,通过深度前馈神经

网络(deep
 

neural
 

networks,DNN)对实际航迹与目

标航迹之间经纬度之间的偏差进行预测。另一方

面,通过LSTM对未来几个时刻的飞行轨迹做长期

预测。DNN模型对单步范围的预测结果更加准确,

LSTM虽然预测的精度不如DNN,但是却可以实

现多步预测,通过2个模型的结合,使得算法在航迹

预测及飞行安全方面具有更好的效果。此外,模型

的不确定性采用贝叶斯方法进行表征。
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由于机器学习方法在航迹预测方面表现优异,
本文也将在下面的章节中采用机器学习方法对航空

器轨迹进行实时预测。

1 基于注意力机制的 CNN-LSTM
模型

  4D(航班的三维空间位置和时间)航迹预测是

指在空中交通控制系统中,通过对航空器航迹进行

预测和规划,使得不同航班的飞机能够在同一时空

上安全地交错飞行。
卷积神经网络(convolutional

 

neural
 

networks,
CNN)与LSTM相结合的网络模型在4D航迹预测

任务中表现优异,但是该模型的泛化能力较差,无法

关注航迹数据中最重要的部分,容易受不相关信息

的影响;该模型的鲁棒性不强,容易受到航迹数据中

噪声和变化的影响。
受文献[20]的启发,本文提出了基于注意力

(Attention)机 制 的 CNN-LSTM 模 型,即 CNN-
LSTM-Attention,与文献[20]提出的模型重名。本

模型受到了其将Attention机制结合到LSTM想法

的启发,因此采用相同的命名。该模型首先使用一

维卷积对航迹数据的多维度特征进行提取,从而减

少输入特征的数量。然后利用卷积层获取的多维度

时序数据作为LSTM 的输入,通过LSTM 提取上

下文的信息。最后借用注意力机制的基本思想,即
帮助学习网络权重分布[21],为不同时序节点的输出

赋予权重,以聚焦关键航迹信息,达到提高预测模型

泛化能力和鲁棒性的效果。下面将对模型的整体架

构和超参数设定进行介绍。

1.1 模型整体框架

基于 注 意 力 机 制 的 CNN-LSTM 模 型 是 由

CNN网络、LSTM网络和注意力机制组合而成的,
如图1所示。输入层是通过构造数据样本,将时序

数据构造成矩阵格式,输入CNN网络中;CNN层

中使用卷积操作对输入的数据进行降维和特征提

取。LSTM层将提取到的特征以时序数据的形式

输入LSTM 网络;注意力层对
 

LSTM 网络隐藏层

输出使用注意力机制进行加权平均计算;输出层是

通过全连接层输出最终的预测轨迹。

图1 基于注意力机制的CNN-LSTM网络结构

1.2 模型的输入与输出

本模型使用航迹数据作为模型的输入。某一时

刻t的位置以时间(t)、横轴坐标(x)、纵轴坐标

(y)、竖轴坐标(z)、正北风速(windy)和正东风速

(windx)这6个特征进行表示。t时刻航空器状态

表示Xt,如式(1)所示。模型的输出是未来时刻的

时间(t)、横轴坐标(x)、纵轴坐标(y)和竖轴(z)作
为模型的输出。t+1时刻,模型的输出Yt+1,表示

为 式(2)
 

。将 6 个 连 续 时 刻 的 航 迹 特 征 数 据

X t-5  ,…,X t-1  ,X t  作为模型的输入,将t+1
时刻的航空器位置及时间Y(t+1)作为模型的输出,
如式(3)所示。

X t  =t,x,y,z,windx,windy  (1)

Y(t+1)=t,x,y,z  (2)

Y t+1  =f X t-5  ,…,X t-1  ,X t      (3)
 

1.3 模型的训练流程

CNN层通过一维卷积对航迹进行降维和特征提

取。具体过程如下:首先是卷积操作,由于模型采用

的一维卷积,卷积核将按照单一的方向进行卷积。然

后,使用ReLU函数进行激活。最后经过最大池化将

所得向量输入多层LSTM中。本文设计的模型共有

3层LSTM,并在每层LSTM后都设置了dropout避

免过拟合。dropout是一种常用的正则化技术,可以

用于减少过拟合现象,提高模型的泛化能力。上一层

LSTM输出的隐藏状态作为下一层LSTM的输入,
以此类推,最后一层输出的隐藏状态将会传递给注意

力层进行加权计算。注意力机制可以提高重要时刻

航迹点对最终结果的影响,提升模型预测的精度。将

多层LSTM中最后一层的隐藏状态 Hi 作为注意力

层的输入,对输入向量做加权求和。使用一个全连接

层进行训练,设置激活函数为tanh,得到隐藏状态的

分数为Si,如式(4)所示。全连接层的输出Si 使用

softmax函数进行归一化,得到隐藏状态的权重αi,αi

代表每一个时间步对预测结果的重要性,计算公式如

式(5)所示。注意力训练过程表示如下:利用得到的

权重与隐藏状态向量进行加权求和得到最终的输出

Ci,如式(6)所示。

Si=tanhWHi+bi  (4)
 

αi=softmaxSi  (5)
 

Ci=∑
k

i=1
αiHi (6)

 

2 数据预处理

本节将介绍4D航迹预测的数据集构造工作。
首先,对航空轨迹数据进行介绍和数据预处理,数据

预处理包括去除重复点、去除离机场过远的点和建立
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三维坐标系表示航空器的位置、补齐缺失数据点等操

作。其次,对模型的训练样本和标签进行定义,最后,
将数据进行归一化操作后,完成数据的预处理。
2.1 制作数据集

由于目前的航空轨迹数据集中航迹数据缺乏明

确的分类,并且航迹多为高空航迹,缺乏进离场航空

器轨迹,故本文将对所需的数据集进行制作。例如,
使用来自某机场的真实航迹数据,数据中包含机场中

多架航空器的航迹及航行过程中的天气状况。数据

集中包含了96
 

d的有效航迹数据。数据集中的航迹

数据是通过ADS-B设备得到航空器精确位置和时间

戳,气象数据是通过机场自动天气观测系统获得的,
通过时间戳的匹配,将气象数据附加到航迹数据后

面。得到原始数据后,还需要对原始数据预处理以达

到训练模型的要求。预处理包括删除没有位置信息

的坏点;去除航空器标识和位置信息相同的重复点;
去掉距离跑道头或跑道尾超过5

 

km并且高度在1.8
 

km以上的点;建立三维坐标系,将数据转换为坐标

点,其中左边原点位于跑道尾,x 轴指向跑道;在上述

坐标系中,对飞速沿着跑道和垂直于跑道进行分解;
对于缺失的数据点,采用三次线性插值法补充缺失

点;处理后的数据以7∶3的比例被划分为训练集和

测试集。航迹数据格式,如表
 

1所示。
表1 航迹数据展示

时间 飞机编号 x/m y/m z/m
Windx/

(m/s)
 

Windy/

(m/s)

00:39:0111
 

322
 

591971.4084.45335.28 1.21 2.26
00:39:0211

 

322
 

591976.9785.20335.28 1.21 2.26
00:39:0311

 

322
 

591981.7983.62335.28 1.21 2.26
… … … … … … …

00:41:0711
 

322
 

5911
 

410.6939.40335.28 1.21 2.26

  其中x、y、z 表示的是航空器在以跑道末端为

原点的三维坐标系中的位置,其中x 轴与跑道平

齐。Windx 和 Windy 分别表示x 轴方向和y 轴方

向的风速。本文制作的数据集以3维坐标的形式记

录航空器位置,可以更好地挖掘3个维度的特征;数
据集中具有风速信息,可以更好地探究环境对航迹

预测影响;数据集均为进离场航班,可以更好地研究

进离场航空器航迹的特点。

2.2 数据样本构造方法

本实验使用的数据包含时间、横轴坐标、纵轴坐

标、竖轴坐标、横轴方向风速、纵轴方向风速共6个

特征。构造数据样本时,将所有时间步的6个轨迹

数据造成一个二维矩阵,矩阵的行数为样本的总个

数,列数为特征数6。模型选用6个时间步的数据

对下一时间步中的时间、横轴坐标、纵轴坐标和竖轴

坐标进行预测。参照CNN 在处理图像数据的方

法,采用6×6的滑动窗口在矩阵上由上至下滑动,
如图

 

2所示,滑动步长为1,其中滑动窗口中的数据

作为训练样本。滑动窗口的下一行中的时间、横轴

坐标、纵轴坐标、竖轴坐标作为标签。依次类推,直
到标签到达最后一行为止。

图2 样本构造示意图

2.3 样本归一化处理

归一化是一种用于训练深度神经网络的技术。
它的目的是将输入数据进行归一化处理,使得网络

在训练过程中更加稳定、收敛更快、避免梯度消失等

问题。本文采用离差标准化的方式将航迹样本数据

归一化[22]。离差标准化(min-max
 

scaling)是一种

常见的数据标准化方法,用于将数值型的数据缩放

到一个固定的区间范围内,通常是[0,1]或[-1,1]。
本文采用的离差标准化公式如式(7)所示:

x'i=
xi-xmin

xmax-xmin
(7)

通过归一化,将航迹数据缩放到[0,1]之间。式

中xmax 表示航迹样本中特征值最大的数据;xmin 表

示航迹样本中特征值最小的数据;xi 表示当前航迹

数据;x'i 表示归一化后的数据。
反归一化是一种将标准化后的数据转换回原始

数据的方法。在训练模型时,通常需要将输入航迹

样本数据进行归一化处理,以提高模型的训练效果。
但是,在使用模型对新的航迹样本进行预测时,需要

将预测结果进行反归一化,以得到原始数据的结果。
反归一化的方法与归一化的方法相对应。如果归一

化是将原始数据缩放到[0,1]的范围内,那么反归一

化就是将标准化后的数据恢复到原始的航迹数据范

围内。本文反归一化的公式如式(8)所示:

xi= xmax-xmin  x'
i+xmin (8)

 

3 实验与结果分析

3.1 模型训练

本文模型基于 TensorFlow框架实现,实验所
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采用的硬件环境为:Intel
 

Xeon
 

E5-2630
 

V4处理

器,64
 

GB内存,NVIDIA
 

TITAN
 

XP
 

GPU 显卡。
将模型的超参数设置如下:

3.1.1 输入层参数设置

设置输入数据的参数,其中包含批处理大小、时

间窗的设置和特征数。本模型将批处理大小设置为

128,时间窗口设置为6,特征数设置为6,一条航迹

样本可以用6×6的实数矩阵R6×6 进行表示,R6×6

中第i个时间步的航迹向量记为xi。

3.1.2 CNN参数设置

航迹样本数据在CNN中会经过卷积、池化操

作。本模型对航空轨迹数据采取一层一维卷积进行

处理,其中卷积核的大小为3,数目为32,滑动步长

设为1。进行一维卷积时,依次选取R6×6 中第i个

时间步到第i+2个时间步的二维矩阵进行卷积操

作。激活函数选用ReLU。经过一维卷积的提取,

得到6×1形状的特征图,共有32个卷积核,最终得

到32个特征图。对所得特征图进行最大池化,池化

窗口大小为2,步长为2,最终得到32个3×1形状

的特征图。将所得特征图表示为32×3的二维矩

阵,该二维矩阵表示不同卷积核下航迹数据的联系。

将该数据输入到LSTM网络中。

3.1.3 LSTM参数设置

在LSTM层,主要对LSTM 层数、隐藏层节点

个数、激活函数和丢弃率进行设置。LSTM 的层数

设置为3。将LSTM 层隐藏节点的个数均设置为

50,其激活函数使用默认的Sigmoid和Tanh。考虑

模型和数据情况,将本模型丢弃率dropout设置为

0.25。

3.1.4 Attention参数设置

在注意力层,要对LSTM输出的32×3状态矩

阵进行处理(实际大小是32×LSTM 隐藏层维度

数),其结构如图
 

3所示。32代表LSTM 的seq_

length,因此Attention层以32×3的矩阵为解码器

的隐层状态(decoder
 

hidden
 

state),以其各行的1×
3的矩阵为对应特征点的隐层状态(encoder

 

hidden
 

state),通过点乘计算得分。然后再利用Softmax
对各得分进行计算,得到各32个特征点隐层状态的

权重。将计算出的权重与对应的隐层状态相乘,得
到加权后的隐藏状态。其结果为32个1×3的矩

阵,连接为32×3的矩阵后,输入全连接层,最终输

出1×4的航迹预测作为输出。

注意力层有Soft
 

Attention和 Hard
 

Attention
 

2种方案。Hard
 

Attention的权重向量通常是一个

One-Hot向量,这在某些情况下会具有更好的时效

性,但是会牺牲一部分精度。由于本文模型的隐层

状态只有32,对计算效率的影响并不大,因此只需

在实验中比较2种方案的精确度。

图3 Attention网络结构

3.1.5 其他超参数设置

其他超参数包括优化器、学习速率和迭代次数。

本模型选用 Adam优化器更新模型的参数以最小

化损失函数,学习速率设置为0.001,迭代次数设置

为1
 

000。

3.2 预测误差衡量指标

常用的衡量预测值与实际值之间误差大小的指

标有均方根误差(root
 

mean
 

square
 

error,
 

RMSE)、

平均绝对误差(mean
 

absolute
 

error,
 

MAE)和平均

绝对百分比误差(mean
 

absolute
 

percentage
 

error,

MAPE)。它们分别如公式(9)~(11)所示:

RMSE=
1
m∑

m

i=1
Pi-Ri  2



 




1
2

(9)
 

MAE=
1
m∑

m

i=1
Pi-Ri (10)

MAPE=
1
m∑

m

i=1

Pi-Ri

Pi
×100% (11)

式中:Pi 代表时间步i的预测值;Ri 代表时间步的

真实值;m 表示预测时间步数。RMSE、MAE和

MAPE的值越小,说明模型预测的结果与实际值之

间的误差越小,模型的性能越好。

3.3 定性实验

为了验证本文提出的航迹预测模型的性能,本节

对提出的基于注意力机制的 CNN-LSTM 模型与

CNN-LSTM模型和LSTM模型进行定性对比实验,
通过对比预测的航迹曲线分析模型的效果,本节以某

航空器航迹为例给出3个模型的预测效果。3个模

型的二维和三维航迹的对比如图
 

4和图
 

5所示。
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图4 二维航迹对比

图
 

4中x、y 表示的是航空器在以跑道末端为

原点,沿跑道方向为x 轴的二维坐标系中的位置。

LSTM模型预测出的二维航迹可以拟合真实航迹

的运行状态,但是仍存在一定程度的偏差,二维航迹

曲线能够保持平滑地移动。CNN-LSTM 模型预测

出的二维航迹可以较好地拟合真实航迹的运行状

态,与LSTM模型相比,二维航迹偏差明显减小,预
测航迹曲线 也 更 加 平 滑。CNN-LSTM-Attention
模型可以很好地拟合真实航迹的运行状态。预测出

的航迹曲线几乎与真实二维航迹曲线重合。

图5 三维航迹对比

图
 

5中x、y、z 表示的是航空器在以跑道末端

为原点,沿跑道方向为x 轴的三维坐标系中的位

置。LSTM模型的三维预测航迹已经可以拟合出

航迹路线,但是与实际航迹的误差仍然较大,特别是

在高度方面,可以明显观察到与实际航迹的差距,使
用LSTM模型虽然可以进行4D航迹预测,但模型

仍有提高的空间。CNN-LSTM 模型的三维预测航

迹与真实航迹的误差较小,虽然高度差距比LSTM
模型 小,但 是 仍 存 在 一 定 程 度 的 偏 差。CNN-
LSTM-Attention模型拟合出的三维航迹与真实航

迹误差很小,可以很好地拟合实际飞行的航迹。
注意力机制分为2种变体,Hard

 

Attention和

Soft
 

Attention。为选择出更适用于航迹预测的变

体,进行对比实验,实验结果如图
 

6所示。

图
 

6 不同Attention机制的对比

Soft
 

Attention的实验最终是使用SoftMax函

数对LSTM层的状态进行权重分配,Hard
 

Atten-
tion则只选择一个分数最大的位置进行关注,其余

状态均被抛弃。为了表现出明显差异,选用一条较

长的航迹进行对比预测。在实验结果中可以观察

到,2种变体都对航迹进行了良好的预测,但是Soft
 

Attention预测的航迹更为稳定,Hard
 

Attention的

预测则出现了震荡,且2种变体的计算时间没有明

显差别,因此Soft
 

Attention更适合用于航迹预测。
除去Attention机制的选择外,还有一个参数

尤为重要,即LSTM 的层数。增加LSTM 的层数

可以增加模型的表示能力,使其能够更好地捕捉输

入序列中的长期依赖关系和复杂模式。这对于航迹

预测任务中的时序数据是重要的,因为航迹通常具

有长期的时间依赖性。但是增加LSTM 的层数会

增加模型的复杂度,所以本文应用了 Attention机

制。为选择最合适的LSTM 层数,进行对比实验,
实验结果如图

 

7所示。

图
 

7 不同LSTM层数的对比

可以看出,在层数为1或3时,区别并不大,当
层数逐渐增加,模型预测的精度不增反降,这可能是

由于过多的层数引入的噪声或冗余导致的。为更好
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地捕获航迹的时序性,本文选择LSTM的层数为3。
总的来说,CNN-LSTM-Attention模型预测出

的航迹拟合度最高,最接近真实航迹,CNN-LSTM
模型效果次之,LSTM 模型拟合度最低。由此看

来,模型的4D航迹预测精度由高到低排名依次是

CNN-LSTM-Attention模型、CNN-LSTM 模型和

LSTM模型。且其注意力机制中的Soft
 

Attention
更适用于航迹预测。

3.4 定量实验

为了验证本文提出的航迹预测模型的性能,本
节对提出的基于注意力机制的CNN-LSTM 模型与

目前常用的4D航迹预测算法进行定量实验,通过

对比特征的误差分析模型的效果,以某航空器航迹

为例给出3个模型的预测效果。通过计算误差衡量

指标RMSE、MAE和 MAPE的值对预测航迹和真

实航迹的误差进行定量分析,,衡量指标的数值越

小,表示模型的预测误差越小。分别对LSTM 模

型、CNN-LSTM 模型和基于注意力机制的 CNN-
LSTM模型的时间、横坐标、纵坐标和竖坐标进行

误差定量分析,结果如表
 

2所示。
表2 特征误差对比

误差评价指标 LSTM CNN-LSTM
CNN-LSTM-
Attention

时间RMSE 1.134 0.894 0.519

时间 MAE 0.856 0.556 0.443

时间 MAPE 0.038 0.023 0.012

横坐标RMSE 9.452 8.521 7.652

横坐标 MAE 9.564 7.259 6.598

横坐标 MAPE 0.082 0.069 0.053

纵坐标RMSE 9.447 8.962 7.621

纵坐标 MAE 9.532 7.862 6.321

纵坐标 MAPE 0.092 0.048 0.037

竖坐标RMSE 10.869 9.642 8.889

竖坐标 MAE 9.623 8.965 7.414

竖坐标 MAPE 0.039 0.027 0.011

  通过对比表
 

2中的参数发现,LSTM 的特征误

差最大,CNN-LSTM的特征误差次之,误差最小的

是 CNN-LSTM-Attention模型。CNN-LSTM-At-
tention模型在时间、横坐标、纵坐标和竖坐标的误

差指标均小于CNN-LSTM 模型,其中降低最多的

是时间特征,误差平均降低36.70%;降低最少的是

横坐标特征,误差平均降低14.16%,以上数据说明

了Attention机制应用CNN-LSTM后,提高了模型

的预测能力,同时验证了CNN-LSTM-Attention模

型在处理时序预测问题的优越性能。

4 结语

本文 首 先 提 出 了 基 于 注 意 力 机 制 的 CNN-
LSTM混合模型,将注意力机制引入CNN-LSTM
模型中,对LSTM 隐藏层的输出赋予注意力权重,
提高模型预测精度,介绍了模型的整体框架、模型的

输入与输出和模型的训练流程。然后介绍了数据预

处理工作,包括制作数据集、数据样本构造和样本归

一化处理。最后,进行了实验与结果分析,其中包括

模型训练、误差衡量指标介绍、定性实验与定量实

验。实验通过将预测航迹和真实航迹以二维与三维

的形式绘制航迹,直观地展示出航迹之间的误差;定
量实验通过误差评价指标RMSE、MAE、MAPE定

量展示航迹的误差。通过定性实验与定量实验的比

较,验证了本文所提出的模型在4D航迹预测上的

性能优于其它对比模型。
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