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摘要 针对传统方法和基于神经网络方法在滚动轴承故障预测中存在的问题,提出一种双自适应滑动时间

窗故障预测模型。首先,通过设置能够去除相关性的状态估计非线性算子,将滚动轴承振动信号映射为能够

表征其退化状态的故障特征—故障程度指标DR。其次,以损失函数为判据,设置模型参数自适应更新机

制,以及建立能够自适应选取数据长度的滑动时间窗口。最后,通过西安交通大学发布的滚动轴承全寿命周

期数据,模拟实际中突发性故障和渐发性故障综合作用下的故障发生情况,验证了所提出的故障预测模型的

有效性。实验结果表明,提出的预测模型能够准确判断滚动轴承退化阶段的开始时刻和故障时刻,真实反映

滚动轴承性能退化的趋势,预测误差仅为0.068%,预测时间仅占2次故障间隔时间的1.385%,满足复杂工

况下滚动轴承故障预测的需求。
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Abstract Traditional
 

and
 

neural
 

network-based
 

methods
 

being
 

in
 

existence
 

of
 

rolling
 

bearing
 

fault
 

predic-
tion,

 

a
 

dual
 

adaptive
 

sliding
 

time
 

window
 

fault
 

prediction
 

model
 

is
 

proposed.
 

Firstly,
 

the
 

rolling
 

bearing
 

vibration
 

signal
 

is
 

mapped
 

into
 

fault
 

features
 

characterized
 

as
 

its
 

degradation
 

state
 

by
 

setting
 

up
 

a
 

state
 

es-
timation

 

non-linear
 

operator
 

capable
 

of
 

removing
 

correlations.
 

Secondly,
 

taking
 

a
 

loss
 

function
 

as
 

a
 

criteri-
on,

 

an
 

adaptive
 

update
 

mechanism
 

for
 

the
 

model
 

parameters
 

is
 

set
 

up,
 

and
 

a
 

sliding
 

time
 

window
 

capable
 

of
 

adaptively
 

selecting
 

the
 

data
 

length
 

is
 

constructed.
 

Finally,
 

the
 

validity
 

of
 

the
 

proposed
 

failure
 

predic-
tion

 

model
 

is
 

verified
 

by
 

simulating
 

the
 

occurrence
 

of
 

failures
 

under
 

the
 

combined
 

sudden
 

and
 

gradual
 

fail-
ures

 

in
 

practice
 

using
 

the
 

whole
 

life
 

cycle
 

data
 

of
 

rolling
 

bearings
 

released
 

by
 

Xi’an
 

Jiaotong
 

University.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

prediction
 

model
 

proposed
 

can
 

accurately
 

identify
 

at
 

the
 

beginning
 

moment
 

and
 

at
 

the
 

failure
 

moment
 

for
 

the
 

rolling
 

bearing
 

at
 

the
 

degradation
 

stage,
 

and
 

truly
 

reflect
 

the
 

trend
 

of
 

equipment
 

performance
 

degradation.
 

The
 

prediction
 

error
 

is
 

only
 

0.068%
 

and
 

the
 

prediction
 

time
 



is
 

only
 

1.385%
 

of
 

the
 

interval
 

between
 

failures,
 

meeting
 

the
 

needs
 

of
 

rolling
 

bearing
 

failure
 

prediction
 

un-
der

 

condition
 

of
 

complex
 

operation.
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  滚动轴承的主要功能是承受载荷和传递作用

力,是现代各类旋转机械广泛使用的零件之一。同

一机械中滚动轴承型号众多,使用工况复杂,突发性

故障和渐发性故障交织,很难用一种特定的故障模

式对其进行界定。滚动轴承一旦发生故障,将会发

生较大的振动,严重影响机械的安全性和可靠性。
因此,开展具有泛化能力的滚动轴承故障预测研究,
对于提高机械的可靠性具有重要的意义[1-2]。

目前,滚动轴承故障预测模型大致可分为两大

类,传统故障预测模型和基于神经网络的故障预测

模型。传统故障预测模型能够依据故障机理、结构

特征和状态空间等先验知识,建立有效的数学模型,
从而实现故障预测,如最小二乘支持向量机(sup-
port

 

vector
 

machine,
 

SVM)故障预测模型[3],
 

高阶

模糊时间序列故障预测模型[4],以及灰色马尔可夫

链(grey
 

markov
 

chain,GM)故障预测模型[5]等。
虽然以上传统故障预测方法取得了一定的研究成

果,但由于其过于依赖先验知识,大数据处理效率不

高,以及数据挖掘能力较差,在突发性故障和渐发性

故障交织的复杂工况条件下,难以建立滚动轴承故

障预测的数学表达式,故障预测精度往往较低。近

些年,神经网络在故障预测领域得到了广泛应用,且
取得了良好的预测效果,如递归神经网络(recurrent

 

neural
 

network,RNN)故障预测模型[6],以及卷积

神经网络(convolutional
 

neural
 

network,CNN)故
障预测模型[7]。基于神经网络的故障预测模型虽取

得了较好的预测效果,但依然存在适应变化能力差,
可解释性不强,数据需求量大,以及全连接模式冗余

且低效的缺点,对大型机械多种类型的滚动轴承故

障预测效率难以提升。
本文以传统故障预测方法———时间序列预测法

(time
 

series
 

forecasting
 

method,TSFM)[8]为基础,
使用神经网络中求极小值的核心算法———梯度下降

算法对其数据转折点的鉴别能力,以及平滑因子自

适应选择能力进行改进,设计了一种既能自适应更

新参数,确保其强大的泛化能力,又能自适应截取故

障数据长度,确保其快速反映能力的双自适应故障

预测模型。

1 双自适应滑动时间窗故障预测模型

基于双自适应滑动时间窗故障预测模型设计方

法如下:

1.1 故障特征提取

将滚动轴承某t时刻的振动信号分解为n 个相

互关联的状态变量,将其记为观测变量Xt,即:

Xt=[xt,1,xt,2,…xt,n]T (1)
式中:xt,n 为t时刻状态变量的观测值。

构建具有m 个历史时刻(振动信号),n 个相互

关联状态变量的历史记忆矩阵D,即:

D=[X1,X2,…,Xm]=

x1,1 x1,2 … x1,m

x2,1 x2,2 … x2,m

︙ ︙ ︙

xn,1 xn,2 … xn,m

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

n×m

(2)

由历史记忆矩阵D 中m 个输入观测向量Xobs

的线性加权,可获得估计向量Xest,即:

Xest=DW=w1X1+w2X2…wmXm (3)

式中:W=[w1,w2,…,wm]T 为一个m 维的权值向

量,代表输入观测向量Xobs 与历史记忆矩阵D 的相

似度,即:

W=(DT􀱋D)-1(DT􀱋Xobs) (4)
式中:􀱋为非线性运算符,用以代替普通矩阵中的乘

积运算,避免DT􀱋D 所产生的不可逆现象,扩大式

的适应范围[9]。为提升多维数据处理能力,本文将

DT 与Xobs 之间的马氏距离(mahalanobis
 

distance,

MD)[10]作为非线性运算符,即:

􀱋 (X,Y)= (X-Y)T∑-1(X-Y) (5)

式中:∑
-1

为多维随机变量协方差矩阵的逆矩阵,

直观可以看出,当两个状态矩阵越相似时,其 MD
越小;当两个状态矩阵差异性越大时,其非线性运算

结果越大。
将式(5)带入式(4)中,可得估计向量的最终表

达式为:

Xest=D(DT􀱋D)-1(DT􀱋Xobs) (6)
通过对比观测向量Xobs 与估计向量Xest 之间的

差值,可直观得到反应滚动轴承故障程度的残差值

ε,即:

ε=Xest-Xobs (7)
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通过对比各类故障指标的使用范围,本文选用 均方根反映故障程度,如表1所示[10]。
表1 误差指标表

指标 公式 意义 指标 公式 意义

VARV VARV= 1
N -1∑

N-1

i=0

(xi -μ)2
描述振动信号

的波动
 E E=∑ (xi)2 表征故障信号的影响

RMSV RMSV= 1
N∑

N

i=1
xi

2 振动信号强度  SE SE= -∑
i

P(xi)log2 P(xi)  

SF
SF= RMSV

1
N∑

N-1

i=0
xi

有效值与矫正

均值之比
 RE RE= 1

1-αlog∑
N

i=1
P(xi)q

MF
MF=

Max(xi)

1
N∑

N-1

i=0
xi

2

表征机械的磨

损程度
 TE RE= 1

q-1
(1-∑

N

i=1
P(xi)q)

通过有效测量熵值

提取轴承故障状态的

本质信息

式中:VARV为方差值;RMSV为均方根值;SF为

形状因子;MF为边际因子;E为能量;SE为香农

熵;RE为仁义熵;TE为察里斯熵。

通过求n 个维度Xest 与Xobs 残差ε的RMSV,

即可得到反应滚动轴承故障程度指标DR:

DR=
1
m∑

m

i=1
εi

2 (8)

1.2 双自适应滑动时间窗建模

双自适应滑动时间窗建模如下:

S(1)
t =αi

t+TDRt+(1-αi
t+T)S

(1)
t-1

S(2)
t =αi

t+TS
(1)
t +(1-αi

t+T)S
(2)
t-1 (9)

式中:αi
t+T 为第t+T 次预测的第i次训练自适应

平滑因子,以其表示前一时刻DRt 对于当前时刻故

障预测的重要性;S(1)
t 为一次平滑值,S(2)

t 为二次平

滑值,以其表示除前一时刻外,其余时刻对当前故障

预测的重要性。

若T 表示预测时间,DRi
t+T 表示t+T 时刻第

i次训练的滚动轴承故障程度的预测值,则其预测

公式为:

DRi
t+T=fi

t+T(DRt,α)=AT+BTT (10)

式中:

AT=2S
(1)
t -S

(2)
t

BT=(
αi

t+T

1-αi
t+T

)(S(1)
t -S

(2)
t )

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

(11)

通过对比各类梯度下降算法的适用范围,本文

选用随机梯度 下 降(stochastic
 

gradient
 

descent,

SGD)自适应更新平滑因子αi
t+T,如表2所示。

表2 梯度下降算法对比表

算法 优点 缺点

BGD 易找到全局最优点
不适于大数据和快速

更新

SGD
避免数据冗余,收敛速

度快

适用于大数据和快速

更新

SGDM
能 够 抑 制 振 荡,加

速SGD
需有可靠的初始参数

AdaGrad 学习率自更改
复杂 网 络;处 理 稀 疏

梯度

AdaDelta
避免参数更新时单位

不统一

复杂 网 络;处 理 稀 疏

梯度

Adam 对内存需求小
复杂 网 络;处 理 稀 疏

梯度;高维空间

其中:BGD 为 批 量 梯 度 下 降(batch
 

gradient
 

de-

scent,BGD);Momentum-SGD为带动量的随机梯

度下 降(stochastic
 

gradient
 

descent
 

momentum,

SGDM);AdaGrad为自适应梯度(adaptive
 

gradi-

ent,AdaGrad);AdaDelta为自适应德尔塔(adaptive
 

delta,AdaDelta);Adam为自适应短估计(adaptive
 

moment
 

estimation,Adam)。

则第t+T 次预测的第i次训练自适应平滑因

子αi
t+T 的表达式为:

αi
t+T=αi-1

t+T-β(DRi
t+T-DRt+T)∂Ji

t+T(α)

(12)

式中:αi-1
t+T 为第t+T 次预测的第i-1次训练自适
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应平滑因子;β 为学习因子,用于控制自适应αi-1
t+T

调整的速率;DRi
t+T 为第t+T 次预测的第i次训

练滚动轴承故障程度的预测值;DRt+T 为第t+T
个滚动轴承故障程度实际值;∂Ji

t+T(α)为第t+T
次预测的第i次训练损失函数对α的偏导。

Ji
t+T(α)=

1
2li

t+T
∑
lit+T

k=1

(DRi
t+T -DRt+T)2 (13)

式中:li
t+T 为第t+T 次预测的第i次训练的滚动轴

承故障程度 DRt 数据长度,即自适应滑动时间窗

li
t+T,如图1所示。

图1 滑动时间窗示意图

图1中Data_mode_i是指第i次训练的训练数

据,Data_test_i是指第i次训练的测试数据,li-1
t+T=

Data_mode_i+Data_test_i。

li
t+T =li-1

t+T(1+μ
∑
li-1t+T

k=1
Ji-1

t+T(α)

∑
li-1t+T

k=1
Ji-1

t+T(α)

) (14)

式中:μ 为调整因子,用于控制自适应滑动时间窗

li
t+T 调整的速率。

由图1和式(14)得,当滚动轴承故障程度DRt

数据量,不能有效反映故障信息时,即损失函数的偏

导∂J(α)一直为同方向,则li
t+T 应持续增长或减小,

以满足挖掘故障信息的需求,自适应滑动时间窗

li-1
t+T 最大按照1+μ倍增长或1-μ倍缩短;当滚动

轴承退化程度DRt 数据量能部分反映故障信息时,

即损失函数的偏导∂J(α)不均为同方向,则li
t+T 长

度取决于∑
li-1t+T

k=1
∂J(α)的方向,即∑

li-1t+T

k=1
∂J(α)为正时,自

适应滑动时间窗li
t+T 的数据量增加,∑

li-1t+T

k=1
∂J(α)为负

时,自适应滑动时间窗li
t+T 数据量减少。

本文选用均方误差 MSE代表最终预测误差。

MSE=
1

N -1∑
N-1

i=0

(DR'
i-DRi)2 (15)

式中:N 为所有滚动轴承故障程度DRt 数据量。为

将训练过程中的故障程度DRi
t+T 与单次最终所得

的预测程度值区分,本文定义DR'
i 为单次故障程度

预测所得的最终值,DRi 为真实值。

2
 

 滚动轴承故障预测方法设计

2.1 难点分析

滚动轴承常用的故障预测数据为具有高度随机

性的振动信号数据,但由于以下原因其振动信号往

往呈现出高度的复杂性:

1)由于突发性故障、性能退化趋势多样性以及

故障发展性[10]等自身内在因素的不同,同机械的各

滚动轴承振动信号呈现出多种类型[11]。

2)由于台次差异、装配误差以及使用环境[12]等

自身外在因素的差异,同机械的各滚动轴承振动信

号呈现出多种类型。

3)由于机械共振、安装位置以及传感器误差等

其他外在因素的不同,同机械的各滚动轴承振动信

号呈现出多种类型。

因此,滚动轴承故障预测的难点在于振动信号

噪声干扰大,故障特征提取较为困难;出现于早期的

渐发性故障振动信号较弱,难以识别;随时可能发生

的突发性故障振动较强,但提前预警难度大;振动信

号数据量大,如何剔除干扰信息,快速识别出故障时

刻较为困难。

2.2 方法设计

本文滚动轴承故障预测设计侧重于以下3点:

1)滚动轴承前期故障信号往往较弱,故障预测

方法需准确提取故障特征信息,在其发生故障前,准

确预测渐发性故障的发生时刻,才能为视情维修提

供科学依据;

2)滚动轴承后期故障信号虽然较强,但此时滚

动轴承的健康状态已发生较大变化,前期故障信号

对当下故障预测贡献度较小甚至产生负作用。因

此,本文的故障预测方法需设计科学的故障数据截

取机制,快速筛选有效信息,准确实现滚动轴承的故

障预测;

3)同机械中滚动轴承规格型号多样,工作条件

多变,难以按照预测参数对各工况下的滚动轴承进

行预测。因此,故障预测方法需有强大的泛化能力,

自适应更新模型参数,以保证较高的实用价值。

本文滚动轴承故障预测方法设计如图2所示。
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图2 故障预测流程图

步骤1 数据处理,将滚动轴承第t+T 次振动

信号转化成其对应的故障特征,并消除数据之间的

相关性,以保证所提取故障特征的正确性;
步骤2 第t+T 次预测的第i次训练,预测模

型先将第i-1次预设滑动时间窗lengthi-1t+T 划分为

第i次的训练数据Data_mode_i和测试数据Data_

test_i,将第i-1次训练的平滑因子αi-1
t+T 和滑动时间

窗li
t+T 带入指数平滑中预测第i次训练故障程度值

DRi
t+T,以保证模型能够自适应截取合理的数据长

度,以及自适应改变模型参数,确保模型具有强大的

泛化能力和适应数据变换的快速收敛能力。
步骤3 用退化程度值DRi

t+T 计算第i次训练

的损失函数Ji
t+T(α),若满足最大循环次数或小于

最小误差,则停止训练;若不满足上述条件,则根据

更新准则自适应更新平滑因子αi
t+T 和自适应滑动

时间窗li
t+T,重复第2步,开始第t+T 次预测的i

+1次训练,确保模型能够依据机械故障程度数据,
自适应学习,更新模型参数。

步骤4 将步骤3得到的自适应平滑因子αi
t+T

带入预测公式,求得最终故障程度 DRi
t+T,并计算

预测误差e。

3 实验分析

3.1 振动信号分析

本文利用文献[13]发布的滚动轴承性能退化数

据进行分析与验证。该轴承疲劳试验台的具体结构

如图3所示。

图3 轴承疲劳试验台结构图

为了获得型号为LDK
 

UER204的轴承故障数

据,将2块PCB
 

352C33加速度计放置在被测轴承

的外壳上,彼此之间的夹角为90°,即一个放置在横

轴,另一个放置在纵轴。设置采样 频 率 为25.6
 

kHz/min,径向力为12
 

kN,转速为2
 

100
 

rpm,运行

157.44
 

s。由于载荷是施加在水平方向上的,此方

向上的加速度计更能准确反映被测轴承的退化信

息。因此,本文选用水平方向上的振动信号反映被

测轴承的故障程度,如图4所示。

图4 滚动轴承振幅信号图

由图4可知,在轴承性能退化实验前期,振幅变

化不大,轴承处于正常退化阶段,即a 点前;在性能

退化实验后期,轴承振幅随工作时间的增加而增大,
轴承处于性能退化阶段,即a 点和b点之间;在性能

退化实验末期,轴承振幅陡然增大,轴承处于完全失

效阶段,即b点和c点之间。此轴承退化趋势和突

变趋势明显,具有一般性和代表性。
因此,本文假定性能下降20%即为发生故障,
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将滚动轴承全寿命周期数据分为3段,且每一段初

始状态滚动轴承的健康程度为100%,即正常退化

阶段表征由于滚动轴承性能逐渐劣化而引发的渐发

性故障;以性能退化阶段表征不能通过事先的测试

或监控预测到的突发性故障;以完全失效阶段表征

突发性故障和渐发性故障交织的情况。
因此,是否能准确判断轴承性能退化时刻(突发

性故障)a 和完全失效时刻(突发性故障和渐发性故

障交织)b,真实反映轴承退化性能的趋势,保证较

高的预测精度和较短的预测时间,是验证本文所提

出模型的重点。

3.2 预测结果分析

本文实验硬件:CPU为i7-10875H,运行内存为

32
 

GB,显卡为RTX2060,预设自适应滑动时间窗初

始值为100,自适应平滑因子α初始值为0.05,学习

因子β为0.5,最大训练迭代次数为1
 

000次,最小

允许误差为10-8。通过小波阈值去噪算法(wavelet
 

threshold
 

denoising,WTD)对原始滚动轴承振动信

号进行处理(此部分非本文的重点研究内容,不多赘

述),如图5所示。
将滚动轴承退化数据输入本文所设计的双自适

应滑动时间窗模型,则自适应平滑因子α变化趋势,
自适应滑动时间窗长度变化趋势,以及预测误差e
变化趋势预测拟合效果分别如图6、7、8、9所示。

图5 降噪程度变化图

图6 自适应α取值变化趋势图

由图6可知,在正常退化阶段,轴承故障程度

DR值变化幅度较小,即未发生渐发性故障,此阶段

自适应平滑因子α 除前期短暂调整外,迅速稳定在

0.5左右运行;在性能退化阶段,故障程度DR于a
至a'段突然增大,即发生突发性故障,此阶段自适应

平滑因子α变化较为明显;在完全失效阶段,滚动轴

承振幅于b'至b段还未发生较大变化,故障程度DR
值和自适应平滑因子α已经提前开始调整且变化较

为剧烈。以上实验表明本文所提出的自适应平滑因

子α 能随着故障程度DR实时变化,准确预判故障

发生时刻,寻优能力强,满足故障快速预测的需求。

图7 自适应滑动时间窗长度变化趋势图

由图7可知,在正常退化阶段,轴承故障程度

DR值变化幅度较小,即未发生渐发性故障,此阶段

自适应滑动时间窗稳定在初始值100左右;故障程

度DR于a 至a'段突然增大,即发生突发性故障,正
常退化阶段的故障数据已不能表征此时滚动轴承的

故障程度,甚至产生负效应。因此,自适应滑动时间

窗长度迅速缩短;在完全失效阶段,滚动轴承振幅于

b'至b段还未发生较大变化,自适应滑动时间窗已

经提前开始小范围波动。以上实验表明本文所提出

的自适应滑动时间窗能随着故障程度DR实时变

化,在平稳阶段,保持滑动时间窗长度稳定,在变化

剧烈阶段,调整滑动时间窗长度迅速,预判故障发生

时刻,满足故障快速预测的需求。

图8 预测误差变化趋势图

图9 预测拟合效果图

由图8和图9可知,预测误差e的变化趋势与

滚动轴承故障程度DR的变化趋势相近,即误差随
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着故障程度DR趋势的复杂程度逐渐增大,到达即

将完全失效时刻b点误差增大较为明显,符合自适

应平滑因子α和自适应滑动时间窗的变化趋势,预
测 值 与 实 际 值 几 乎 完 全 重 合,最 终 预 测 误 差

e=0.068%,拟合精度高,满足故障预测高精度的

需求。
此 实 验 条 件 下,单 次 平 均 预 测 时 间 约 为

0.027
 

7
 

s,单次平均预测时间约为2次故障程度

DR间隔时间的1.385%,即本文模型能在较短时间

内给出滚动轴承故障程度的预测结果,预测时间较

短,满足故障预测的需求。

4 结论

针对故障复杂性高、样本数据量少、预测时效性

强的滚动轴承故障预测问题,本文提出一种双自适

应滑动时间窗故障预测模型,研究结果总结如下:

1)本文提出的自适应参数更新方法,能够克服

传统滚动轴承故障预测方法的缺点,自适应设置模

型参数,大幅提升TSFM算法的数据转折点鉴别能

力,能够应用于多种工况下的各型滚动轴承故障预

测,泛化能力强,寻优效率高;

2)本文提出的自适应滑动时间窗更新方法,相
比神经网络滚动轴承故障预测方法,数据需求量小,
物理意义明确,并且能克服随着数据量激增,故障预

测时间也逐步递增的缺点,自适应截取故障数据量,
实用价值高。
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