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摘要 针对BERT模型领域适应能力较差,无法解决训练数据类别数量不均衡和分类难易不均衡等问题,

提出一种基于 WBBI模型的服务文本分类方法。首先通过TF-IDF算法提取领域语料中的词汇扩展BERT
词表,提升了BERT模型的领域适应性;其次,通过建立的BERT-BiLSTM模型实现服务文本分类;最后,针
对数据集的类别数量不均衡和分类难易不均衡问题,在传统焦点损失函数的基础上提出了一种可以根据样

本不均衡性特点动态调整的变焦损失函数。为了验证 WBBI模型的性能,在互联网获取的真实数据集上进

行了大量对比试验,实验结果表明:WBBI模型与通用文本分类模型TextCNN、BiLSTM-attention、RCNN、

Transformer相比 Macro-F1值分别提高了4.29%、6.59%、5.3%和43%;与基于BERT的文本分类模型

BERT-CNN、BERT-DPCNN相比,WBBI模型具有更快的收敛速度和更好的分类效果。
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Abstract Aimed
 

at
 

the
 

problems
 

that
 

BERT
 

model
 

is
 

poor
 

in
 

domain
 

adaptability,
 

and
 

unable
 

to
 

cope
 

with
 

the
 

problems
 

of
 

uneven
 

number
 

of
 

training
 

data
 

categories
 

and
 

unbalanced
 

classification
 

difficulty,
 

a
 

service
 

text
 

classification
 

method
 

is
 

proposed
 

based
 

on
 

WBBI
 

model.
 

Firstly,
 

the
 

domain
 

adaptability
 

to
 

the
 

BERT
 

model
 

is
 

improved
 

by
 

extending
 

the
 

BERT
 

word
 

list
 

by
 

extracting
 

words
 

from
 

the
 

domain
 

corpus
 

through
 

the
 

TF-IDF
 

algorithm.
 

Secondly,
 

the
 

service
 

text
 

classification
 

is
 

achieved
 

by
 

the
 

established
 

BERT-BiL-
STM

 

model.
 

Finally,
 

in
 

view
 

of
 

the
 

problems
 

of
 

unbalanced
 

number
 

of
 

categories
 

and
 

unbalanced
 

classifi-
cation

 

difficulty
 

of
 

the
 

dataset,
 

a
 

zoom
 

loss
 

function
 

is
 

proposedwhich
 

can
 

be
 

dynamically
 

adjusted
 

accord-
ing

 

to
 

the
 

characteristics
 

of
 

sample
 

unbalance
 

on
 

the
 

basis
 

of
 

the
 

traditional
 

focus
 

loss
 

function.
 

In
 

order
 

to
 

verify
 

the
 

performance
 

of
 

the
 

WBBI
 

model,
 

a
 

large
 

number
 

of
 

comparative
 

experiments
 

are
 

conducted
 

on
 

real
 

datasets
 

obtained
 

from
 

the
 

Internet,
 

and
 

their
 

experimental
 

results
 

show
 

that
 

the
 

WBBI
 

model
 

im-

proves
 

the
 

Macro-F1
 

values
 

by
 

4.29%,
 

6.59%,
 

5.3%,
 

and
 

43%
 

respectively
 

incomparison
 

with
 

the
 

ge-
neric

 

text
 

classification
 

models
 

TextCNN,
 

BiLSTM-attention,
 

RCNN,
 

and
 

Transformer.
 

Compared
 

with
 



the
 

BERT-based
 

text
 

classification
 

models
 

BERT-CNN
 

and
 

BERT-DPCNN,
 

the
 

WBBI
 

model
 

goes
 

further
 

at
 

convergence
 

rate
 

and
 

classifies
 

still
 

better
 

results.
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  随着SOA架构的不断发展,网络平台中的服

务数量出现爆炸式增长,服务管理的难度也日益增

大,服务分类是服务管理的重要方法。通过对服务

进行分类管理,可以快速依据服务类别实现服务检

索和服务发现,从而保证面向服务架构(service-ori-

ented
 

architecture,SOA)中服务的高效利用。其

中,服务文本分类是服务分类的实现方法之一,由于

服务描述文本具有丰富的语义信息,且易于编辑和

提取,服务文本分类目前已经成为服务分类领域的

研究热点[1]。

目前,服务文本分类方法可以分为基于特征工

程的方法和基于深度学习的方法。基于特征工程的

方法常通过人工的特征工程,产生文本特征向量,并

通过分类算法实现文本分类。但是基于特征工程的

分类效果直接取决于特征工程的效果,对于人工特

征工程处理经验要求较高,难以快速达到最佳分类

水平[2-4]。基于深度学习的方法可以自动从数据中

提取特征,无需人工提取与选择,操作难度大大降

低,更加满足当前文本分类领域的研究需求[5-7]。其

中 BERT[8](bidirectional
 

encoder
 

representations
 

from
 

transformers,BERI)模型的提出为文本分类

领域带来了里程碑式的变革,其拥有的多头注意力

机制和便利的通用框架使得模型文本分类能力相比

传统神经网络提升显著。目前,采用BERT预训练

模型进行文本分类正逐渐成为研究热点[9-11]。

然而,当前基于BERT模型的文本分类方法存

在2个问题。

1)基于BERT模型的文本分类算法常依据模

型自带的词表进行词向量生成。尽管模型自带词表

与模型契合度较高,但缺乏与相关专业领域词汇融

合后进一步提升模型分类精度的考虑。

2)针对服务文本语料库的不均衡性问题考虑不

足。分类数据集常出现数据不均衡现象,传统数据

均衡方法常基于采样方式调整、类别权重调整等方

法进行数据均衡。没有从类别数量和样本分类难易

性方面综合考虑。

为解决上述问题,本文提出了一种新的服务文

本分类框架。该框架分主要包括3个步骤:首先提

取 Web服务领域专有词汇加入BERT模型原始词

表,扩充词表在 Web服务领域词汇中的覆盖范围;

其次,将服务文本语料输入词表扩充后的BERT模

型进行训练;最后,依据服务数据集的特性和分类结

果,选择最佳的损失函数以均衡数据集。为了在真

实环境中检验模型性能,本文通过爬虫算法,在网络

中获取了437类,共22
 

205个服务描述文本作为本

文的实验数据集。在实验过程中,本文将提出的方

法与现有的多个深度学习方法进行对比,结果表明

本文提出的模型精确度更佳。

本文的主要贡献如下:

1)设计了一种服务文本分类模型 WBBI(web
 

services-based
 

BERT-BiLSTM
 

infrastructure,WB-

BI)。与传统服务文本分类方法相比,其优点在于拥

有更高的领域适应性和针对数据集不均衡特点的适

应性。

2)提出了一种基于领域词汇增强的 BERT-

BiLSTM模型,该模型采用TF-IDF算法获取领域

语料中的领域词汇并扩展BERT模型的原始词表,

最后 利 用 BERT 模 型 生 成 的 词 向 量 结 合 BiL-

STM[12](bidirectional
 

long
 

short-term
 

memory
 

networks,BiLSTM)模型的上下文特征捕捉能力实

现服务文本分类。

3)提出了一种可以根据数据集不均衡性动态调

整的变焦损失函数。其优势在于综合考虑了数据的

类别不均衡和难易不均衡,相较于传统损失函数具

有更强的灵活性。

4)为了验证所提出方法的有效性,在互联网爬

取的真实数据集上进行了大量实验。实验结果证

明,相比于基线模型,本文的模型分类效果更佳。

1 WBBI服务文本分类模型

WBBI模型共分为3个部分:领域词汇提取、模

型训练、变焦损失函数优化。WBBI模型结构如图

1所示。
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图1
 

 WBBI模型结构

1.1 领域词汇增强

为获取领域词汇,本文采用词频-逆文档频率

(term
 

frequency-inverse
 

document
 

frequency,TF-

IDF)算法[13]进行词汇提取。该算法基本思想是:若

词汇在一篇文章中具有较高的出现频率,而在其他

文章中很少出现,则认为该词汇具有很好的代表能

力。其计算公式如下:

TF-IDFi,j=TFi,jlog(
N
ni
) (1)

式中:TF-IDFi,j 表示词汇i在文章j 中的词频-逆

文档频率;TFi,j 代表词汇i在文章j 中出现的频

率;N 表示语料库中文章的总个数;ni 表示语料库

中含有词汇i的文章个数。

本文将所爬取数据库中的文章进行分词,去除

标点符号,统一小写处理,依据TF-IDF算法,计算

所有词汇的权值,并进行排序。本文采用的BERT
模型是基于谷歌公司公开发布的BERT-Base-un-

cased模型,其词表包含28
 

996个词汇,并提供了

101个占位符[unused]用以扩充词表。本文选取了

词汇权值最大的前101个词汇对原始词表进行填

充,最终得到扩充后的领域词表。

1.2 BERT-BiLSTM 模型结构

如图1,BERT-BiLSTM 模型由BERT模型和

BiLSTM模型组合而成,其中BERT模型通过嵌入

层生成文本词向量,通过encoder层中的多头注意

力机制和前馈神经网络层捕捉文本词汇特征,最后

通过pooler层中的全连接层进入BiLSTM 层,BiL-

STM层负责获取词向量的之间的上下文特征,最后

通过全连接层进行分类。

1.2.1 BERT模型输入

模型获得文本句子后,将句子中的单词转化为

嵌入(embedding)。BERT的输入由字嵌入(token
 

embeddings)、段嵌入(segment
 

embeddings)和位置

嵌入(position
 

embeddings)组成。其中,字嵌入代

表文本单词的嵌入,其依照设定的领域词表按照贪

心原则进行词汇匹配。句子输入方法见图2。

图2 BERT模型输入表示
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1.2.2
 

 Transformer
 

Encoder结构

BERT模型中的encoder层由transformer
 

en-
coder结构组成[14],其基本单元结构如图3所示。

图3 transformer
 

encoder单元结构

其中多头注意力机制层主要通过权重的更新来

强调文本中的不同部分。单头注意力机制计算

如下:

Attention(Q,K,V)=
 

softmax(Q
KT

dk

)V (2)

式中:矩阵Q、K、V 分别代表 Query、Key、Value矩

阵。 dk 目的是将注意力矩阵转化为标准正态

分布。
而多头注意力机制则为单头注意力机制的并行

运算,其计算方式为:

MultiHead(Q,K,V)=
Concat(head1,head2,…,headh)W (3)

headi=Attention(QWQi,KWKi,VWVi)
 

(4)
式中:WQi、WKi、WVi、W 为系数矩阵;headi 表示第

i头的注意力结果。
残差连接和归一化层的功能是将上一层的输入和

输出相加并归一化为标准正态分布。其目的为防止深

层网络中存在的梯度消失问题。其计算公式如下:

output=LayerNorm(input+Sublayer(input))
(5)

式中:input表示输入数据;output表示残差连接和

归一化层的输出;Sublayer 表示input输入的对应

网络层;LayerNorm 表示数据归一化操作。
前馈网络层是将输入数据通过两层线性映射和

激活函数处理以提高网络的非线性拟合能力。其计

算公式为:

output=Relu(input·W1·W2)
 

(6)

式中:input、output分别表示模型的输入和输出;

Relu[15]代表网络所采用的激活函数;W1、W2 分别为

线性映射的权值矩阵。

1.2.3 BiLSTM层

长短 期 记 忆 网 络 (long
 

short-term
 

memory
 

networks,LSTM)模型是在循环神经网络(recur-
rent

 

neural
 

network,
 

RNN)的基础上,为解决传统

RNN模型出现的梯度消失和梯度爆炸问题,而产生

的改进结构。LSTM单元结构如图4所示。

图4 LSTM结构图

在文本分类任务中,从当前词的上下文同时分

析特征获取的特征信息更为准确。所以本文进一步

采用BiLSTM模型,丰富模型的词向量特征获取能

力,BiLSTM 由正向LSTM 和反向LSTM 组合而

成,模型如图5所示。

图5 BiLSTM结构图

由图可知,在n 时刻BiLSTM 网络的输出由

xn、h
→

n、h
←
n 共同决定,网络更新公式为:

h
←
n=LSTM(xn,h

←
n-1)

 

(11)

h
→

n=LSTM(xn,h
→

n-1)
 

(12)

式中:h
→

n 表示在n 时刻LSTM 网络的正向输出;h
←
n

表示n 时刻LSTM 网络的反向输出;xn 代表BiL-
STM网络在n 时刻的输入;hn 代表BiLSTM 网络

在n 时刻的输出。

hn=wnh
→

n+vnh
←
n+bn (13)

式中:wn、vn 为各自的权重矩阵;bn 为偏置。

1.3 变焦损失函数

1.3.1 现有损失函数问题分析

针对分类任务中数据集的不平衡性,神经网络

通常采用加权交叉熵损失函数平衡数据集中的类
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别,即将各个训练样本的交叉熵(cross
 

entropy,

CE)加权求和,加权交叉熵计算公式如下:

CE(pt)=-αtlog(pt) (14)
式中:pt∈[0,1]代表样本正确分类的概率;αt∈[0,

1]代表类别数量平衡权重,其值通常根据逆类别频

率确定。
然而,在分类任务中类别分类的难易性也常常对

训练结果造成很大影响。如果增加难分类样本的权

重,则会提高网络对于难分类样本的关注度,提升分

类效果[16]。
为了将难分类样本的权重增加,Lin[17]提出了

焦点损失函数(focal
 

loss,FL),计算公式如下:

FL(pt)=-αt(1-pt)γlog(pt) (15)
式中:αt∈[0,1]代表类别数量平衡权重,pt∈[0,1]

代表样本正确分类的概率,(1-pt)γ 被称为调制系

数,通过该系数控制难易样本的权重,其中γ∈R+。
具体来看,当γ 值提高时,难分类样本(pt<0.5)权
重将增加,易分类样本(pt>0.5)权重将减少,令模

型更加专注于难分类样本的训练。CE与Focal
 

loss
对比见图6。

图6 CE与Focal
 

loss对比图

图6中,横轴代表样本难易性指标pt,纵轴代

表当αt=1时,各类损失函数的值。可以看出,Fo-
cal

 

loss降低了易分类样本在损失中的权重,使得模

型更加注重训练难分类样本。根据以上分析,我们

可以将样本性质做如下归类,如表1所示:
表1 样本性质与权值变化表

样本性质 权值变化 样本性质 权值变化

多 减少 少难 增加

少 增加 多易 减少

难 增加 多难 ?

易 减少 少易 ?

  可以看出,综合样本的数量特征和难易特征,样
本性质可以分为4种:即数量少且分类难度大(少
难)、数量多且分类难度小(多易)、数量多且分类难

度大(多难)、数量少且分类难度小(少易)。为达到

平衡数据集的目的,少难样本与多易样本权值变化

方向明确,而多难样本与少易样本权值变化存在冲

突,这使得损失函数难以为这两类样本赋予合适的

权重。为直观分析损失函数在两类性质下的变化情

况,可以画出类别数量平衡权重αt,样本难易性指

标pt 与损失函数变化的三维图像,见图7。

图7 CE与Focal
 

loss三维对比图

图7中,x 轴代表类别数量平衡权重αt,y 轴代

表样本难易性指标pt,z 轴为损失函数值。图像越

接近原点,即代表样本的多难属性越强,越远离原点

代表样本的少易属性越强。Focal
 

loss相较于CE
波峰向原点移动,即相比于样本的多少,Focal

 

loss
更趋向于关注样本的难易不均衡性,给难样本提供

更高的权值。但若数据集的类别数量不平衡程度高

于难易不平衡程度,Focal
 

loss将会给数量多的样本

分配更高的权重,使得数据集平衡能力下降。

1.3.2 变焦损失函数

由上述分析看出,Focal
 

loss相对于CE,其优势

在于:随着γ的增加,曲线波峰向原点移动,即损失

函数控制难易样本不均衡能力逐渐增加;但Focal
 

loss缺少一个可变参数,使得损失函数针对样本类

别数量不均衡性缺乏控制能力。这是因为一方面作

为类别数量平衡权重αt,其实际意义通常为数据的

逆类别频率,是根据某一类别所含服务数量确定的

固定值,另一方面,若直接通过改变每个类别所对应

的αt 来实现对类别的平衡,在面对类别数量较多的

多分类问题时,所要调整的参数数量将多到难以进

行精确的对比控制。为了得到可以针对数据集的不

平衡性质进行适应性变化的损失函数,本文在原有

Focal
 

loss的基础上提出了变焦损失函数(zoom
 

loss,ZL),其函数形式为:

ZL(pt)=-αθ
t(1-pt)γlog(pt) (16)

式中:αt 为类别数量平衡权重;θ 为数量调制系数;

pt 代表样本属于真实样本的概率;γ 为难易调制系

数。其特点在于,可以通过控制θ和γ 以调整损失

函数聚焦的样本不平衡性质,可以看出当θ=1,γ=
0时,其函数形式等价为交叉熵损失函数,当θ=1,
γ>0时,其函数形式等价为Focal

 

loss,图8展示了

Zoom
 

loss的函数图像:
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图8 变焦损失函数图像

可以看出,Zoom
 

loss的特性在于,可以根据数

据集的数量不平衡和难易不平衡程度来调节损失函

数的关注焦点,当数据集数量不平衡性强于难易性,
则可增大θ,使得损失函数更趋向于为少样本分配

较大的权重;当数据集难易性强于不平衡性,则可增

大γ,使得损失函数更趋向于为难样本分配较大的

权重。这使得Zoom
 

loss可以针对数据集的不平衡

特性进行适应性调整,提高模型的分类性能。

2 实验准备

2.1 实验数据集获取与处理

为获取服务描述文本的真实数据,本文使用爬

虫工具从 ProgrammableWeb网站上爬取了437
类,共22

 

205个服务描述文本,用作本次实验的原

始数据集。
为保证模型训练效果,需要对数据集进行无效

服务清除。通过对数据集的分析,清除原始数据中

存在的同一服务重复注册、服务描述文本相同、服务

失效、服务标签为空或服务文本为空等问题的无效

服务。对服务筛选后的数据进行分词,去除标点符

号,去除停止词后,最终获得51类,共13
 

694个服

务文本,作为本次实验的最终数据集。

2.2 实验环境搭建

本文实 验 采 用 的 实 验 设 备 为Intel(R)Core
(TM)i7-10875H

 

CPU@2.30
 

GHz;采用 GeForce
 

GTX
 

2060图形处理器,CUDA版本11.1.114。代

码通过pycharm 平台进行编程,采用1.9.0版本

pytorch深度学习框架进行模型建立。BERT模型

版本采用了 Google预训练的BERT-Base-uncased
模型,模型包含12个多头注意力层,768个隐藏层,
每层12个注意力头数,共含有1.1亿个参数。

在数据集处理上,本文以10∶1的比例切分训

练集和测试集,batch_size设置为8,最大epochs为

17次。模 型 学 习 率 为0.000
 

05,优 化 器 为 Ad-
am[18]。

2.3 模型评估方法

分类问题中,常用精确率(precision)、召回率

(recall)和F1值作为不均衡数据下多分类任务评估

方法。混淆矩阵如表2所示。
表2 混淆矩阵表

正类 负类

真类 真正类(TP) 真负类(TN)

假类 假正类(FP) 假负类(FN)

根据混淆矩阵表,各评估指标可表示如下:

1)精确率:

precision=
TP

TP+FP
 

(17)

2)召回率:

recall=
TP

TP+FN
(18)

3)F1值:

F1=
2×precision×recall
precison+recall

 

(19)

在多分类问题中,F1值存在多种计算方法,本
文采用 Macro-F1值作为多分类问题中的衡量标

准,计算方法为:

Macro-F1=
1
n∑

n

i=1
F1i,

   

i=1,2,…,n
 

(20)

式中:n 代表分类类别数;F1i 代表第i类的F1值。
模型还常用准确率(Accuracy)作为评估模型分

类性能的指标,其计算公式为:

Accuracy=
TP+TN

TP+TN+FP+FN
 

(21)

3 实验设计及结果分析

3.1 领域词汇提取实验

为验证添加领域词汇后模型的优势,本文引入

一组对照组BERT-Random,该对照模型从数据集

中随机获取数量相同的词汇以相同的方式增加进词

表进行训练。通过对比 BERT 模型、BERT-Ran-
dom模型和本文使用的领域词汇增强BERT模型

的分类效果,其结果如表3所示。
表3 领域词汇增强结果

模型 准确率 Macro-F1 训练时间/min

BERT 0.719
 

23 0.694
 

74 138

BERT-Random 0.722
 

15 0.693
 

56 127

WBBI 0.725
 

07 0.703
 

84 110

  根据实验结果可以看出,本文使用的模型相比

于原始BERT模型和BERT-Random模型,其准确

率和 Macro-F1值都有提升,且训练时间明显减少,
根据实验对比分析可知,针对原始词表进行词汇增

强可以有效提升模型性能,且针对领域词汇进行的

增强取得了最好的效果。
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3.2 损失函数改进实验

为验证Zoom
 

loss的有效性,本文在 WBBI模

型上进行了实验,并与CE和FL进行了对比,本实

验在θ∈[1.0,2.5],γ∈[0.0,2.0]的范围内取多组

值进行了实验,实验结果如表4。
表4 损失函数实验结果

损失函数 θ γ 准确率 Macro-F1

CE 1.00 0.0 0.719
 

84 0.694
 

41

Focal
 

loss 1.00 1.5 0.718
 

96 0.689
 

85

Focal
 

loss 1.00 2.0 0.705
 

81 0.676
 

43

Zoom
 

loss 1.50 0.0 0.711
 

07 0.686
 

93

Zoom
 

loss 1.75 0.0 0.718
 

67 0.698
 

51

Zoom
 

loss 2.50 0.0 0.721
 

00 0.702
 

46

Zoom
 

loss 2.00 0.5 0.717
 

79 0.694
 

41

Zoom
 

loss 2.00 1.0 0.718
 

08 0.699
 

63

Zoom
 

loss 2.00 0.0 0.721
 

00 0.701
 

19

  实验表明,Zoom
 

loss在θ=2.0,γ=0.0时效

果高于CE和Focal
 

loss。同时也可以看出,CE的

实验效果高于Focal
 

loss,这是由于本数据集数量不

平衡性较强,而Focal
 

loss主要关注难分类样本,性

能无法充分发挥。

同时也注意到θ的值不宜太高,过高的θ值会

使得易分类样本的损失值增大,这将使得模型收敛

时间大大增加,模型训练时间对比如表5所示。
表5 损失函数训练时间对比

损失函数 θ γ 训练时间/min

 CE 1.0 0.0 199

 Focal
 

loss 1.0 1.5 201

 Focal
 

loss 1.0 2.0 125

 Zoom
 

loss 1.5 0.0 103

 Zoom
 

loss 1.75 0.0 137

 Zoom
 

loss 2.0 0.0 189

 Zoom
 

loss 2.5 0.0 299

  由表5可以看出,当γ 不变,θ 的值不断提高

时,模型训练时间将会不断提高,反之当θ 的值不

变,γ 提高时,训练时间不断减少。这是由于在本文

数据集中,当Zoom
 

loss焦点逐渐向占有多数的易

样本偏移时,易样本损失值权重增大,使得模型整体

损失值增大,模型将难以收敛。

3.3 模型对比实验

3.3.1 通用文本分类模型对比实验

为验证 WBBI服务分类模型的优越性,在相同

实验环境下同时与 TextCNN[19]、BiLSTM-Atten-

tion[20]、RCNN[21]、Transformer[22]文本分类模型进

行比较。

Transformer模型整体由encoder和decoder
组成,通过多头注意力机制,捕捉文本特征信息。模

型学习率为0.000
 

05,卷积核数量为128,注意力头

数为8,Encoder数量为1,词向量维数为200,优化

算法为Adam,词汇表大小为10
 

000。
模型对比实验结果如表6。总体来看,WBBI模

型实验结果各项评估指标上均优于基线模型,分类效

果提升明显。其中,在测试集中的精确率、召回率和

Macro-F1的实验结果下,相较于TextCNN 模型分别

上升了4.94%、2.31%和4.29%。这是由于TextC-
NN模型只能获取文本局部特征,而 WBBI的双向

LSTM层可以更好地获取上下文信息,特征提取能力

较强;相较于BiLSTM-Attention和RCNN模型精确

率分别提高了8.62%和5.42%;召回率分别提高了

3.45%和5.44%;Macro-F1分别提 高 了6.59%和

5.3%。这是由于在词向量处理上,BERT模型获取

的词向量特征相比于其他深度学习模型具有更好的

表征能力,同时可以看出RCNN的分类效果要优于

BiLSTM-Attention,这 是 由 于 RCNN 在 结 合 双 向

LSTM信息的同时也融合了原始词向量信息,信息特

征获取更加全面;相较于Transformer模型,WBBI模

型的精确率、召回率和 Macro-F1值则分别提高了

39.43%、43.06%和43%,这是由于Transformer模型

需要更多的epochs来进行训练,在同等训练条件下,

Transformer模型的收敛速度要慢于 WBBI模型,因
此训练效果不佳。

表6 对比实验结果

模型 精确度 召回率 Macro-F1

TextCNN[19] 0.661
 

8 0.688
 

3 0.662
 

7

BiLSTM-Attention[20] 0.625
 

0 0.676
 

9 0.639
 

7

RCNN[21] 0.657
 

0 0.672
 

4 0.652
 

6

Transformer[22] 0.316
 

9 0.280
 

8 0.273
 

5

WBBI 0.711
 

2 0.711
 

4 0.705
 

6

  图11和图12分别展示了不同模型在迭代过程

中的损失值和 Macro-F1的变化情况。由图11可

以看出相比于基线模型,WBBI模型训练过程更加

稳定且拥有更低的损失值,总体曲线波动较小。由

图12可以看出 WBBI拥有最高的 Macro-F1值,且
曲线波动较小,训练过程稳定,很好地体现了模型的

优势。
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图11 Loss
 

随epochs变化曲线

图12 Macro-F1随epochs变化曲线

3.3.2 基于BERT文本分类模型的对比实验

为进一步体现 WBBI模型的分类性能,本文在相

同实验条件下,进一步与采用BERT预训练模型的

BERT-CNN[23]算法和BERT-DPCNN[24]算法进行对

比。其中BERT-CNN算法是将BERT层输出到2层

CNN层以获取文本的局部信息。本实验设定其卷积

核大小为3,卷积核数量为250。BERT-DPCNN算法

是通过将BERT模型输出到拥有残差连接结构的深

度CNN网络,这种结构可以在BERT-CNN的基础上

获取更为丰富文本特征。本实验同样设定DPCNN
中卷积层大小为3,卷积核数量为250。上述实验最

大epochs为20次。模型学习率为0.000
 

05,优化器

为Adam。实验结果见图13和图14。

图13 Loss
 

随epochs变化曲线

图14 Macro-F1
 

随epochs变化曲线

由图13和图14分析可知,相较于BERT-CNN
算法和BERT-DPCNN算法,WBBI模型收敛速度

更快,模型训练过程更稳定,同时 WBBI模型具有

更低的loss和更高的 Macro-F1值,即拥有更好的

分类效果。具体来看:BERT-DPCNN算法表现优

于BERT-CNN算法,这是由于DPCNN模型相较

于CNN模型拥有更深的网络结构,因此获得了较

强的文本特征表征的能力。WBBI模型拥有最佳的

模型分类效果,这是由于一方面 WBBI模型中的

BiLSTM层拥有更强的捕捉长距离文本依赖关系的

能力,其包含的双向LSTM结构也更适合捕捉文本

的上下文关系,另一方面,WBBI模型采用的领域词

汇增强和变焦损失函数进一步增强了模型的训练

效果。

4 结语

本文提出了一种新颖的服务文本分类模型以解

决服务分类问题。该模型首先通过领域词汇增强的

BERT-BiLSTM模型获取词向量上下文特征进行

分类,最后提出了变焦损失函数,通过分析数据集的

类别数量的不均衡性和难易不均衡性进行相应的参

数调整,提升了模型的分类性能。经实验可知本文

所提出的框架分类效果最优。下一步将继续针对

BERT模型在新领域语料中的预训练和微调过程进

行研究,进一步提升BERT模型的领域适应性。
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