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摘 要:支持向量机是在统计学习理论基础上发展起来的一种新的机器学习方法，同时也是到目前

为止统计学习理论最成功的实现。支持向量机在模式识别、回归估计、函数逼近等领域有了广泛的

应用。论述了支持向量机的研究、应用状况，指出了支持向量机研究和应用中待解决的一些问题和

今后进一步的研究方向。
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支持向量机 SVM (Support Vector Machine)是在统计学习理论川基础上发展起来的一种新的机器学习方

法。支持向量机又称为支持向量网络[2] 具有理论完备、适应性强、全局优化、训练时间短、泛化性能好等优

点，已经成为目前国际、国内研究的热点问。
支持向量机的核心内容从 1992 年才开始提出，是到目前为止统计学习理论最成功的实现，目前仍处于

不断发展阶段。据统计，1999 年以前国际上公开发表的有关统计学习理论的文章不足 50 篇，但 1999 年以

后这方面的文章有数千篇之多，其应用范围和成果不断扩大。近年来专门或相关的国际、国内会议(如

ICANN ,ICONIP ， ICML ， CCSP 等)也都列有统计学习理论和支持向量机的专题。

本文将在对支持向量机分类机理分析的基础上，对支持向量机目前的研究、应用作一综述，最后指出对

支持向量机进一步研究和应用亟待解决的一些重要问题。

1 SVM 分类机理分析

SVM 是从线性可分情况下的最优分类超平面发展而来的。对两类分类问题，设训练样本集为(x， ,y ,) , 

L = 1 ， 2 ，… ， n ， n 为训练样本的个数 ， x , ERd 为训练样本 ， y， E 1 +l ， -lf 是输入样本 x， 的类标记(期望输
出 )0 SVM 算法的出发点是寻找最优分类超平面。最优分类超平面不但能将所有样本正确分开(训练错分

率为 0) ，而且能够使两类间的边际( margin) 最大，边际定义为训练、数据集到该分类超平面的最小距离之和。

最优分类超平面意味着对测试数据平均分类误差最小。

若样本集线性可分 ，d 维空间中线性判别函数 g(x)=w'x+b ，分类面方程为 w'x+b=Oo 将判别函

数归一化，使离分类面最近样本的 Ig(x) I = 1 。若分类面对所有样本都能够正确分类，则满足:

y‘(w'x 1 +b);;,d , L=1 ,2 ,''',n (1) 
容易证明，两个超平面 H1 :w • x 1 + b = 1 和吼 :W • x 1 + b = -1 间的边际宽度为 d =2/11 w 11 。使边际最

大等价于使 11 w 11 (或 11 W 112)最小。所以，分类超平面 H:w'x+b=O 为最优，当且仅当 (W ， b)是下面优化

问题的解:

mm: IIw 1I
2
/2 1 儿… ， n

subject to: y,(w' x, +b);;:::l , L =1 ,2 ,… ,n 

用 lagrange 乘子法解上述 QP 问题。为此，可以定义如下的 lagrange 函数:
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ι=f||W||2-Zα;[y;(wox;+b) -IJ (2) 

其中 αz(i =1 ， 2 ，… ， n) 为正 lagrange 乘子，需要对 w 和 b 求 lagrange 函数的极小值。

因上述问题是一凸 QP 问题，等价于解对偶问题:

max (3) 

几

subject to. L, u;y; = 0 ，叫注 0 ， =1 ,2 ,"., n (4) 

对每个训练样本 X;都有一个lagrange 乘子叫。解α;>0 所对应的 X;称为支持向量，它满足式(1)中的等

式约束。支持向量距最优超平面最近，通常只是全体样本中的很少一部分，是对分割两类非常重要的样本点。

若 αB为最优解，则 w = L， u;*y凡 (5) 

所以，得到的分类决策函数为 :g(x) = sgn(旷 . x + b*) = sgn( LU;'y;xi . x + b') (6) 

其中 Z 为待分类样本 ， SV 为支持向量集， b' 为分类|萄值，可用任一支持向量求得。

若样本集线性不可分，可以引人正松弛变量 g; , i = 1 ， 2 ，… ， n。约束条件式(1)变为

y; (w . X; + b) ;;::: 1 -ι= 1 ，2 ，…，π(7) 

当训练样本 X;不能满足式(1)时，ι>0 ，表示 X;被误分类，此样本为造成线性不可分的点;否则 ι=0。

可以看作训练样本关于最优分类超平面的偏差 ，L， ç; 是训练误差的上界。

为求得线性不可分情况下的最优分类超平面，称为广义最优分类超平面，需要在条件式 (7) 的约束下，

mInt||W||2-CZEE。其中 C 为某个指定的常数，它实际上起控制对错分样本惩罚程度的作用。

用 lagrange 乘子法及对偶原理，得到线性不可分情况下的对偶问题:

max:LD 三 αE-÷llwl|2-Zαα川X; • x j (8) 

n 

subject to: L, α山= O,C;;::: U; 注 O ， i = 1 ,2 ,"., n (9) 

求解得到的分类决策函数同式(6) 。

对非线性可分数据集，超平面的分类能力毕竟有限，为此 SVM 通过对待分类数据进行非线性特征映射

φ(x) :Rd → E ，将数据映射到某一更高维特征空间 E 中，从而能够线性可分，然后在 E 中构造(广义)最优分

类超平面。由于优化函数和分类函数都只涉及样本间的内积运算(X ， . x) ， 因此，在变换后的高维空间 E 中也

只需进行内积运算(φ(XJ. φ(x)) 。根据泛函有关理论，如果核函数K(x; ， x) 满足 Mercer条件，则它对应某

变换空间中的内积，φ(XJ. φ (x) = K(矶 ， x) 。因此采用适当核函数K(xi ， x) 就可代替向高维空间的非线性

映射，实现某一非线性变换后的线性分类。此时优化问题为

m曰:LD = 土问 -÷||W||2-Z明YiYjX， • xjK(川~ ) 

n 

subject to: L, U;Y; = 0 , C 注 αz 注 0 ， 1 ,2 ,'" ,n 

相应的 SVM 的决策函数为 :g(x) = sgn( 三 α;Y;K(矶 ， x) + b) 

(10) 

( 11 ) 

(12) 

由优化目标函数式(10) 可以看出，SVM 方法的训练复杂度与特征维数无关，但却受到训练集规模 π 的

制约。它需要计算所有训练样本两两之间的核函数，产生一个 nXn 的核函数矩阵，当样本点数目很大时，存

储该核函数矩阵需要大量内存。例如，当样本点数目超过 4000 时，存储核函数矩阵需要多达 128MB 内存c同

时， SVM 在二次型寻优过程中要进行大量矩阵运算，多数情况下，寻优算法是占用 SVM训练算法时间的主要

部分。由式(12)可以看出，SVM 方法构造的分类函数的复杂程度取决于支持向量的个数。

以下几点可以概括 SVM方法的特点:①非线性映射是 SVM方法的理论基础，SVM利用内积核函数代替

向高维空间的非线性映射 i②对特征空间划分的最优超平面是 SVM 的目标，最大化分类边际的思想是 SVM
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方法的核心;③支持向量是 SVM 的训练结果，在 SVM 分类决策中起决定作用的是支持向量。

目前，对支持向量机的研究主要集中在对支持向量机本身机理的研究和完善以及加大支持向量机应用

研究的深度和广度两方面。

2 SVM 的研究

对 SVM 本身性质的研究是 SVM 的一个重要研究内容。本文以下就 SVM 的训练算法、分类算法、多类算

法、核函数及选择等热点问题分别加以讨论。

2.1 SVM 训练算法

传统的利用标准二次型优化技术解决对偶问题的方法，是 SVM 训练算法慢及受到训练样本集规模制约

的主要原因。目前已提出了许多解决方法和改进算法，主要是从如何处理大规模样本集的训练问题、提高训

练算法收敛速度等方面改进。以下分为分解方法、修改优化问题法、增量学习法、几何方法等分别讨论。

2. 1. 1 分解方法

分解方法是 SVM 训练一般采用的途径。块算法、固定工作变量集方法J顺序最小优化方法等最为常见。

考虑到去掉Lagrange乘子等于零的训练样本不会影响原问题的解，块算法(Chunking algorithm) 的出发点就

是在迭代过程中按照某种准则逐步排除非支持向量[4] 。当支持向量数目远小于训练样本数目时，块算法的

效率较高。

固定工作变量集方法思想是在迭代过程中，当前求解子问题的优化变量数目不变，即参与训练的样本集

(工作变量集)规模固定。工作样本集大小固定在算法速度可以容忍的限度内，迭代过程选择一种合适的换

人换出策略，将剩余样本中的一部分与工作样本集中的样本进行等量交换。Osuna[5] 针对 SVM 训练速度慢

及时间空间复杂度大的问题，最早提出了该分解算法，并用于了人脸检测。文献[5J 中将训练样本分为工作

样本集和非工作样本集，工作样本集中的样本个数为 q 个 ， q 远小于训练样本总数。

工作样本集大小的确定J口何确定工作样本集、如何确定合适的迭代策略是固定工作样本集方法的主要

问题。SVMlight[6] 中做了以下改进:在工作样本集的选择上，SVMlight 中是沿着最速下降可行方向 d ， 由非零

元素对应的 q 个优化变量构成工作样本集。已经证明了只要最速下降可行方向 d 存在，则用相应子集构成的

子问题可以进一步优化，而子问题的可行解也是原问题的可行解。这就解决了工作样本集不能包括所有支持

向量的问题。在实现细节上，文献[6J 中提出了连续收缩( Shrinking) 策略来缩小优化问题的规模，从而使算

法能较好地处理大规模的训练集问题。此外，该方法对常用的参数进行缓存，以提高训练速度。SVMlight常被

用作各种算法比较的标准。

顺序最小优化方法 SMO (Sequential Minimal Optimization) [7] 可以说是 Osuna [5] 分解算法的极端特例，

其工作样本集中只有两个样本。它把二次型寻优算法简化为线性寻优问题。SMO 特别适合稀疏样本。其工作

集的选择采用启发式，而不是传统的最陡下降法。算法主要耗时是在最优条件的判断上。文献[8J 中对 SMO

进行了改进，在迭代过程中的判优条件和循环策略上做了一定的修改，加快了算法的速度。文献[9J 中通过

实验分析提出了-种简单的工作集选择方法，对复杂情形，采用该方法的 SVM 能较快地收敛。

文献[ lO J 在 SVM 分解方法的框架下提出了一种快速 SVM 训练算法。对大规模手写数字数据库 MNIST

的实验表明，所提出的算法较改进的 SMO[Il]快约 9 倍。

2.1.2 修改优化问题法

通过修改目标函数、约束条件来简化优化问题本身，是提高 SVM 算法效率的途径之一。

由 SVM 原理可知，对于错分样本，SVM 的惩罚项是对松弛因子的累加，但这种累加不必一定是线性

的 [2] 。因此，最近点算法 NPA( Nearest Point Algorithm) [川的基本思想是将 SVM原问题的惩罚项由线性累加

CL~i改为二次累加 c I， eo通过这样修改，可以将fC~i作为 w 的一个分量，同时将样本维数增加一维并规

定新的一维为常数 y/ fC ，改写后的目标函数中将不再包含惩罚项，而约束条件中也没有了松弛因子，从而

使问题转化为无错分情况下求最大边际的问题。

连续超松弛方法 SOR( Successlve Overrelaxation) [口]通过在原目标函数中加一项 b2 从而使其对偶问题
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多出一项( L a;)/2 ， 而约束条件则少了一项等式约束。修改后的对偶问题变为边界约束条件下的二次规划

问题，适合迭代求解。同时应用矩阵分解技术，每次只更新 Lagrange 乘子的一个分量，从而不需将所有样本

放入内存，大大提高了收敛速度。

最小二乘支持向量机(Least Squares) (14) 将最小二乘引人到 SVM 中，其目标函数为 mJTju(w ， bd=

÷wTW+γ÷zez ，约束条件为:只[ wTφ(xJ +bJ = l-e"l = 1 ， 2 ，"'， n o定义相应的 Lagrange 函数，并运用

KT 最优条件，可得到一组线性方程。通过解线性方程组可得到问题的解。该方法显示出了较低的计算代价。

2.1.3 增量学习方法
上述两种方法均假设训练集大小是固定的，但现实问题中这一要求在很多情况下是不能满足的。因此，

希望学习机的学习精度应随应用过程中样本集的积累而逐步提高，即学习机应具有增量( Incremental 

Leaming) 学习能力。经典 SVM 学习算法并不直接支持增量学习。

文献[15J 中给出了 SVM增量训练算法。它们直接通过支持向量实现增量 SVM 学习，即每次只选一小批

常规二次规划算法能处理的训练样本，然后保留支持向量，抛弃非支持向量，和新进来的样本混合进行训练，

直到训练样本用完。这种方法可以实现近似的增量学习。

为解决加入新样本后的 SVM训练问题，文献[16J 中用统计力学上的 Adatron 方法训练 SVM 中的系数，

它将系数的求解看成系统由不稳定态到稳定态的变化过程。由 Adatron 算法改进得出的 Kemel - Adatron 算

法[ 17) 通过在线学习构建了大边际超平面，该算法实现简单，但只对于可分数据集有效。

文献[18J 提出了增量式求解全局优化问题精确解的方法，增加一个样本或减少一个样本对 Lagrange 系

数和支持向量的影响实验表明算法是有效的。

文献[19J 提出了一种基于遗忘因子的 SVM 增量学习算法 α- ISVM。该算法通过在增量学习中逐步积

累样本的空间分布知识，使得对样本进行有选择地遗忘成为可能。文献[20J 中引人了增量线性近似支持向

量机 PSVM (Proxlmal Support Vector Machine) ， PSVM 的分类精度与常规 SVM 相同，但训练速度显著提高。

2. 1. 4 几何方法

该类方法利用了训练集中的几何信息，从 SVM 的几何意义出发求解问题。

文献[21J 中利用了训练向量的结构信息，提出了用几何方法提取卫向量集，并使用卫向量集构建 SVM

的优化决策面的方法。

文献[22J 把 SVM 原理建立在距离空间上，设计出基于邻域原理的计算海量数据支持向量的算法，并进

行了实验分析。研究表明，在大规模样本情况下，用邻域原理方法求解支持向量速度极快，同时对计算机资源

要求很低。使用邻域原理方法求出的是一组近似最优的支持向量。邻域原理求支持向量的过程本质上是简化

SVM 中二次归划目标函数的 Hesslan 矩阵的过程。该方法不但几何意义明确，而且计算速度快，每次可以消

掉内积矩阵的多行多列，所需内存开销小。

2.2 SVM 分类算法

训练好 SVM分类器后，得到的支持向量被用来构成决策分类面。对于大规模样本集问题，SVM训练得到

的支持向量数目很大，则进行分类决策时的计算代价就是一个值得考虑的问题[刀 o
缩减集(Reduced Set) SVM方法[刀]采用缩减集代替支持向量集，缩减集中的向量不是支持向量，数目比

支持向量少，但它们在分类决策函数中的形式与支持向量相同。该方法的目的是用缩减集构造的决策分类面
Nz Ns 

来逼近支持向量决策分类面，逼近准则是最小平方误差，即 min 11 立 γzφ (zJ - L αιφ(xJ" ， 其中 φ 是

非线性映射 ， z， 是缩减集向量，凡是缩减集向量个数， γE 是相应权系数，凡是支持向量，凡是支持向量个数，

叫是相应的 lagrange 乘子 ， y， 是类别标号。该方法虽然缩减了分类器的计算量，但用最小二乘法构造近似分

类器的计算量却是非常大的。

2.3 多类 SVM 算法

设现需要将 n个样本分k类 ， x i 为样本 ， y，为样本所属类别，即有(x"yJ , i = 1 ， 2 ，…月 ，X i ε Rn ， y , E 

11 ， 2 ，…，kloSVM 本质上是两类分类器，常用的 SVM 多值分类器构造方法有:

一对多方法(One - Against - The - Rest) :在第 k 类和其它 k - 1 类之间构建超平面。在这种方式下，系
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统仅构建 k个 SVM ，每一个 SVM 分别将某一分类的数据从其它分类的数据中鉴别出来。对第 i个 SVM 用第 i

个类中的训练样本作为正训练样本，而将其它的样本作为负训练样本。

一对一方法(One - Against - One) :为任意两个类构建超平面，共需训练 kx(k-l)/2 个 2 值 SVM 分

类器。在这种方式下，是对 k 个分类的训练集进行两两区分。测试时，常用投票法，得票最多(Max Wins) 的类

为测试样本所属的类。该方法的缺点是分类器的数目随分类数的增加而迅速增加，导致在决策时速度很慢。

SVM 决策树(SVM Decision Tree) 方法[叫:将 SVM 和二叉决策树结合起来，构成多类分类器。该方法的

缺点是如果在某个节点上发生了分类错误，则会把分类错误延续到该节点的后续下一级节点上。

多类 SVM( Mlllti - class 0咄b问Je创ect附 f缸u山llncÌlor览叫)户[口2笃川5叮]飞:通过改写 SVM2 值分类中优化的目标函数，使得其其、满足

多值分类的需要，在构造决策函数时同时考虑所有的类，则可将原始优化问题推广为 mln:川:φ(w ， çρ) = 

L 土 (忖ωm ω叽ωm) + C 工 工 ç~;卢川灿叫s阻呻叫u山毗b问峙胁j扣阳e创叩C
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m E 11 ， 2 ，…剔，相应的决策函数变为f(z)=arg mfx[(Wz-z)+bz] ， i=12 ，… J 。多类 SVM 方法的二

次规划形式复杂，求解计算量大，一般较少采用。

现有的多值分类算法一般直接采用一对一或其改进方法实现，如决策导向无环图算法[叫。

2.4 核函数及选择

SVM 由训练样本集和核函数完全描述，因此采用不同核函数 K(x ，xJ ，就可以构造实现输入空间中不

同类型的非线性决策面的学习机，导致不同的支持向量算法。在实际问题中，通常是直接给出核函数。目前研

究最多、最常用的核函数有:线性核函数 K(x ， x.) = (x. xi );多项式核函数 K( x ,xJ = (( x . Xι) + 1 沪 ， q 为

参数;高斯核函数 :K(x ,xJ = exp (1 - (x - Xi)2 Iσ2) ;Sigmoid 核函数 K(x ,xJ = tanh( v(x . xJ + c) 实

多项式核函数 K(x ，xJ = (1 - (x . xJQ)/ (1 - (x . xJ) ， q 为参数， - 1 < (x . xJ < 1;完全多项式核函

数 K(x ,x.) = ((x . xJIα+ b) Q ， α 、 b~q 为参数。

由于核函数的重要性，如何去构造、选择核函数及参数成为人们关注的问题。一旦核函数确定，对于

SVM 分类器则只有一个参数可调整(误差惩罚参数 C) 。通常的做法是找出样本集分布特点与最优分类器

之间可能的对应关系，根据待训练样本的一些先验知识选择分类器类型和参数;或直接构造新的类型，可以

预先确定或在训练过程中逐步优化。文献[27J 中对将先验知识用于核函数的选择进行了研究。

3 SVM 应用

加大 SVM 应用的深度和广度，是 SVM 的另一个重要研究内容。到目前，SVM 己用于数据分类、回归估

计、函数逼近等领域。

SVM 应用最为广泛的当属在模式识别领域，已成功地用于许多模式识别问题，包括孤立于写字符识

别[2.23] 、计算机视觉[28] 、网页或文本自动分类[圳、说话人识别[30] 、人脸检测[町、人脸识别[町、头部姿态识

别[圳、性别分类[圳、基因分类[34] 、目标识别 [35] 、遥感图象分析[到]等。在函数回归、估计、函数逼近[37] 、密度

估计[38] 、时间序列预测[到]、非线性系统控制[11] 等问题中，都有 SVM 的成功应用。

此外，在解决数据压缩、文本过滤、数据挖掘 [4] 、股市预测[伯]、计算机人侵检测 [41] 等应用问题中， SVM 都

显示出了良好的性能。

4 需要解决的问题和进一步的研究方向

理论和实践结果表明，SVM 在存在全局优化、训练时间短、泛化性能好、算法复杂度与特征空间维数无

关等优点的同时，存在着以下困难和问题:①核函数和参数的选择缺乏理论指导。 SVM 核函数的选择影响

着分类器的性能，如何根据待解决问题的先验知识、选择和构造合适的核函数，如何根据实际样本数据、确定

核函数的参数等问题都缺乏相应的理论指导;②训练大规模数据集的问题。训练集的规模和训练速度是一

对矛盾。如何训练和分类大数据集，解决训练样本规模和训练速度间的矛盾、解决支持向量数目与分类速度

间的矛盾，仍是需进一步解决的问题;③尽管训练多类 SVM 的算法已被提出，但 SVM 用于多类分类问题时

的有效算法、多类 SVM 的优化设计仍是一个需进一步研究的问题;④具有增量学习能力是许多在线训练、实
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时应用的关键。需要找到有效的算法，同时满足在线学习和期望风险控制的要求。

因此，在对 SVM 方法进行进一步的机理分析和实验分析、拓宽 SVM 的应用领域的同时，针对上述几个

方面将是 SVM 今后研究的方向，随着研究者们的努力和实际应用需求的不断增长，对 SVM 研究和应用必将

获得更深入和广泛的成果。
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Research and Application of Support Vector Machine 

WANG Xiao - dan , WANG Ji - qin 

(The Missile Institute , Air Force Engineering University , Sanyuan , Shaanxi 713800 , China) 

Abstract: A support vector machine is a new machine learning technique developed on the basis of statistical learn­

ing theo巧， and it is the most successful realization of statisticallearning theory. For machine learning tasks invol­

ving pattern classification , regression estimation , and function approximation , the support vector machine has in­

creasingly become a popular too1. In 出is paper a survey of the recent new development on the research and applica­

tion of the support vectoÌ' machines is made. Some important issues to be investigated in application and the direc­

tion of research of the support vector machine have been pointed out simultaneously. 
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