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摘要 针对小样本学习中跨域迁移导致模型性能下降的问题,提出一种面向小样本SAR目标识别的轻量化

适应策略(SAR-LAM)。该方法通过知识蒸馏预训练一个具有泛化性能的通用编码器,向其中嵌入一个只

在少量目标域样本上进行训练的适应模块,而后将提取的特征映射到一个分辨性更高的空间内,最终以原型

网络为基线对查询集样本进行分类。该适应策略以增加少量学习参数为代价,克服了数据分布差异导致模

型迁移受限的困难,增强了模型在目标域提取特征的能力,在小样本条件下将SAR目标识别的准确率提升

了至少1.93个百分点,较其他方法展现出一定的优越性。
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Abstract In
 

view
 

of
 

the
 

issue
 

of
 

model
 

performance
 

degradation
 

caused
 

by
 

cross-domain
 

transfer
 

in
 

few-
shot

 

learning,
 

a
 

lightweight
 

adaptation
 

strategy
 

for
 

few-shot
 

SAR
 

target
 

recognition
 

named
 

SAR-LAM
 

is
 

proposed.
 

This
 

method
 

is
 

to
 

utilize
 

knowledge
 

distillation
 

for
 

pre-training
 

a
 

generalized
 

encoder
 

and
 

em-
bedding

 

an
 

adaptation
 

module
 

trained
 

only
 

with
 

very
 

few
 

target
 

domain
 

samples.
 

The
 

extracted
 

features
 

are
 

then
 

mapped
 

into
 

a
 

more
 

discriminative
 

space,
 

and
 

finally,
 

the
 

query
 

set
 

samples
 

are
 

classified
 

by
 

tak-
ing

 

a
 

prototypical
 

network
 

as
 

the
 

baseline.
 

This
 

adaptation
 

strategy
 

is
 

to
 

increase
 

at
 

a
 

few
 

cost
 

in
 

learning
 

parameters,
 

and
 

by
 

so
 

doing,
 

the
 

limitations
 

of
 

model
 

transfer
 

caused
 

by
 

data
 

distribution
 

differences
 

is
 

overcome,
 

improving
 

the
 

model’s
 

ability
 

to
 

extract
 

features
 

in
 

the
 

target
 

domain,
 

and
 

simultaneously
 

im-
proving

 

the
 

accuracy
 

of
 

SAR
 

target
 

recognition
 

by
 

at
 

least
 

1.93
 

percentage
 

points
 

under
 

few-shot
 

condi-
tions.

 

And
 

this
 

adaptation
 

strategy
 

is
 

superior
 

in
 

performance
 

to
 

the
 

other
 

methods.
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  合成孔径雷达(synthetic
 

aperture
 

radar,
 

SAR)具 备不受天时和气候影响的传感器信息获取能力,已成



为军事领域目标情报信息获取的重要手段[1-2]。SAR
自动目标识别(automatic

 

target
 

recognition,
 

ATR)技
术通过图像数据处理和信息解译,可以将复杂的

SAR图像转化为有用情报信息。SAR-ATR
 

技术需

要大量的样本进行训练,而在实际情况中却往往无法

满足这一条件,原因有三:一是SAR图像由专业设备

产生,只有少部分专业人士才能获得,一般研究人员

无法获得大量样本;二是SAR图像样本通常无法公

开,现有的公开数据集也较少,尤其是军事领域,很难

获取质量高、数量多的样本;三是SAR图像成像机制

与普通光学图像不同,成像频率超出了可见光范围,
需要经过专业人员进行标注,人工成本较高。因此

SAR目标识别是一个天然的小样本学习问题,在小

样本条件下获得较好的识别率具有重要研究价值。
针对这一问题,刘旗等提出一种特征注意力融

合的元残差网络,利用残差结构有效传递SAR图像

的对比度信息,通过多尺度特征注意力融合模块不

同的残差层特征,为目标识别提供更丰富的特征信

息[3];应自炉等提出一种自注意力多尺度特征融合

网络,将注意力机制与幽灵模块相结合提取特征,并
通过添加通道混洗单元构建多尺度信息融合支路完

成目标识别,最后使用知识蒸馏缩减模型参数量[4];
张翼鹏等通过散射关键点构建拓扑结构,以表征

SAR目标的结构和形状特征,并计算拓扑结构的拉

普拉斯矩阵,最后将SAR图像和拉普拉斯矩阵分别

作为双分支网络的输入进行特征提取[5]。虽然以上

方法获得了一定效果,但都未引入充足的先验知识,
因此模型存在泛化性能不强、容易过拟合等缺陷,而
本文利用迁移学习的思想则能够较好地克服这类

问题。
预先学习可迁移的先验知识是解决小样本学习

问题富有竞争力的方法,即利用一个或多个其他成

熟领域(源域)上的先验知识,去完成另一个缺少样

本领域(目标域)上的小样本学习任务,由于迁移过

程存在较大的域跨度,因此被称为跨域小样本学

习[6]。目前跨域小样本学习大多是在光学图像领域

进行的,如Dvornik等和Liu等对多个源域中提取

出的不同特征进行组合,前者采用一种固定系数加

权的方法,后者采用一种基于注意力机制的加权方

法,从而获得对目标域的通用表征,再进行小样本分

类[7-8];Requeima等 和 Bateni等 调 整 基 于 FiLM
层[9]的特定任务适应模块,让模型的编码器适应目

标域的分布,便于下一步提取出泛化性更好的表征,
其中FiLM层是指一种通道仿射变换,以串行方式

与主干网络相连接[10-11]。然而以上2种做法中,多
源域加权表征的方法需要学习庞大的参数,往往需

要训练成倍的时间才能收敛;建立串行适应模块的

方式则加深了神经网络的结构,容易造成梯度爆炸

或消失等问题,导致模型无法训练。
对于以上方法存在的不足,本文提出一种面向

小样本SAR目标识别的轻量化适应策略(SAR-
lightweight

 

adaption
 

method,
 

SAR-LAM),主要创

新点如下:

1)由于多个源域存在数据不均衡现象,直接采

取有监督的预训练会导致模型存在偏见,因此本文

提出一种基于知识蒸馏的预训练方式,用于训练一

个泛化性好的通用编码器。

2)将预训练的编码器直接迁移到目标域提取特

征存在局限性,原因在于源域与目标域的样本分布

存在巨大差异,因此本文提出一种轻量化的编码器

目标域自适应方法,让模型能够仅以少量参数为代

价,学习到更好的表征能力。

3)为了在非常有限的样本中实现更准确地分

类,本文提出一种能够适应目标域的特征对齐模块,
以增大样本类间距离、缩小样本类内距离,更好地实

现小样本分类任务。

4)实验表明,与其它小样本学习方法相比,本文

所提方法在SAR图像数据集 MSTAR上表现出了

较好的分类效果。

1 面向小样本SAR目标识别的轻量

化适应策略

  1.1节首先介绍了具体问题定义和符号说明,

1.2节阐述了如何在多个光学源域Ds 上训练通用

编码器f,1.3节介绍了将该编码器从源域迁移到

目标域后进一步适应目标域特性的方法,1.4节说

明了如何将目标域样本编码后映射到一个更容易分

辨的特征空间内,便于后续分类。通过以上步骤,模
型可以从光学源域中获得有利的先验知识,并适应

目标域样本分布特点,从而克服跨域带来的不利影

响,更加准确地完成SAR图像的小样本分类任务。

1.1 问题定义

小样本学习旨在学习如何仅从少量现有的样本

中分辨出新类别的样本,每个小样本学习任务都由

1个含有 S 个样本的支持集S={(xi,yi)}S
i=1 和

1个含有 Q 个待分类样本的查询集Q={(xi)}Qj=1
组成,其中xi 为第i个样本,yi 为对应的标签。

跨域小样本学习的过程是先在光学源域Ds 上

预训练编码器f,获得参数的最优初始化点,然后在

SAR目标域Dt 上进行元训练微调,最后冻结编码
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器参数对目标域样本提取特征,从而在Dt 的支持

集S 上学习一个能够准确预测查询集Q 样本类别

的分类器,这一过程称为元测试阶段。

1.2 基于知识蒸馏的预训练

学习一个与任务无关的通用表征是小样本学习

过程中成功进行域泛化的关键[12],常用的方法包括

训练一个通用的编码器[13]和多种特征加权融合[7-8]

2种方式,后者需要通过多个编码器计算每个样本

的特征,计算成本较高,因此主要考虑前者。
为了提高编码器的表征能力,获得更强大、泛化

性更强的通用表征,可以采用多域学习(muti-do-
main

 

learning,
 

MDL)的方法进行训练,对于分布迥

异的SAR图像目标域更需要这样的支持。1个典

型的 MDL过程[12]即最小化下式,在K 个不同源域

的样本上来优化网络参数:

LMDL=min
φ,ψk
∑
K

k=1

1
Dk
∑

x,y∈Dk

(gψk fφ(x),y)(1)

式中:为交叉熵损失;fφ 为以φ 为参数的编码器,
在K 个源域上共享参数,对样本进行编码后输出d
维的特征;gψk

为以ψk 为参数的针对第k 个域的分

类器; 代表复合运算。虽然优化式(1)最终可以得

到1个多域编码器fφ,但相关研究指出[14-15],由于

不同训练任务之间会存在干扰,且数据集大小和提

取特征的难度也各不相同[16-17],最终通用编码器的

表征能力甚至不如单个域的编码器,因此本文采用

知识蒸馏的方法获得通用编码器,知识蒸馏一般包

括教师网络和学生网络,而学生网络提炼知识的过

程主要包括目标蒸馏和特征蒸馏2个过程。
目标蒸馏方法的主要思想是让学生网络直接模

仿教师网络的最终预测[18],即通过最小化教师网络

和学生网络输出的logits分布差异来训练学生网络

的参数,这一过程等价于最小化下式:

Llogits= p(gψk fφ(x),gψ
*
k

fφ
*
k
(x)) (2)

式中:p 为KL散度;gψk fφ(x)和gψ
*
k

fφ
*
k
(x)分

别代表输入样本为x 时学生网络和教师网络输出

的logits向量。

SAR图像的特殊成像机制使其具有丰富的纹理

特征、边缘特征等低层语义信息,这就要求预训练得

到的编码器充分挖掘样本的底层特征,因此需要引入

特征蒸馏方法,让学生模型充分学习到教师模型提取

中间层特征的能力。然而给定同一个输入,教师网络

和学生网络的输出特征仍旧可能存在很大差异,直接

使用距离度量函数对特征的相似性进行度量存在局

限性,模型会丧失非线性度量的能力。受到Kornb-
lith等工作的启发[19],本文采用中心核对齐(center

 

kernel
 

alignment,CKA)的方法将提取的特征映射到

同一个更高维的空间中进行比较,该映射模块记为

Aθk∈ℝ
d×d,其参数与通用编码器一起进行训练,记

为θk。以上过程等价于最小化下式:

Ld = f(Aθk fφ(x),fφ
*
k
(x)) (3)

式中:f 为特征空间内的距离度量函数,一般取欧

氏距离或余弦相似度。映射模块 Aθk
的激活函数

选择高斯函数φ(x,z)=exp(
-‖x-z‖2

2σ2
),能够

将原特征编码成更高维度的表征,从而区分原特征

之间的非线性相似性。
综上,学生网络不仅需要学会在多个源域中提

取特征,并且需要其提取的特征以及最终的分类结

果与教师网络尽可能接近,因此建立在式(1)~(3)
的基础上,可以得到预训练阶段的损失函数:

Lu =min
φ,ψk,θk
∑
K

k=1

1
Dk
∑

x,y∈Dk

((gψk fφ(x),y)+

λp
k(p(gψk fφ(x),gψ

*
k

fφ
*
k
(x))+

λf
k(f(Aθk fφ(x),fφ

*
k
(x))) (4)

式中:λp
k 和λf

k 为超参数,分别控制logits蒸馏损失

和特征蒸馏损失的贡献程度。优化式(4)的目的是

获取一个通用编码器fφ,在中心核对齐映射模块

Aθk
的作用下,提取的特征需要和教师网络尽可能

相近,并且能够预测真实的样本类别yi,蒸馏过程

如图1所示。
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图1 知识蒸馏过程示意图
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1.3 编码器自适应方法

Luo等的研究工作指出,当域间隙很大导致编

码器学习到的特征空间在新的目标域上发生变化

时,基于微调或backbone的自适应策略可以获得较

好的性能[20]。而由于SAR图像存在大量的散斑噪

声,在纹理、边缘等低层语义信息就与光学图像存在

较大差异,主要针对高层语义信息的微调策略无法

让模型在SAR图像上拥有更为全面的分辨能力,并
且这一策略往往会出现优化不均衡的问题,即需要

从少量支持集样本中更新非常高维的权重,因此本

文提出一种面向SAR图像目标域的backbone自适

应策略,具 体 来 说 就 是 将 适 应 模 块 附 加 在 Res-
Net[21]的每一个卷积块之中,从而让编码器能够从

少量样本中高效地学习。令fφl
表示ResNet中第

l层的卷积运算,权重为φl,其输出的特征由适应模

块rα 变换后表示为:

f φl,α  h  =rα fφl h  ,h  (5)

式中:h∈RW×H×C 为该层输入的张量。
对于适应模块嵌入编码器fφ 的方式,存在2

种常见的连接类型:

1)串行连接又称为FiLM 结构[11],也就是将卷

积层的输出作为适应模块的输入:

f φl,α  h  =rα fφl h  (6)

2)并行连接又称为残差结构,即适应模块和卷

积层共用同一个输入,而后将输出融合:

f φl,α  h  =rα h  +fφl h  (7)

对于rα 的参数化方式,本文优选2种形式:

1)矩阵乘法

rα h  =h*α (8)
式中:*为以1×1为卷积核的卷积运算,对于某一

层输入维度Cin 和输出维度Cout 不同的神经网络,

可以使用α∈R
Cin×Cout,由于本文使用ResNet架构,

其中大多数的输入和输出维度是相同的,因此α
∈RC×C。

2)Hadamard积

rα h  =h☉α (9)

式中:α∈RC,具体结构如图2所示。

rα�h��h    α(Hadamard/)

Module1

Module2

block1

Module1

Module2

block2

Module1

Module2

block3

Module1

Module2

block4

3×3 3×3

3×3

rα

rα

rα

h

h

h

× ×

α V γT
rα

BN

ReLU

3×3

BN

ReLU

ResNet18�
�

�
�

E���+E���

-K�? 	�/D0


E���+����

f{Φ �α}�h��rα○ fΦ �h�
l l

f{Φ �α}�h��rα�h�� fΦ �h�
l l

rα�h��h*α

图2 基于backbone的轻量化适应模块

  为降低矩阵乘法中α 的维度,通过矩阵分解后

表示 为:α=VγT,其 中 V∈RC×B,γ∈RC×B,且

B≪C,具体设置为B<
C
2
,从而减少运算过程中的

参数量,以上结构带来的增益以及最优组合方案参

见实验部分3.3.3。

1.4 特征对齐模块

由于SAR图像的特殊成像机制导致其存在较

大的类内差异和较小的类间差异性,在元测试阶段,
使用训练得到的通用编码器{f

θ
^(xi)}S

i=1 来提取

SAR图像目标域特征后,为避免直接分类可能导致

的性能下降问题,本文提出一种特征对齐模块Cτ:
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Rd→Rd,将输出的特征映射到一个更容易分辨的

空间,这一模块是在目标域的支持集上训练得到的,
能够充分适应目标域的特点,从而实现更好的分类

效果,元测试阶段流程如图3所示。

��K
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�E�+4-�
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1��

Cos
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图3 元测试阶段示意图

  令zi={Cτ f
θ
^(xi)}S

i=1 ,即经过Cτ 转换过后

的特征。本文采用原型网络[22]的框架,得到转换后

特征的类中心:

cj=
1
Sj
∑
zi∈Sj

zi,Sj= {zk:yk=j},j=1,2,…,N(10)

N 为支持集样本的类别数量,支持集某一个样

本z属于某一个类别l的概率为:

p(y=lz)=
exp(-d(z,cl))

∑
C

j=1
exp(-d(z,cj))

(11)

式中:d(z,cl)为欧氏距离,通过优化下式得到τ:

Ltest=min
τ

1
S ∑

(xi,yi)∈S
log(p(y=yi xi))(12)

从而得到模块Cτ,通过结合式(10)得到特征中

心点cj、评估查询集Q 中的每个样本和中心点cj

的距离,并进行分类预测。

综上,由于第一阶段多个源域之间存在数据不

均衡现象,为了平衡从不同大小的源域中学习到的

知识,消除数据偏见,本文首先针对每个源域进行基

于交叉熵损失的有监督学习,分别获得特定域的编

码器,而后采取知识蒸馏的方法获得一个具有泛化

能力的通用编码器;第二阶段,为了进一步适应目标

域特点,将在通用编码器中加入一个适应模块,冻结

其余参数之后,该模块参数只在目标域的支持集上

进行学习,最后采取元学习框架,将提取到的样本特

征映射到一个分辨性更高的空间内,再计算出支持

集的类中心,并完成查询集的分类,整体流程如图4
所示。
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图4 整体流程图
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2 实验设置

2.1 实验数据集

Meta-dataset[23]自2020年被提出后,就成为跨

域小样本学习的主要基准,它包含10个子数据集:

ILSVRC_2012(ImageNet)、Omniglot、FGVC-Air-
craft

 

(Aircraft)、CUB-200-2011
 

(Birds)、Describa-
ble

 

Textures
 

(DTD)、QuickDraw、FGVCx
 

Fungi、

VGG
 

Flower
 

(Flower)、Traffic
 

Signs以及 MSCO-
CO。实验将前8个数据集作为预训练阶段获取通

用编码器的光学源域,其中每个数据集都被划分为

训练集、测试集和验证集3个部分。
用于 目 标 域 识 别 的 SAR 图 像 数 据 集 为

MSTAR,由美国桑迪亚国家实验室高分辨率的聚

束式合成孔径雷达采集多种前苏联目标军事车辆的

SAR图像形成,涵盖BMP2、BTR70、T72、BTR60、

2S1、BRDM2、D7、T62、ZIL131、ZSU23/4共计10
种型号。成像角度主要分为15°和17°两部分,在0°
~360°方位角下,每隔1°~2°获取1次目标切片图

像,每1类有200张左右的样本,都裁切为84×84
的尺寸,且将每张图片的目标放在正中心。该数据

集在实验中划分为:15°的10类目标作为训练集、

17°的随机5类目标作为测试集、剩余5类目标作为

验证集,详情见表1。
表1 数据集构成

数据集 内容
划分类别数量

(训练/验证/测试)

普通
光学
图像

ImageNet
 大型可视化

 数据集
1

 

000(712/158/130)

Omniglot  手写字符 1
 

623(883/81/659)

Aircraft  飞机 100(70/15/15)

Birds  鸟类 200(140/30/30)

Describable
 

Textures
 纹理 47(33/7/7)

Quickdraw  手绘图 345(241/52/52)

Fungi  真菌类 1
 

394(994/200/200)

Flower  花类 102(71/15/16)

SAR
图像

MSTAR
 10类前苏联

 车辆(SOC)
20(10(15°)/5(17°)
/5(17°)

2.2 实验设置及评估指标

进行实验的硬件环境为 Ubuntu
 

22.04.2版

本,在CUDA
 

11.8环境下运行,使用Python3.7语

言、tensorflow-gpu2.4.1和pytorch1.7.0深度学习

框架,硬件配置为Nvdia
 

GeForce
 

RTX
 

3080Ti。为

了与其它跨域小样本方法进行比较,实验沿用Li等

相关工作,以ResNet-18为骨干网络,样本像素大小

为84×84[17]。元测试阶段从目标域数据集中随机

抽样组成600个任务,采用Adadelta[24]优化器以及

余弦退火的学习率迭代方法,迭代次数设为50
 

000
次,超参数κp

n 和κf
n 在分别设置为4和1。

本文采用了4种指标进行分类情况的评估:

1)准确率(Accuracy),指分类正确的样本数量

与总样本数量之比:

Accuracy=
∑
N

r=1
Xr

∑
N

r=1
Xr +∑

N

r=1
∑
N

l=1
Yr,l,(r≠l)

(13)

2)精确率(Precision),指被正确预测为正类别

的样本数量与所有被预测为正类别的样本数量

之比:

Precision=
TP

TP+FP
(14)

3)召回率(Recall),指被正确预测为正类别的

样本数量与所有真实正类别的样本数量之比:

Recall=
TP

TP+FN
(15)

4)F1分数(F1-score),指精确率和召回率的调

和平均值,综合考虑了两者的表现:

F1
 

score=
2×Precision×Recall
Precision+Recall

(16)

在上述公式中,N 为训练集标签的总数,TP 为

真正类,FN 为假负类,FP 为假正类,Xr 表示数据

集中真实标签为r的样本中被正确分类的数量,Yr,l

则表示这些样本被错误分类为类别l的数量。

3 实验结果及分析

为评估本文提出的SAR-LAM 模型的性能,本
节设计了以下实验:

实验1:对比实验,与Prototypical
 

Network等

经典小样本学习方法以及SUR[7]等跨域小样本学

习方法在SAR图像领域的分类效果进行对比。
实验2:适应模块的嵌入方式分析,主要从嵌入

位置以及参数量2个方面进行验证。
实验3:消融实验,对比了适应模块的不同连接

结构对分类结果的影响,并验证了其它模块的有

效性。

3.1 对比实验

采用3种实验设定:N-way
 

K-shot方式为依照

表1进行数据集划分后的训练测试结果,为便于比

较,后续实验结果统一将其作为默认设置;N-way
 

5-
shot表示小样本学习任务的支持集由N类样本(每
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类5个)组成,5-way
 

1-shot表示小样本学习任务支

持集由5类样本(每类1个)组成,其中查询集样本

数量为15,所有实验结果均为95%置信度的平均分

类准确率,可学习参数只代表模型可优化的参数量,
不包括骨干网络参数。将SAR-LAM与Prototypi-
cal

 

Network[22](PN)、Matching
 

Network[25](MN)、

Relation
 

Network[26](RN)以及 MAML[27]4种经典

小 样 本 方 法,以 及 SUR、SUR-pnf[7]、URT[8]、

MDL[13]和URL[13]5种跨域小样本方法进行对比均

获得了更好的效果,实验结果如表2所示。
表2 与其它经典/跨域小样本学习方法的对比

方法
可学习

参数

非小样本

任务

小样本任务

N-way
 

5-shot
5-way

 

1-shot

PN 55.39±0.7643.60±0.39

MN 56.94±0.8546.61±0.96

RN 0.57M 57.49±0.7345.32±0.84

MAML 53.82±0.9743.41±0.78

SUR 79.45M 67.93±0.74 58.66±0.9947.14±0.67

SUR-pnf1.67M 70.41±0.73 63.15±0.5948.72±0.77

URT 7.78M 77.29±0.56 63.27±0.6047.96±0.81

MDL 3.91M 86.76±0.77 62.87±0.6049.69±0.59

URL 3.48M 88.61±0.81 67.30±0.5650.72±0.54

SAR-LAM4.53M 91.58±0.74 69.19±0.5652.65±0.68

(注:加粗字体为最优值)

可以看出在3种实验条件下,本文所提方法比

仅在单个域上进行小样本学习的Prototypical
 

Net-
work等方法更具优势,因为其充分考虑了源域与目

标域样本分布的差异性,在N-way
 

5-shot设置下分

别高出 PN、MN、RN、MAML 方 法13.8、12.25、

11.7、15.37个百分点,在5-way
 

1-shot设置下分别

高出9.05、6.04、7.33、9.24个百分点。
同时,SAR-LAM比现有面向光学领域的跨域

小样本学习方法直接应用在SAR图像上的效果更

好,原因在于这类跨域小样本方法重心都是放在如

何获取一个泛化性强的多域表征上,没有像本文所

提方法一样将重点放在对SAR图像的适应性上。
在N-way

 

K-shot设置下分别高出SUR、SUR-pnf、

URT、MDL、URL方法23.65、21.17、14.29、4.82、

2.97个百分点,在 N-way
 

5-shot设置下分别高出

10.53、6.04、5.92、6.32、1.89个百分点,在5-way
 

1-shot设 置 下 分 别 高 出5.51、3.93、4.69、2.96、

1.93个百分点。
参数量和推理速度方面,SUR需要从多个源域

中分别训练网络且同步更新权重,可学习参数为

79.45M,是其余方法的10倍以上。在URL的基础

上,本文所提方法只需要4.5M左右的参数量,仅以

牺牲少量推理速度为代价,便获得了更高的识别准

确率。
如表3所示,本研究使用了准确率、精确率、召

回率和F1分数来评估模型的分类性能,能够帮助

理解模型在正确分类样本、避免误报和漏报方面的

能力。SAR-LAM 分 别 在 非 小 样 本 任 务、N-way
 

5-shot和5-way
 

1-shot的测试集上达到了91.52%、

69.13%和52.48%的准确率,然而在进一步查看精

确率和召回率时,发现模型在预测正例时表现出一

定的保守性,召回率相对较低,这可能是由于模型在

训练过程中对某些正例特征的识别不足。F1分数

分别为91.08%、68.91%和51.23%,作为精确率和

召回率的综合度量,也指出了模型在平衡这2个方

面时还有改进的空间。
表3 SAR-LAM分类指标

SAR-LAM 非小样本任务

小样本任务

N-way
 

5-shot
5-way

 

1-shot
准确率 91.52 69.13 52.48

精确率 92.22 70.05 56.05

召回率 91.52 69.13 52.48

F1分数 91.08 68.91 51.23

3.2 适应模块嵌入方式分析

由于神经网络提取特征的最终目的是获取图像

的高层语义信息进行分类,靠近输出的模块对特征

提取有着更大的影响,因此本节实验分析了适应模

块从嵌入第4个 module开始依次向前增加(即

backbone的不同嵌入位置)所带来的影响,Block4
表示在ResNet-18的第4个 module嵌入该适应模

块,Block3/4表示在第3、4个 module均嵌入,以此

类推,结果如图5所示。

Block 1/2/3/4 Block 2/3/4 Block 3/4 Block 4
88
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图5 快速适应模块不同嵌入位置的比较

从图中可得,只在第4个 module加入适应模
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块就已经可以获得90.55%的准确率,在此基础上,
同时在第2、3个 module中加入适应模块能够进一

步提升准确性。这是因为SAR图像分辨率、信噪比

较低,因此考虑到SAR图像像素的稀疏性,从纹理

特征出发,同时学习较底层的特征才能具备较高的

识别精度。结合这4种不同设置下的参数量,选择

Block
 

3/4的嵌入方式能够在最大限度减少参数的

同时保持较高的识别精度。
在每个小样本学习任务中,适应模块是通过少

量样本,即目标域的支持集进行训练的,通过平均适

应模块在600个任务中每个支持集上的原型损失

Loss,分析与迭代次数Iteration之间的关系可以看

出,在20次迭代后Loss就可以收敛到一个稳定的

区间,因此实验中取迭代次数为40,模型能够获得

较好的收敛性,如图6所示。

0 10 20 30
0.0

0.2
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0.6

0.8
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�
�
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图6 适应模块训练迭代次数与损失值之间的关系

3.3 消融实验

表4记录了编码器适应模块rα 的不同构建形

式以及元测试阶段的特征对齐模块Cτ 对模型识别

能力的贡献,分析如下:
对比序号1和2可得,如果在backbone当中没

有适应目标域的模块权重,模型的表征能力会大打

折扣,识别准确率低了2.75个百分点,而这一点正

是本文工作突出解决的问题。
对比序号1和4、1和6可得,仅仅在backbone

当中嵌入适应模块就已经可以使模型具备很强的目

标域适应能力,比仅有特征对齐模块的识别率高

5.62个百分点,但仍低于本文提出的组合方法2.7
个百分点。

对比序号2和5、2和6可以发现,适应模块选

择残差结构而非串行结构对最终的结果有着积极的

影响,不论是矩阵形式还是向量形式存储参数,分别

提高了4.28和5.57个百分点,这是因为采用残差

结构能够避免普通卷积层堆叠存在的信息丢失问

题,减少过拟合风险,从而能够使得SAR目标域所

学习到的知识快速有效地参与到最终特征提取的过

程中。
对比序号2和3、5和6可得,向量还是矩阵形

式具有竞争力取决于适应模块在backbone中的嵌

入方式,相比串行结构而言,残差结构下的向量形式

能够比矩阵形式高1.29个百分点。因此,在元测试

阶段附加对齐模块Cτ 的前提下,采取这一组合能

够获得所有组合中最高的准确率91.94%。
表4 消融实验结果

序

号

编码器适应模块rα

串行结构 残差结构

矩阵

形式

向量

形式

矩阵

形式

向量

形式

对
齐
模
块
Cτ

准确率/%

1 √ 83.62±0.64
2 √ √ 86.37±0.58
3 √ √ 79.99±0.81
4 √ 89.24±0.60
5 √ √ 90.65±0.72
6 √ √ 91.94±0.73

4 结束语

小样本学习范式决定其同时面对两个巨大的挑
战,一是在领域跨度较大的情况下高效地迁移先验

知识,二是模型只能在数据量非常有限的条件下对

未见过的样本进行分类,本文针对小样本SAR目标

识别过程面临的以上挑战,提出一种名为SAR-
LAM的轻量化适应策略。首先通过基于交叉熵损

失的有监督学习得到各源域编码器,而后结合知识

蒸馏的方法,获得一个具有较好泛化能力的通用编

码器;为了进一步适应目标域特点,向该通用编码器

中嵌入一个适应模块,其参数只在目标域的支持集

上进行学习;最后将提取到的样本特征映射到一个

分辨性更高的空间内,采取元学习框架计算出支持

集的类中心,从而完成查询集的分类。这一针对

SAR图像的适应策略仅需以增加4.5M 左右的参

数为代价,就可将小样本分类的准确率至少提升

1.93个百分点,获得了较好的识别效果。
然而,本文工作是建立在多源域迁移学习的基

础上,因此预训练阶段需要大量的计算时间和资源

消耗才能获得具有泛化性的通用编码器,并不能高

度耦合SAR图像目标识别的军事应用情景。另外,
由于小样本学习对样本不均衡条件的敏感性很强,
实验部分仅使用了类别均衡的 MSTAR数据集,并
未在其他公开的非均衡SAR图像数据集上验证模

型的适应性。综上,后续工作需要解决多源域带来

的资源消耗问题,并应对不均衡数据集的挑战,进一

步提高研究的适用性。
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