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摘要 提出一种基于组稀疏卡尔曼滤波的机动轨迹多步预测方法。首先引入组稀疏编码,通过一次学习建

立简单的多步线性回归预测模型,克服了传统方法未能充分利用历史数据而导致预测精度降低的问题;再利

用最小角回归算法来计算该模型的稀疏系数,进一步改善模型系数估计的准确性;然后改进了卡尔曼滤波算

法,并结合上述组稀疏编码算法,来确保预测结果的精确性;最后通过与传统BP、长短时记忆网络和组稀疏

编码方法的仿真比较,验证了所提方法的有效性。
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Abstract A
 

multi-step
 

trajectory
 

prediction
 

method
 

based
 

on
 

group
 

sparse
 

coding
 

Kalman
 

filtering
 

for
 

mobile
 

tar-
get

 

is
 

proposed
 

in
 

this
 

paper.
 

Firstly,
 

a
 

group
 

sparse
 

coding
 

is
 

introduced,
 

and
 

just
 

at
 

that
 

time,
 

a
 

simple
 

multi-
step

 

linear
 

prediction
 

model
 

is
 

obtained
 

by
 

one
 

learning,
 

overcoming
 

the
 

problem
 

that
 

prediction
 

accuracy
 

is
 

low
 

due
 

to
 

the
 

inadequate
 

historical
 

data
 

with
 

the
 

traditional
 

method.
 

And
 

then,
 

the
 

minimum
 

angle
 

regression
 

algo-
rithm

 

is
 

utilized
 

for
  

calculating
 

the
 

sparse
 

coefficients
 

of
 

the
 

above
 

model
 

to
 

further
 

improve
 

the
 

estimation
 

accuracy
 

of
 

the
 

model
 

coefficients.
 

The
 

basic
 

Kalman
 

filtering
 

algorithm
 

is
 

modified
 

in
 

combination
 

with
 

the
 

group
 

sparse
 

coding
 

method
 

to
 

ensure
 

the
 

precision
 

in
 

the
 

prediction
 

output.
 

Finally,
 

the
 

effectiveness
 

of
 

the
 

presented
 

approach
 

is
 

verified
 

by
 

the
 

simulation
 

comparison
 

among
 

the
 

traditional
 

BP
 

network,
 

long
 

short
 

time
 

memory
 

network
 

and
 

the
 

group
 

sparse
 

coding
 

method.
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  多步轨迹预测即利用运动目标的历史轨迹信息

构建预测模型,并输出该模型对运动目标未来多个

时刻的轨迹估计值。目前的研究以模型法和深度学

习为主,前者一般利用卡尔曼滤波及其改进为基础

来构建预测模型。如文献[1]提出的基于传统卡尔

曼滤波(Kalman
 

filtering,
 

KF)
 

的飞行轨迹预测方

法。相比传统卡尔曼滤波,扩展卡尔曼滤波能够有

效处理非线性模型的估计,如文献[2]基于扩展卡尔

曼滤波(extended
 

Kalman
 

filtering,
 

EKF)实现对不

确定情况下的无人驾驶车辆的轨迹预测;文献[3]基
于扩展卡尔曼滤波方法和差分自回归滑动平均模型

对上海中心大厦实测加速度幅值数据的实时变化趋

势进行预测。相比前两类滤波方法,文献[4]所提的

多项式卡尔曼滤波方法能够有效针对信息缺失、非
线性、多机动情况,过程较为简单,计算效率高,机动

自适应较强,但通常易受模型误差和数据噪声影响,
对于复杂的运动目标轨迹预测精度不高。上述卡尔

曼滤波方法主要基于单模型法,所构建的运动模型

存在数据处理难度大及预测精度低等问题,对此文

献[5]提出改进的交互式多模型轨迹预测算法。此

外,上述卡尔曼滤波类方法由于只能输出一步预测

的估计值,故难以单独应用于多步预测中。
与传统模型法基于参数构建的思想不同,神经

网络基于数据驱动实现自主学习,对于数据特性考

虑较为全面,可以实现复杂非线性时间序列的准确、
多步预测。浅层学习神经网络中,文献[6]在BP神

经网络基础上,引入双三角函数变换思想,实现对船

舶轨迹的精确预测;文献[7]利用改进的狼群算法优

化径向基神经网络学习过程,实现对无人艇动态障

碍物的航行轨迹预测。深度学习方法不依赖运动目

标的机理特性,数据容易获得,且可利用历史数据进

行中长期轨迹预测,预测时间长且精度较高,故得到

广泛应用。如文献[8]利用长短时记忆网络(long
 

short-term
 

memory,
 

LSTM)与一维卷积神经网络

(one-dimensional
 

convolutional
 

neural
 

network,
 

1DCNN)结合,实现对导弹轨迹的预测。文献[9]利
用门控循环单元网络(gated

 

recurrent
 

unit,
 

GRU)
进行飞机轨迹预测,与传统的循环神经网络(recur-
rent

 

neural
 

network,
 

RNN)和反向传播网络(back
 

propagation,
 

BP)相比,预测性能更优。文献[10]
引入双向传播机制和Mogrifier数据耦合模块,改进

传统GRU网络,使其预测性能进一步提高。综上

所述,神经网络类方法能够较充分继承历史信息,更
适合处理时间序列的预测,但其内部参数较多,训练

耗时,且随着时间序列的数量级增加,很容易出现梯

度消失和梯度爆炸问题。

此外,神经网络自身的结构和参数的确定受人

为因素影响而缺乏客观依据,因而导致预测误差偏

大,泛 化 能 力 较 差。相 比 神 经 网 络,稀 疏 编 码

(sparse
 

coding,
 

SC)能以少量的输入特征矩阵与稀

疏向量的加权和形式对原始输出数据矩阵进行重

构,无需 人 为 调 节 参 数,计 算 过 程 简 单,效 率 较

高[11]。但稀疏编码直接用于多步预测时,求解稀疏

向量时计算量较大,为此,组稀疏编码(group
 

sparse
 

coding,
 

GSC)把输入和输出的系数矩阵以对角矩阵

形式表示,仅通过一次计算即可输出多个稀疏向量,
有效 降 低 了 计 算 量,简 化 了 多 步 预 测 的 计 算 过

程[12]。目前稀疏编码类方法通常用于结构健康检

测和图像处理等领域,而在轨迹预测领域的应用较

少,如文献[13]针对Lamb波边界反射引起的码间

串扰问题,采用移不变稀疏编码方法进行信息恢复,
提出了基于Lamb波的数据传输与缺陷检测同步实

现方法;文献[14]针对在小样本人脸表情数据库上

识别模型过拟合问题,提出基于特征优选和字典优

化的组稀疏表示分类方法。
综上所述,本文将组稀疏编码[15]与卡尔曼滤波

结合,提出了一种基于组稀疏卡尔曼滤波的多步轨

迹预测方法(multi-step
 

trajectory
 

prediction
 

meth-
od

 

via
 

group
 

sparse
 

Kalman
 

filtering,
 

MSTPM-
GSKF)。

1 超前T 步轨迹预测问题描述

为方便起见,在单维坐标系下,给定轨迹序列

Xg= xi  ,利用其建立预测模型,i=1,2,…,h,h 为

轨迹序列的长度;xi 为第i个轨迹数据。超前T 步

轨迹预测即利用前m 个轨迹数据Xi=(xi,xi-1,…,
xi-(m-1)),对该轨迹未来第i+1到第i+T 时刻的轨

迹̂Xi+T 进行预测:

X̂i+T=f(xi,xi-1,…,xi-(m-1))
 

(1)

式中:̂Xi+T=(̂xi+1,̂xi+2,…,̂xi+T),̂xi+t 为第i+t
个预测数据;t为预测时间间隔,t=1,2,…,T,T 为

预测步长。

2 GSC的基本原理

2.1 SC基本原理

给定轨迹序列 Xg,稀疏编码是以稀疏向量α
和输入特征矩阵D 乘积的线性组合表示对应的输

出特征矩阵X[16],即:

X=Dα=∑
M

i=1
diαi

 (2)
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式中:X=[x1,x2,…,xp]T,xi 为X 中第i个轨迹

点,i=1,2,…,p,p 为轨迹点个数;D=[d1,d2,…,

dM],di=[xi1,xi2,…,xip]T 为D 中的第i个列向

量,i=1,2,…,M,M 为D 中列向量集合的个数,

xij 为di 中 第j 个 轨 迹 点,j=1,2,…,p;α=
[α1,α2,…,αM]T 为稀疏向量,αi 为α 中第i个稀疏

系数,i=1,2,…,M。
稀疏编码中,给定输入特征矩阵D,稀疏向量α

直接影响着输出特征矩阵X 的精确性,因此对它的

求解尤为重要,一般通过松弛算法转化为优化问题

求解[17]:

α=argαmin
1
2‖X-Dα‖

2
2+λ‖α‖1 (3)

式中:λ为惩罚参数。
对于α 的求解,传统最小二乘(least

 

square,
 

LS)算法过程较简单,但LS对于输入多重共线性及

输入变量数大于数据个数等特殊情况,难以获得稳

定解[18],且求解效率较低。对此,最小角回归算法

(least
 

angle
 

regression,LAR)在误差平方和函数中

加入1范数,可以递阶地获得重要输入变量,提高特

征选择的准确性,有效改善上述问题,故本文采用

LAR方法求解[15]。

LAR算法的基本思想如下:首先根据余弦相似

度函数计算每个输入特征向量与输出特征向量的相

关性,根据最大相关性值获得对应的输入特征向量,
然后计算所有剩余的输入特征向量与当前残差向量

的相关系数,从中筛选出绝对值最大的相关系数,选
择其对应的输入特征向量,并将其与第一个获得的

输入特征向量组合,获取其角平分线,并在该角平分

线方向继续选择输入,直至所有输入被选择完毕,其
原理如下:

图1中db
1 和db

2 为标准化后的列向量,̂Xz 为零

均值化后的输出特征向量,̂X0=[0,…,0]T1×p 为初

始估计,e1 为第1次迭代时的残差,h1 和h2 为第1
次和第2次迭代时搜索方向。

图1 最小角回归原理

由图1所示,首先在所有列向量中找到与残差

e0=Xz 相关性最大的列向量,记为db
1,然后以步长

δ1 逼近Xz,同时计算残差e1,直到出现第2个列向

量db
2,使得db

2 和db
1 与e1 的相关性相同,继续以db

2

和db
1 的角平分线h2 为新的搜索方向对Xz 逼近,直

到出现第3个列向量,使得此时3个列向量与残差

的相关性相同,再次以此3个列向量的角平分线为

新的搜索方向逼近Xz,以此类推,直到所有列向量

都被选中。其具体步骤如下:

Step
 

1 对于给定的D=[d1,d2,…,dM],di=
[xi1,xi2,…,xip]T,i=1,2,…,M,将D 零均值化

并转化为单位向量,获得Db=[db
1,db

2,…,db
M],其中

db
i =[xb

i1,xb
i2,…,xb

ip]T,xb
ij=

xij-d
-
b
i

∑
p

j=1

(xij-d
-
b
i)2
,d
-
b
i =

∑
p

j=1
xij/p,i=1,2,…,M;同时将X 零均值化,记为

X0=[x0
1,x0

2,…,x0
p]T,即对于第i个数据xi,其零

均值化为x0
i =xi-X

-
,X

-

=∑
p

i=1
xi/p。

Step
 

2 初 始 化 α 和 估 计 结 果 X̂,即α0 =
[0,…,0]T1×M ,̂X0=[0,…,0]T1×p;初始化活动矩阵Ic

和非活动矩阵
 

Iq,即Ic=Φ,Iq=Db,其中Ic 由Db 中

已被选择的列向量组成,记Ic =[db
1,db

2,…,db
k],其

中db
i 为Ic 中的第i个列向量,i=1,2,…,k,k为迭代

次数,k=1,2,…,M;Iq 由未被选择的列向量组成,

记Iq=[db
1,db

2,…,db
q],db

j 为
 

Iq 中的第j个列向量,

j=1,2,…,q,q为
 

Iq 中列向量个数。

Step
 

3 迭代开始,令k=1,更新残差ek-1=X0

-̂Xk-1,计算ek-1 与Iq 中各列向量的相关系数Ck =
eT

k-1Iq =[ck
1,ck

2,…,ck
q]。

Step
 

4 计算最大相关系数ck
max=max ck

j  ,

j=1,2,…,q,将对应的列向量db
j 从

 

Iq 中加入
 

Ic 。

Step
 

5 根据函数sk
i =

1,
     

ck
i ≥0

-1,
  

ck
i <0 ,i=1,

  

2,

…,k,结合Ic 构建系数矩阵
 

Gk =[sk
1db

1,sk
2db

2,…,sk
k

db
k], 计 算 搜 索 系 数 μk = ηk (GT

kGk)-1L =
[μk

1,μk
2,…,μk

k]T和ηk=(LT(GT
kGk)-1L)-1

/2,其中L
=[1,…,1]T,μk

i 为
 

μk 中第i个系数,i=1,2,…,k。

Step
 

6 确定搜索方向hk=Gkμk,计算
 

hk 与
 

Iq

中各列向量的相关系数φk =hT
kIq =[φk

1,φk
2,…,

φk
q]。

Step
 

7 计算搜索步长

δk =min+ ck
max-ck

j

ηk -φk
j

,c
k
max+ck

j

ηk +φk
j  ,j=1,2,…,q,min+

表示取正数部分的最小值。

Step
 

8 更新估计结果X̂k =̂Xk-1+δkhk 和稀疏
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系数αk
i =αk-1

i +δksk
iμk

i,αk
i 为

 

αk 中的第i个系数。

Step
 

9 令k=k+1,返回Step
 

3,直到Iq=Φ,

迭代结束,获得稀疏向量集合
 

αk=[αk
1,αk

2,…,αk
M]T

。

2.2 GSC基本原理

组稀疏编码是将多个输入特征矩阵和输出特征

矩阵排列成对角矩阵形式的线性组合,从而对输出

特征矩阵进行稀疏表示的过程[12]:

X1

X2

︙

XJ

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

=

D1

D2

⋱
DJ

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

α1

α2

︙

αJ

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

 

(4)

式中:Di 为第i个输入特征矩阵;Xi 为
 

Di 对应的

输出特征矩阵;αi 为对应的第i个稀疏向量,i=1,

2,…,J,J 为输入或输出特征矩阵的个数。

3 IKF基本原理

传统卡尔曼滤波算法利用当前残差V(k)对预

测值X̂(k/k-1)进行动态修正,得到当前状态的估

计值X̂(k/k)[19]。但本文需要利用估计过程得到修

正后的预测值,而对于预测时刻k 而言,由于无法

提前获得观测值Z(k),则难以继续进行迭代计算,
因此,本文利用前一时刻的残差V(k-1)对X̂(k/k
-1)进行修正,以减小缺失观测值Z(k)带来的影

响,形成IKF算法,该改进过程的具体描述如下:在
基本KF中,首先建立状态方程和观测方程,进行状

态的一步预测:

X̂(k/k-1)=FX(k-1/k-1) (5)
式中:F 为状态转移矩阵;k为迭代次数。

一步预测协方差阵P(k/k-1)为:

P(k/k-1)=FP(k/k-1)FT+Q (6)

Q 为过程协方差阵,则卡尔曼增益矩阵K(k)为:

K(k)=̂P(k/k-1)HTS(k)-1 (7)
 

其中H 为观测矩阵,S(k)为:

S(k)=ĤP(k/k-1)HT+R
 

(8)
最后协方差阵P(k/k)更新为:

P(k/k)=[In-K(k+1)H]P(k/k-1) (9)

状态更新X̂(k/k)为:

X̂(k/k)=̂X(k/k-1)+K(k)V(k) (10)
其中V(k)为残差,即:

V(k)=Z(k)-HX̂X(k/k-1) (11)
由式(7)可知,在卡尔曼增益K(k)中,̂P(k/k-

1)HT 和S(k)-1 的乘积表示了预测误差和残差之

间的比例关系,因此,V(k)和K(k)的乘积计算了k

时刻的预测误差,从而在式(10)中对X̂(k/k-1)进
行修正,减小了建模误差的影响。

当得到k时刻预测误差与k-1时刻残差的比例

关系后,可利用V(k-1)对预测值进行修正,故本文

进行以下改进:

1)将式(7)的S(k)-1 替换为S(k-1)-1,获得

式(12):

Knew(k)=̂P(k/k-1)HTS(k-1)-1 (12)
 

2)把式(10)中V(k)替换为V(k-1),获得式

(13):

X̂(k/k)=̂X(k/k-1)+Knew(k)Vk-1  
  

(13)
将式(13)替换式(10),并将式(12)置于式(7)之

后,其余步骤同原基本卡尔曼滤波算法。
上述改进的优点在于,在原KF算法中,式(10)

的结果是对当前状态的最优估计,而改进后,用式

(13)得到的结果为目标状态修正后的超前一步预测

值,该结果相比前者更加符合状态预测的意义。

4 MSTPM-GSKF算法描述

针对多步轨迹预测问题,本文提出一种基于组

稀疏卡尔曼滤波的多步轨迹预测方法 MSTPM-
GSKF,首先利用组稀疏编码直接输出多步预测结

果,避免了迭代多步中预测误差的累计,及繁琐的调

参以及模型训练过程,然后与IKF结合,修正其预

测值,输出最终的预测结果,具体过程如下:
首先为方便起见,仅考虑单维坐标系的情况,给

定该坐标系下的m 个输入数据,建立超前T 步预

测模型,如图2所示。

图2 基于GSC的超前T 步预测基本原理

图2中,Dt=[dt1,dt2,…,dtm]为预测时间间隔

为t时对应的输入特征矩阵,dtk 为Dt 中的第k 个

列向量,k=1,2,…,m;αt=[αt1,αt2,…,αt2]T 为Dt
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对应的稀疏向量,αtk 为dtk 对应的稀疏系数;Xt=
[xm+t,xm+1+t,…,xh-t+t]为Dt 对应的输出特征向

量;i 表 示 当 前 时 刻,Xi 为 输 入 数 据;̂X0
i+T =

[̂x0
i+1,̂x0

i+2,…,̂x0
i+T]T 为超前T 步的预测值。

图2的具体过程如下:首先,利用窗口长度为

m,滑动步长为1的滑动窗口根据不同的预测时间

间隔t,将h-t个轨迹数据划分为多个轨迹序列,
其序列个数为p=h-t-m+1,进而按时间顺序进

行排列,构成对应的输入特征矩阵Dt:

Dt=

x1 x1 … xm

x2 x3 … xm+1

︙ ︙ ︙

xr xr+1 … xh-t

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

 

(14)
 

其次,根据输入数据进行时间间隔为t的时间

延迟,构建对应的输出特征向量Xt:

Xt= xm+t,xm+1+t,…,xh  T
 

(15)
 

再次,利用所构建的T 个Xt 及Dt 进行组稀疏

编码,并将所求解的稀疏向量αt 按顺序排列,构成

系数矩阵A:
A=[a1,a2,…,aT]T

 

(16)

最后,获得基于GSC的初始T 步预测值̂X0
i+T

=[̂x0
i+1,̂x0

i+2,…,̂x0
i+T]T。

由卡尔曼滤波的计算过程可发现,当输入数据

为m×1的列向量时,其输出也应为m×1的列向

量,故其状态转移矩阵F 应为m×m 的方阵,且当

预测步长为T 时,为保证输入输出数据个数一致,
即预测步长最大为T=m,因此,本节对于状态转移

矩阵的建立如下。
对于单步预测,即预测步长T=1时,状态转移

矩阵A 为:

A=

1 0 … 0 0
0 1 … 0 0
︙ ︙ ︙ ︙

0 0 … 1 0
αT1 αT2 … αT(m-1) αTm

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

 

(17)

则输出̂X0
i+T=[xi-(m-1),xi-(m-2),…,̂x0

i+T]T。
对于两步预测,即预测步长T=2时,状态转移

矩阵A 为:

A=

1 … 0 0 0
0 … 0 0 0
︙ ︙ ︙ ︙

0 … 1 0 0
α(T-1)1 … α(T-1)(m-2) α(T-1)(m-1) α(T-1)m

αT1 … αT(m-2) αT(m-1) αTm

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

       

(18)

输出̂X0
i+T=[xi-(m-1),xi-(m-2),…,̂x0

i+(T-1),̂x0
i+T]T。

同理,依次类推,得到预测步长T=m 时的输

出状态X̂0
i+T:

X̂0
i+T=

x̂0
i+1

x̂0
i+2

︙

x̂0
i+T

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

=

α11 α12 … α1m
α21 α22 … α2m
︙ ︙ ︙

αT1 αT2 … αTm

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

xi-(m-1)

xi-(m-2)

︙

xi

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

 

(19)
在上述产生的多步预测模型基础上,分析式

(14)~(19)可知,预测过程中系数矩阵A 不变,当
目标具有较强机动性时,会产生较大的预测误差,故
利用改进卡尔曼滤波的修正式(13)对式(19)得到的

初始预测结果
 

X̂0
i+T 进行修正,以获得最终预测结

果̂Xi+T=[̂xi+1,̂xi+2,…,̂xi+T]T,从而进一步提高

预测模型的精度。
综上所述,基于 MSTPM-GSKF的多步轨迹预

测方法如下:
Step

 

1 采集机动目标在单维坐标系下的h 个

历史轨迹数据
 

Xg= x1,x2,…,xh  。
Step

 

2 针对不同预测时间间隔t,构建输入特

征矩阵Dt 及其相应的输出特征向量
 

Xt。
Step

 

3 利用GSC求解稀疏向量αt,构成系数

矩阵A,建立T 步预测模型。
Step

 

4 对上述模型输入前m 个历史数据
 

Xi

=[xi,xi-1,…,xi-(m-1)]T,获得 T 步预测初始值

X̂0
i+T=[̂x0

i+1,̂x0
i+2,…,̂x0

i+T]T。

Step
 

5 利用式(13)将
 

X̂0,i+T 修正,输出T 步

最终预测结果̂Xi+T=[̂xi+1,̂xi+2,…,̂xi+T]T。

图3 基于 MSTPM-GSKF的多步轨迹预测流程图

由图3可知,本文将GSC方法得到的多步预测

结果X̂0
i+T 作为IKF算法的一步预测初始值,然后

运行IKF算法,由公式实现卡尔曼滤波过程,它的
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本质仍然是卡尔曼滤波过程,而卡尔曼滤波过程的

稳定性和收敛性早已得到证明,故所提基于 MST-
PM-GSKF的多步轨迹预测方法稳定且收敛。

5 仿真研究

本文利用X-Y-Z 三维坐标系下的非线性函数

轨迹验证所提方法对机动目标轨迹预测的有效性,
其参数方程如下:

x=2sin(0.1t)

y=sin(t)cos(0.1t)
z=2sin(t)cos(2t)

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁 (20)

其中0≤t≤10π,时间点数量为1
 

000个,时间

间隔为0.01π,坐标单位为m,取前800个数据点作

为训练集来构建预测模型,后200个数据点作为测

试集来输出预测结果。分别在 X、Y、Z 方向上,对
每一维的轨迹进行多步预测,最后组成三维空间的

预测轨迹。
预测 误 差 指 标 采 用 均 方 根 误 差(root

 

mean
 

square
 

error,RMSE):

RMSE= (∑
N

i=1

(xi -̂xi)2+(yi -̂yi)2+(zi -̂zi)2)/N

(21)
式中:N 为轨迹点个数,xi、yi 和zi 分别为X 轴、Y
轴和Z 轴方向的第i个轨迹点的真实值,̂xi、̂yi 和

ẑi 分别为X 轴、Y 轴和Z 轴方向的第i个轨迹点的

预测值。
当输入数据点的个数m 从2~8进行单步预测

时,数学描述为x̂i+1=f(xi,xi-1,…,xi-(m-1)),m
=1,2,…,8分别对应输入数据点为2,3,…,8,所对

应的预测均方根误差比较如表1所示。
表1 m=2~8时 MSTPM-GSKF的单步预测误差比较

数据点 2 3 4 5 6 7 8

RMSE/
10-3m

3.7 3.5 3.5 3.5 3.3 3.3 3.3

  由表1可知,在轨迹点个数m=6时轨迹预测

的均方根误差最低,为0.003
 

3
 

m。当 m=7和8
时,随着输入轨迹点的增加,预测的均方根误差均保

持不变,仍为0.003
 

3
 

m,故可以确定,当m=6作为

系统输入较适宜。
输入个数为6时,将预测步长从1增加到6,获

得轨迹的预测均方根误差如表2所示。
表2 m=6时 MSTPM-GSKF方法的多步预测误差比较

步长 1 2 3 4 5 6

RMSE
/10-3m

3.3 5.1 7.0 9.5 12.2 15.8

  由表2可知,在预测步长均匀增加下,所提方法

的预测RMSE也随之增加,如步长T=1增加到T=
2时,预测误差由3.3

 

mm增加到5.1
 

mm,增加了

1.8
 

mm。步长T=2增加到T=3时,预测误差增

加了1.9
 

mm,而且随着预测步长的增加,预测误差

逐渐增加,在T=4时,误差精度为10-3m,之后随

输入个数增加,预测误差逐渐增加,但仍保持在

10-2
 

m左右。因此,预测步长为4是预测误差变化

趋势的重要转折点,但为便于和LSTM 等其他神经

网络方法作仿真比较,这里取预测步长T=m=6。
为验证m=6,T=6时所提方法的鲁棒性,对

测试数据集依次添加1~100
 

dB信噪比的高斯白噪

声,输出的轨迹预测误差曲线如图4所示。

图4 MSTPM-GSKF方法在不同信噪比下的轨迹预测误差

由图4可 知,随 着 信 噪 比 的 增 加,MSTPM-
GSKF方法的轨迹预测误差逐渐降低,当取信噪比

为1
 

dB时,预测误差最大,为1
 

846
 

mm;信噪比为

20
 

dB时预测误差为284
 

mm,误差曲线开始变得平

缓,在信噪比为40
 

dB时预测误差为52
 

mm,误差曲

线进一步平缓;之后,信噪比在60~100
 

dB范围内,
预测误差曲线进入稳定状态,预测误差的值基本不

变,为16
 

mm左右,体现出本方法在由低到高的信

噪比变化下,具有较强的鲁棒性,而且收敛速度

较快。
为进一步验证所提方法的有效性,设m=6,T=

6下,将GSC、BP、LSTM和所提 MSTPM-GSKF在

X、Y、Z 单轴及整体预测RMSE进行比较,见表3,
BP和LSTM 网络的学习率η 取0.1,训练次数

取500。
表3 BP、LSTM、GSC和 MSTPM-GSKF在X、Y、Z 轴及整体

预测误差的比较 单位:m

方法 X 轴 Y 轴 Z 轴 三维

BP[20] 0.041
 

5 0.083
 

3 0.080
 

0 0.122
 

7

LSTM[21] 0.057
 

2 0.057
 

3 0.177
 

8 0.195
 

4

GSC[12] 0.030
 

6 0.021
 

3 0.038
 

6 0.053
 

6
MSTPM-GSKF 0.001

 

6 0.004
 

1 0.015
 

2 0.015
 

8

  表3可见,和其他3种方法相比,所提 MST-
PM-GSKF方法预测误差均为最小,在 X、Y、Z 轴
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的RMSE分别为1.6
 

mm、4.1
 

mm、15.2
 

mm,预测

精度最高为10-3
 

m,最低为10-2
 

m,而GSC方法的

预测精度最高和最低均为10-2
 

m,BP网络的预测

精度最高为10-2
 

m,最低为10-1
 

m,LSTM 网络的

预测精度最高为10-2
 

m,最低为10-1
 

m。通过上

述比较可知,所提方法在单轴和三维坐标系下的预

测精度均较高,显示出它的有效性。
分析原因,这是因为BP和LSTM神经网络中,

内部采用tanh和sigmoid激活函数,待调参数较

多,如神经元个数、学习率、批次等,而训练结果的准

确性直接受参数的影响,当某次训练时这些参数选

取不当而导致训练结果不佳时,只能试凑选取新的

参数进行下一次训练。这种试凑选择的主观性易导

致训练结果不稳定,甚至会难以收敛。
而GSC只需要计算稀疏向量的系数α 即可确

定最终输出结果,α 采用最小角回归算法估计求解,
一般给定初值后,通过简单的计算,即可获得稳定的

全局解,避免了BP 和LSTM 中由于初值选取和试

凑选择的主观性而易于陷入局部极值的情况,确保

了结果的准确性,因此预测误差较小。所提 MST-
PM-GSKF 方法在预测中,利用IKF 的修正过程

对GSC 的预测结果进行误差补偿,因此预测精度高

于GSC,在上述方法中预测性能最好。
结合本文第4节关于所提 MSTPM-GSKF 方

法的稳定和收敛性证明,作进一步的仿真验证,在输

入个数为6,预测步长为6时,获得 BP、LSTM、
GSC 和MSTPM-GSKF 的三维轨迹预测结果,受
输入个数选取所限,实际轨迹点取198个,见图5。

图5 BP、LSTM、GSC 和MSTPM-GSKF
在198个轨迹点下的三维轨迹预测误差

由图5可知不同方法在每个轨迹点的预测误差

均具有一定波动性,其中LSTM 的波动性最大,BP
次之,然后是GSC 方法,所提 MSTPM-GSKF 方

法的波动性最小,说明它具有较高稳定性。
此外,本文为进一步加强稳定性的验证,采用均

值和方差指标来评价上述方法的预测稳定性,各方

法的指标比较见表4。

表4 GSC、LSTM、GRU和 MSTPM-GSKF
方法轨迹预测误差的均值和方差比较

稳定性指标 GSC BP LSTM
MSTPM-
GSKF

均值/m 0.048
 

4 0.115
 

2 0.137
 

9 0.013
 

3
方差/m2 0.000

 

5 0.001
 

8 0.019
 

2 0.000
 

07

  由表4可知,所提 MSTPM-GSKF方法的均值

为0.013
 

3
 

m,方差为0.000
 

07
 

m2,远远低于其他3
种方法,具有较高的稳定性。

X-Y-Z 三维坐标系下,上述4种方法的预测轨

迹和实际轨迹的对比如图6所示。
由图6可知,在机动性较强的实际点(0.312

 

9,
0.987

 

7,2)处,BP法预测值为(0.338
 

2,1.096
 

7,
2.081

 

0),距该点距离为0.138
 

1
 

m;LSTM 法预测

值为(0.372
 

9,0.998
 

5,1.953
 

7),距 该 点 距 离 为

0.076
 

6;GSC预测为(0.366
 

1,0.978
 

7,1.987
 

8),
距该点距离为0.055

 

4。而本文所提方法 MSTPM-
GSKF的预测结果为(0.314

 

5,0.993
 

6,2.023
 

5),
距该点距离仅为0.024

 

3
 

m,在3种方法中预测误

差最小,对于具有较强机动性运动目标的适应能力

较好,故预测性能最好。

图6 BP、LSTM、GSC和 MSTPM-GSKF的

三维轨迹多步预测结果比较

6 结语

本文首先利用LAR算法一次直接求解稀疏编

码方法中的稀疏系数,并且结合卡尔曼滤波一次学

习多步预测过程,然后利用改进卡尔曼滤波来修正

预测结果,确保其精确性,形成了基于组稀疏卡尔曼

滤波的多步轨迹预测方法,最后通过与传统浅层、深
度学习神经网络和组稀疏编码方法的仿真比较,验
证了所提方法的有效性。

本方法不仅在建模时避免了人为因素对模型结

构的影响,而且在预测中,当待预测目标的运动特性

与所用训练数据的特性相差较大时,BP和LSTM
依然根据此训练模型进行预测,参数失配会导致较
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大的预测误差,而本方法利用改进卡尔曼滤波对组

稀疏编码的预测值进行了动态修正,有效减小了建

模误差产生的影响。因此对于机动目标的运动轨迹

具有较强的预测性能。
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