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摘要 SAR-BagNet模型是一种应用于合成孔径雷达(SAR)图像识别的可解释深度学习模型。为了使

SAR-BagNet模型在具有可解释性的同时具有较高的识别精度,以SAR-BagNet模型为基础,在模型框架中

加入了空间注意力和坐标注意力机制,并在 MSTAR实测数据集上进行了实验。实验结果表明,空间注意

力和坐标注意力机制增强了SAR-BagNet模型的全局信息获取能力,能够在不降低其可解释性的基础上,有
效提高模型的识别精度和决策合理性。
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Abstract The
 

SAR-BagNet
 

model
 

is
 

an
 

interpretable
 

deep
 

learning
 

model
 

used
 

for
 

Synthetic
 

Aperture
 

Ra-
dar

 

(SAR)
 

image
 

recognition.
 

In
 

order
 

to
 

maintain
 

the
 

interpretability
 

of
 

the
 

SAR-BagNet
 

model
 

while
 

al-
so

 

achieving
 

high
 

recognition
 

accuracy,
 

this
 

paper
 

uses
 

the
 

SAR-BagNet
 

model
 

as
 

a
 

foundation
 

and
 

incor-
porates

 

spatial
 

attention
 

and
 

coordinate
 

attention
 

mechanisms
 

into
 

the
 

model
 

framework.
 

Experimental
 

re-
sults

 

on
 

the
 

MSTAR
 

dataset
 

demonstrate
 

that
 

the
 

spatial
 

attention
 

and
 

coordinate
 

attention
 

mechanisms
 

enhance
 

the
 

SAR-BagNet
 

model's
 

ability
 

to
 

acquire
 

global
 

information.
 

This
 

enhancement
 

effectively
 

im-
proves

 

the
 

model's
 

recognition
 

accuracy
 

and
 

decision
 

rationality
 

without
 

compromising
 

its
 

interpretability.
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  合成孔径雷达(SAR)成像是一种通过雷达与

成像目标之间的相对位移产生等效合成天线阵列的

成像技术[1]。SAR成像技术受外界天气影响较小,
具有一定的地表穿透能力,在军事目标识别[2]、城市

规划[3]、环境监测[4]、自然灾害评估[5]等方面得到了

广泛应用,因此,对SAR图像的准确解译也越来越

重要。SAR图像解译通常包括图像分割、目标检测

和识别,其中SAR图像目标识别被认为是最具挑战

性的任务[6]。合成孔径雷达自动目标识别(SAR-
ATR)技术是近年来研究的广泛应用于SAR图像

识别的技术[7]。传统的SAR-ATR方法大多是基于

丰富的理论模型和专家知识设计的。这些方法具有



较强的可解释性,但人工设计特征需要较高的专业

领域知识,设计过程耗时费力且不能充分利用SAR
图像的特征[8]。传统的SAR-ATR算法包括基于散

射中 心 模 型(SCM)的 方 法[9]、基 于 主 成 分 分 析

(PCA)的方法[10]、稀疏表示方法[11]以及多特征融

合方法[12]。
近年来,随着人工智能技术的快速发展,基于深

度学习(DL)的SAR-ATR 逐渐成为该领域的主要方

法。在SAR图像目标识别中,CNN也取得了许多显

著的成就。文献[2]在 MSTAR 数据集上使用CNN
进行目标识别,获得了比支持向量机(SVM)更好的精

度。文献[13]提出了一种结合CNN和SVM的SAR
目标自动识别方法。文献[14]设计了一种用于地面

车辆SAR目标识别的大尺度批量归一化CNN
 

(LM-
BN-CNN),与传统CNN结构相比具有更好的收敛速

度和更高的识别精度。
上述基于CNN的模型虽然在SAR图像识别

中能够实现较高的识别性能和计算效率,但这些模

型通常被视为“黑盒子”,其固有的识别机制缺乏逻

辑分析和数学解释[15]。在这种情况下,识别结果不

像传统的SAR图像目标识别方法那样可靠且具有

说服力,这限制了CNN模型在实际中的应用,特别

是在军事领域和重大灾害预测等一些需要高可靠性

的特殊场景下。近年来,为了更好地解释CNN的

机制,人们提出了几种本身具有可解释性的CNN
模型框架。自解释神经网络[16]通过正则化分别获

得分类中至关重要的两个概念和每个概念的相关

性,然后将它们结合起来进行预测。基于案例的可

解释模型[17]学习代表类别的原型,并通过将给定图

像的特征与所学习原型的相似性进行比较来做出决

策。BagNet模型[18]将CNN的高性能和灵活性与

词袋模型(BoF)的可解释性结合起来,根据局部特

征出现的次数而不是图像特征的空间关系对图像进

行分类。然而,上述可解释模型都是基于光学图像,
在SAR图像的分类中并不能取得令人满意的结果。

基于以上分析,在之前的工作中,为了使基于

CNN的SAR图像分类模型具有更好的可解释性,
我们根据SAR图像的特点,提出了用于SAR图像

分类且具有可解释的SAR-BagNet模型[19]。但是

由于其感受野较小,导致了全局信息的丢失,因此在

识别精度上还达不到传统的卷积神经网络(如Res-
Net-18)的水平。

本文基于注意力机制对SAR-BagNet网络做出

改进,在不降低其可解释性的基础上通过注意力机

制来让模型获得全局信息。实验结果表明,增加注

意力机制的SAR-BagNet在识别精度和决策合理性

上优于原来的SAR-BagNet网络。

1 SAR-BagNet网络原理

SAR-BagNet使用全局平均池化层(GAP)和全

连接层作为线性分类器连接在最后一层卷积层之后

来生成特定类别的热图。GAP的作用是将最后一

层卷积层的特征图的每个通道都压缩成一个单像素

值Pk,然后连接到全连接层,得到最终的分类分数

Sc。此时,单像素值Pk 可以表示为:

Pk =∑
i
∑
j
xk

ij (1)

式中:xk
ij 表示最后一层卷积层的第k个通道特征层

在坐标(i,j)处的值。最后每一类的分类分数可以

表示为:

Sc =∑
k
ωk

cPk (2)

式中:ωk
c 为全连接层的权值,表示从第k 个通道特

征层所对应的单像素值Pk 在类别c的权重。然后,
将全连接层的权值与最后一个卷积层的特征图相乘

得到热图。类别c所对应的热图在坐标(i,j)处的

像素值 Hc
ij 可以表示为:

Hc
ij =∑

k
ωc

kxk
ij (3)

从式(3)可以看出,热图的分辨率与最后一层卷

积层的特征图的分辨率一致,想要获得一张清晰的

热图,这就需要增大特征图的尺寸。而特征图的大

小受到感受野和全局步长的影响。感受野和全局步

长是卷积神经网络中的基本概念。CNN的特征图

中每个单元值取决于卷积网络输入的一个区域,
 

这

个区域的大小就是CNN模型的感受野大小,如图1
所示。假设一个CNN有n 个卷积层,且卷积层之

间没有池化层,则最后一层卷积层的特征图中,每个

单元对应的输入图像上的感受野的计算公式为[20]:

Rn =Rn-1+(fn -1)∏
n-1

i=1
si

  (R0=1) (4)

式中:Rn 表示第n 层感受野的大小;fn 表示第n 个

卷积核的大小;si 代表第i个卷积层对应的步长。
全局步长表示卷积神经网络在输入图像上的等

效步长,见图1。卷积神经网络的全局步长Sg 等于

所有卷积层的步幅的乘积:

Sg =∏
n

i=1
si (5)

从式(3)可以看出,热图的分辨率与最后一个卷

积层的特征图的分辨率相同。第n 个卷积层的特

征图大小Qn 的计算公式为:
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Qn =
W -RFn +2P

Sg
+1 (6)

式中:W 表示输入图像的大小;P 表示卷积神经网

络对图像的填充数;符号
 

表示向下取整。

图1 SAR-BagNet原理示意图

在SAR-BagNet模型中,为了能够得到清晰的

热图,设置每一层卷积层的参数P=0,si=1,同时

控制感受野的大小。这样设置参数不仅保证了生成

的热图具有较高的分辨率,同时又能准确判断输入

SAR图像中每一小块区域对决策结果的影响,如图

1所示。在图1中,对于一个输入大小为6×6的

SAR图像,设置感受野为2×2,全局步长为1,则可

以得到大小为5×5的精细热图。图中白色、橙色和

粉色方块显示不同的激活强度,按顺序增加,热图中

的每一个像素值,都能在SAR图像中找到一块与之

对应的区域,如图1中的虚线方框所示。SAR-Bag-
Net在决策过程中,可以生成每个类别所对应的热

图,之后将每个热图的像素值相加来表示输入图像

与不同类别的匹配值(即分类分数Sc)
[19]。与事后

解释的方法不同,SAR-BagNet模型在决策之前就

已经生成了对应的热图,然后根据热图进行决策。
因此,SAR-BagNet属于事前可解释模型,且可视化

的热图是忠于决策结果的。
然而,虽然SAR-BagNet得到了精细的热图,增

强了模型的可解释性,但是由于感受野较小,损失了

输入图像的全局信息,导致了分类准确性的下降。
在文献[19]中,SAR-BagNet对于 MSTAR数据集

10类车辆目标的识别精度为98.25%,而传统的

CNN网络如 ResNet-18,其识别精度为99.05%。
这主要是由于ResNet-18具有较大的感受野,可以

有效提取输入图像的局部和全局信息,信息获取能

力强。由于在SAR-BagNet中,较大的感受野会导

致其可解释性变差,因为无法准确判定输入图像中

的某个区域对识别结果的影响大小。为了缓解

SAR-BagNet模型的识别精度和可解释性之间的矛

盾,本文引入了注意力机制,在不降低其可解释性的

基础上增加模型的全局信息获取能力。

2 模型结构和注意力机制

2.1 模型的总体框架

本文改进的模型结构总体框架如图2所示。

图2 本文的模型结构

  在图2中,浅蓝色模块为初始的SAR-BagNet
模型,CA(coordinate

 

attention)和SA(spatial
 

at-
tention)分别表示本文添加的坐标注意力模块和空

间注意力模块。模型的输入部分为2个卷积层,每
个卷积层后分别有1个归一化层(BN)和Relu激活

层。在每一个模块后面的数字为输出通道数。
在所有的卷积层中,为了控制感受野的大小,都

只使用了1×1和3×3的小卷积核,且步长都设置为

1。模型的线性分类器是由全局平均池化层(GAP)、
全连接层(FC)和Softmax层构成。对于一个SAR图

像大小为100×100的输入,由式(6)可知,最后一层

卷积层输出的特征图大小为256×82×82。GAP层

可将256×82×82的特征图降维为256×1×1维的

向量,然后将此向量与全连接层的256×10的权值矩

阵相乘得到分类向量,其中全连接层的偏置矩阵设置

为0,这样得到结果的过程只涉及乘法和加法运算。
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虽然softmax函数为非线性函数,但是分类结果已经

由GAP层和FC层决定,因此分类器是线性的。在

得到每一种类别对应热图的过程中,只需要将FC层

每种类别对应的权值与每个通道的特征图相乘,之后

将每个通道的特征图相加求和,即可得到每个类别对

应的热图,如式(3)所示。

SAR-BagNet模型的总体架构与ResNet-18相

似,都采用了18层的卷积层以及残差连接。残差连

接结构可以减缓深度学习模型训练过程中的退化问

题,有利于梯度的反向传播。此外,由于SAR图像

数据难获取,因此SAR图像分类数据集一般都是小

数据集,采用18层的卷积层的小型神经网络可以缓

解训练过程中的过拟合问题。

2.2 坐标注意力

侯齐斌等人在文献[21]中提出了坐标注意力模

块,坐标注意力通过精确的位置信息对通道关系和

空间位置关系进行编码,它不仅捕获跨通道信息,还
捕获方向感知和位置敏感信息,这有助于模型更准

确地定位和识别感兴趣的对象。具体操作可以分为

坐标信息嵌入和坐标注意力生成2个步骤。在坐标

信息嵌入的过程中,全局平均池化方法通常用于通

道注意编码空间信息的全局编码。然而,由于它将

全局空间信息压缩到一个单元中,导致难以保存位

置信息。因此,坐标注意力分别沿高度 H 和宽度

W 方向对特征图进行一维的池化操作。具体来说,
给定输入的C×H×W 的特征图X,首先使用尺寸

为(H,1)或(1,W)的平均池化核分别沿着水平坐标

x 和垂直坐标y 对每个通道进行编码。因此,高度

为h 的第c通道的输出可以表示为:
 

zh
c(h)=

1
W ∑0≤i<W

xc(h,i) (7)

同样,宽度为w 的第c通道的输出可以写成:

zw
c(w)=

1
H ∑0≤j<H

xc(j,w) (8)

式(7)和式(8)分别沿2个空间方向聚合特征,
得到1对方向感知的特征图,这2种变换可以使坐

标注意力模块捕捉到沿着一个空间方向的长期依赖

关系,并保存沿着另一个空间方向的精确位置信息,
这有助于模型捕捉到感兴趣的区域。

在坐标注意力生成的过程中,首先对式(7)和式

(8)的结果进行连接(Concat)操作,得到C×1×(H
+W)维的特征图,然后经过卷积核大小为1×1,通
道数为C/r的卷积层压缩通道,之后进行归一化操

作(BN)和非线性激活(Non-Linner)。连接2个特

征图的目的是为了进行统一的归一化操作,r 为缩

减因子。可以表示为:

f=δ(F1([zh,zw])) (9)
式中:[]表示连接操作;δ表示归一化和非线性激活

函数;F1 为1×1的卷积层;f∈RC/r×(H+W)。

将f 分 为 2 个 独 立 的 特 征 f
 

h∈RC/r×H 和

f
 

w
 

∈RC/r×W。使用另外2个卷积层和Sigmoid函

数进行特征转化,使其维度与输入一致:

gh=σ(Fh(fh)),gw=σ(Fw(fw)) (10)
式中:Fh 和Fw 表示2个不同的1×1卷积层,其中

卷积层的输出通道数为C,σ表示Sigmoid激活层。
最后,坐标注意力模块的输出可以写成:

yc(i,j)=xc(i,j)×gh
c(i)×gw

c(j) (11)
这样通过坐标注意力模块对特征图的处理,特

征图的每个权重都包含了通道间信息、横向空间信

息和纵向空间信息,能够帮助SAR-BagNet网络更

准确地定位目标信息,增强模型的全局信息提取能

力。坐标注意力模块的详细结构如图3所示。

ResBlk

C×H×W

Re-weight

C×H×W

X Avg Pool Y Avg Pool

C×H×1 C×1×W

Concat

C×1×�W+H�

Con2d+BN+Non-Linner

C/r×1×�W+H�

Split

C/r×H×1 C/r×1×W

Conv2d Conv2d
C×H×1 C×1×W

Sigmoid Sigmoid

C×H×W

图3 坐标注意力模块

2.3 空间注意力

在卷积神经网络中,输入图像的各个区域对识

别结果的贡献并不一样,与任务相关的区域才需要

关心。空间注意力模块就是寻找输入图像中重要的

部位进行处理。空间注意力实现起来较为简单,首
先对C×H×W 维的特征图在通道维进行平均池

化和最大池化,并将两部分的特征图进行拼接,得到

2×H×W 的特征图,然后将特征图经过一个卷积

层和Sigmoid激活层得到 H×W 维的空间注意力。
将初始的特征图与空间注意力相乘,即可让网络关

注重要特征并抑制不必要的特征。空间注意力的生

成过程可以表示为[22]:
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S=σ(F7(Avgpool(X);Maxpool(X)))(12)
式中:Avgpool和 Maxpool分别为全局平均池化和

最大池化;S 为生成的空间注意力;F7 为7×7的卷

积层,其输出通道数为1,具体流程如图4所示。

图4 空间注意力模块结构

3 实验

3.1 实验数据集与参数设置

本文采用的数据集为SAR图像目标识别领域

常用的 MSTAR数据集,由美国国防高级研究计划

署(DARPA)所公布的实测SAR地面静止军事车

辆目标数据。采集该数据集的传感器为高分辨率的

聚束式SAR,该雷达的分辨率为0.3
 

m×0.3
 

m,工
作波段为X波段,采用HH极化方式。

由于SAR图像为灰度图,本文将SAR图像转

换为伪RGB图像(将单通道灰度图复制为三通道图

像),并在预处理阶段对图像进行了标准化。为了增

强图像的多样性,防止过拟合,还加入了随机亮度调

节处理。训练集和测试集的划分如表1所示。
在训练过程中,网络优化器为Adam,初始学习

率LR
 =

 

1
 

×
 

10-3,迭代次数Epoch=200,批处理

大小Batchsize=64。本文所有的实验操作均在基

于Python版本为3.7的Pytorch平台上实施。
表1 训练集和测试集的SAR图像划分

类别
训练集 测试集

角度/(°) 数量 角度/(°) 数量

2S1 17 299 15 274
BMP2 17 233 15 195
BRDM2 17 298 15 274
BTR60 17 256 15 195
BTR70 17 233 15 196
D7 17 299 15 274
T62 17 299 15 273
T72 17 232 15 196
ZIL131 17 299 15 274
ZSU23/4 17 299 15 274

3.2 识别精度对比

本文对比添加的模块和初始的SAR-BagNet在

测试集上的识别精度,在训练过程中的对于SAR图

像的预处理都保持一致,对比结果如表2所示。
实验中,加入了初始的 SAR-BagNet模型对

MSTAR测试集的识别精度只有98.25%,这低于

传统的ResNet-18的识别精度。在加入坐标注意力

CA之后,识别精度达到了98.80%,主要是因为坐

标注意力能够使模型捕获通道和位置信息,增强模

型的信息提取能力。而在加入空间注意力之后,

SAR-BAgNet模型的识别精度也有所提升,达到了

98.64%,说明空间注意力模块能够使得模型更关注

SAR图像中对分类结果有重要影响的区域,而忽略

与目标分类无关的区域,这样有利于模型对分类信

息的正确提取,减少无关信息和错误信息对模型的

影响。
而当SAR-BagNet模型同时加入坐标注意力和

空间注意力之后,模型的识别精度有了进一步的提

高,达到了99.18%,超过了传统的卷积神经网络

ResNet-18的识别精度,说明这2个模块可以使模

型有效提取到全局信息,并利用其关注输入SAR图

像中对识别区域有重要影响的区域。
与ResNet-18网 络 精 度 对 比 的 原 因 主 要 是

ResNet-18网络结构与SAR-BagNet类似,都有18
层的卷积层且采用残差结构。然而,ResNet-18虽

然有较高的识别精度,但是缺乏可解释性。
表2 不同模型的识别精度

模型 识别精度/%

ResNet-18 99.05

SAR-BagNet 98.25

SAR-BagNet
 

+
 

CA 98.80

SAR-BagNet
 

+
 

SA 98.64
 

SAR-BagNet+
 

CA+
 

SA 99.18

3.3 可解释性对比分析

为了说明注意力模块有助于模型关注到SAR
图像中的目标区域,增加模型的全局信息获取能力,
本节对比了本文改进的模型与初始SAR-BagNet模

型生成的热图,见图5。此外,还加入了ResNet-18
网络运用类激活映射(CAM)的方法生成的热图,因
为CAM 的方法与文中方法类似,都是使用特征图

与类别的权值相乘得到热图。但是CAM生成的热

图无法准确反映SAR图像中的重要区域。
在图5中,SAR-BagNet模型分别添加了不同

的模块生成了不同的热图,图的下方表示增加的模
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块。热图中红色区域表示对识别结果有积极影响的

区域,而蓝色区域表示对识别结果有消极影响的区

域,颜色越深,表示影响越大。从图5中可以看出,

CAM生成的热图仅仅能够反映SAR图像中较为

重要的大致区域,无法精确区分SAR图像中的具体

细节。在SAR-BagNet生成的热图中,可以精准判

断出SAR目标的哪些部位对识别结果有重要影响。
在第1幅图对应的热图中,可以看到SAR中车辆目

标的边缘区域显示为深红色,表明目标的边缘特征

作为了模型的分类特征。在第3幅图中,SAR图像

中车辆目标中的阴影边缘为深红色,表明模型把阴

影边缘作为识别特征对图像进行分类。
在增加了SA和CA后,可以明显看到:在第1

幅图中,相比于初始的模型,热图中的红色区域几乎

覆盖了整个车辆目标,表明模型将整体的车辆信息

作为分类特征而不仅仅只是车辆的边缘信息。在第

3幅图中,红色区域为整体的阴影区域而不仅仅是

阴影边缘。这表明在增加了CA和SA模块之后,
模型利用了更多的全局信息而不仅仅是局部信息进

行分类,这也解释了模型的识别精度提高的原因。

图5 不同模型生成的热图比较

4 结语

本文在SAR-BagNet这一事前可解释性模型的

框架上加入了坐标注意力和空间注意力模块,提高

了模型的识别精度以及全局信息的获取能力,但是

由于两种模块的加入,模型的参数数量会增多。消

融实验结果表明,同时利用坐标注意力和空间注意

力这两种模块对于模型识别精度和决策合理性的提

升比仅利用单一模块的效果更好。在计算机视觉领

域,虽然现在很多的深度学习模型利用注意力机制

去提高模型的识别和检测精度,但是在事前可解释

性模型以及可解释性领域的应用还比较少。
可解释性作为深度学习领域一项重要的研究课

题,目前仍然处于探索阶段,需要进一步开展相关研

究。本文只是在SAR-BagNet这一具有事前可解释

性结构的模型中讨论了注意力机制对于模型的影响,
因此得出的结论还比较局限。在下一步的工作中,将
扩展研究对象,得出更加具有代表性的结论。
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