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基于多注意力机制的端到端滚动轴承故障诊断方法
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摘要 针对传统滚动轴承故障诊断中复杂的特征提取问题,利用深层残差网络能够增强诊断模型非线性表

征能力的特点,通过引入通道注意力与空间注意力机制,提出一种基于多注意力机制端到端的滚动轴承智能

故障诊断方法。首先,通过原始振动加速度信号经过积分运算得到速度和位移;然后,将3者组合成具有特

征增强的图像,输入至结合了多注意力机制的深层残差网络实现特征提取;最后,利用多分类函数完成滚动

轴承故障分类。在本地实验室轴承数据集上进行了验证,结果表明,所提方法的诊断准确率达到了

97.50%。验证了基于多注意力机制端到端的滚动轴承智能故障诊断方法的可行性和有效性,可为滚动轴承

的精确故障诊断提供支持。
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Abstract To
 

address
 

the
 

complex
 

feature
 

extraction
 

problem
 

in
 

traditional
 

rolling
 

bearing
 

fault
 

diagnosis,
 

an
 

end-to-end
 

rolling
 

bearing
 

intelligent
 

fault
 

diagnosis
 

method
 

based
 

on
 

a
 

multi-attention
 

mechanism
 

is
 

proposed
 

by
 

introducing
 

channel
 

attention
 

and
 

spatial
 

attention
 

mechanism
 

using
 

the
 

feature
 

that
 

deep
 

re-
sidual

 

network
 

can
 

enhance
 

the
 

nonlinear
 

characterization
 

ability
 

of
 

the
 

diagnosis
 

model.
 

Firstly,
 

the
 

vibra-
tion

 

velocity
 

and
 

displacement
 

signals
 

are
 

obtained
 

by
 

integrating
 

the
 

original
 

vibration
 

acceleration
 

signal.
 

Secondly,
 

the
 

three
 

types
 

of
 

signals
 

are
 

combined
 

into
 

an
 

image
 

with
 

feature
 

enhancement
 

and
 

input
 

to
 

a
 

deep
 

residual
 

network
 

combined
 

with
 

a
 

multi-attention
 

mechanism
 

for
 

feature
 

extraction.
 

Finally,
 

a
 

multi-
classification

 

function
 

is
 

used
 

to
 

complete
 

the
 

rolling
 

bearing
 

fault
 

classification.
 

The
 

validation
 

was
 

carried
 

out
 

on
 

a
 

local
 

laboratory-bearing
 

dataset,
 

and
 

the
 

results
 

showed
 

that
 

the
 

diagnostic
 

accuracy
 

of
 

the
 

pro-
posed

 

method
 

reached
 

97.50%.
 

The
 

feasibility
 

and
 

effectiveness
 

of
 

the
 

end-to-end
 

rolling
 

bearing
 

intelli-
gent

 

fault
 

diagnosis
 

method
 

based
 

on
 

a
 

multi-attention
 

mechanism
 

are
 

verified,
 

which
 

can
 

support
 

the
 

ac-
curate

 

fault
 

diagnosis
 

of
 

rolling
 

bearings.
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  轴承作为旋转机械中的关键零部件,为评价其运

行状况,往往利用具有分析处理简单、直观等优点的

振动信号作为信息载体,对其进行状态监控和健康管

理[1]。同时,近年来在故障诊断领域,深度学习技术

以其强大的特征提取能力和优异的分类性能受到越

来越多研究者的关注[2-3]。结合了轴承振动信号和深

度学习技术的端到端的轴承故障诊断得到了不断发

展,出现了大量的智能故障诊断方法,其中,端到端模

式是指建立输入与输出的直接关系。文献[4]提出了

一种基于深层卷积神经网络的健康类型识别数据融

合方法。文献[5]提出了一种基于融合单元的卷积结

构,用于提取不同传感器的多尺度特征。可见,深度

学习相比传统算法具有特征提取简单,诊断识别准确

率高的优点,在故障诊断领域有巨大潜力。

将深度学习与注意力机制(attention
 

mecha-

nism)[6]相结合应用于故障诊断领域也越来越受到

关注。注意力机制从本质上讲和人类的选择性视觉

注意力机制类似,基本思想就是帮助神经网络学习

权重分布,核心目标是从众多信息中选择出对当前

任务目标更关键的信息。文献[7]提出了一种基于

注意力机制的旋转机械故障诊断方法。文献[8]提
出了基于时频融合和注意力机制的深度学习行星齿

轮箱故障诊断方法,首先,采用小波包分解将原始振

动信号分解到频域和时域2个维度作为输入数据,

接着采用注意力结构对不同时间点的特征自适应地

进行动态加权融合,最后通过分类器进行识别,实现

行星齿轮箱的故障诊断。

本文对上述工作进行了扩展,为了克服传统故

障诊断方法中对专家经验知识的依赖,减少使用复

杂的信号处理算法,进一步提高诊断准确率,提出了

一种基于多注意力机制的端到端滚动轴承故障诊断

方法。为了说明所提方法的有效性,在本地实验室

轴承数据集上进行了验证和分析。

1 理论背景

1.1 深层残差网络

文献[9]提出了深层残差网络(deep
 

residual
 

network,
 

ResNet),作为对卷积神经网络的一种改

进,其通过引入残差块构建深层网络,解决了深层神

经网络模型在训练过程中容易出现的过拟合、梯度

消失或者梯度爆炸问题。深层残差网络是由一系列

残差块组成的。对于一个残差块,当输入为x 时,

其学习到的特征记为H(x),则该结构的残差为

F x  =H x  -x (1)

式中:F(x)为残差块的残差。当残差为零时,此时

残差块仅做恒等映射,深层网络性能不会下降;当残

差不为零时,会使得在输入特征基础上学习到新的

特征,从而使深层网络拥有更好的性能。

设xl、xl+1 分别为第l 层残差块的输入和输

出,F xl,Wl  为残差函数,Wl 为学习到的残差,则

一个残差块可以表示为:

yl=hxl,Wl  
 

(2)

xl+1=f yl  (3)

式中:f ·  为激活函数,常使用Relu激活函数[10]。

基于式(2)和式(3),得到从浅层l到深层L 的

学习特征为:

xL =xl +∑
L-1

i=1F xi,Wi  
 

(4)

式中:xL 为第L 层残差块的输出;Wi 为需要学习的

权重向量。

1.2 通道与空间多注意力机制

使用注意力机制可以有选择地进行特征表征,能

够有效克服深层神经网络易受非敏感特征影响的问

题,从而更充分地利用特征及特征间的信息。在特征

提取阶段,注意力机制提升了卷积神经网络模型的特

征表达能力,在不显著增加计算量和参数量的前提

下,进一步提升了深层神经网络的分类性能[11]。

其中,卷积块注意力机制(convolutional
 

block
 

attention
 

module,
 

CBAM)[12]就是分别在通道维度

和空间维度上使用注意力机制,强调了空间和通道

这2个维度上有意义的特征,关注了重要特征并抑

制不必要的特征。同时,通道注意力机制和空间注

意力机制相互独立,保证了其可以作为独立的模块

用于已有的卷积神经网络的架构中去,如图1所示,

结合了CBAM的卷积神经网络结构。

图1 结合CBAM的卷积神经网络结构

CBAM的处理过程主要有以下2个运算:

F'=MC F  􀱋F (5)

F″=MS F'  􀱋F'
 

(6)

式中:F∈ℝC×H×B 为输入的特征,C×H×B 为各
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通道的维度;Mc∈ℝC×1×1 为通道维度上的注意力

权重;Ms∈ℝ1×H×B 为空间维度上的注意力权重,

符号􀱋为逐元素乘法[13]。

2 CBAM-ResNet滚动轴承故障诊断

模型

  本文将深层神经网络与注意力机制相结合,针

对滚动轴承故障诊断问题提出了一种基于CBAM-
ResNet模型的端到端故障诊断方法。首先,利用振

动加速度信号经过积分运算能够得到相应速度和位

移的特点,将加速度、速度和位移信号3者合并后组

成具有特征增强的图像。然后,在深层残差网络中

引入了通道注意力与空间注意力机制,实现振动信

号的特征提取。最后,利用多分类函数完成滚动轴

承故障诊断。诊断流程如图2所示。包括原始振动

信号的采集、振动信号转换为图像以及CBAM-Res-
Net诊断模型的训练和诊断结果分析。

图2 基于CBAM-ResNet的滚动轴承故障诊断流程图

2.1 信号转换为图像

在处理大量数据的过程中,不同特征的数据需要

不同的方法才能准确地显示其特征[14]。为实现滚动

轴承的故障诊断,很多学者结合振动信号和深度学习

技术,提出了使用时频图、直方图等方法将振动信号

转换成图像进行分类,但是,生成训练样本需要花费

大量的时间,并且很大程度上依赖于专家经验知识。

本节提出了一种将振动信号转换为图像的方法,利用

了振动加速度信号经过积分运算能够得到相应速度

和位移的特点,将依时间顺序截取的加速度信号以及

相应速度和位移信号3者合并后组成具有特征增强

的图像。该方法的优点是无需预先设定参数或专家

经验,即可快速从原始数据中获得具有特征增强的图

像。振动信号转换为图像的方法,如图3所示。

图3 样本分割并结合加速度、速度和位移信号组成图像

具体实施方法是,从振动信号数据的第1个点

开始,截取第n 个点作为第1个信号样本,然后下一

个信号样本从第(n-m)个点开始,截取第(2n-m)
个点作为第2个信号样本,依次类推实现信号的分

段重叠截取,总共截得N 个信号样本。依据滚动轴

承的外圈故障、内圈故障、滚动体故障以及正常情况

4种健康类别,按照重叠信号50%的标准,截取振动

信 号 样 本,得 到 振 动 加 速 度 信 号 数 据 集

Ai i=1,2,…,M×M×L  。其中,L 代表样本总

数,M×M 代表图像像素。通过积分得到速度信号

数据集 Vi i=1,2,…,M×M×L  ,位移信号数据

集 Di i=1,2,…,M×M×L  。接着,将得到的3
个数据集分别代入式(7)进行处理,使得数据范围变

换到[0,255]之间。

P m,m  =round
xi-xmin

xmax-xmin
×255  

 

(7)

式中:P m,m  为图像的像素点;函数round ·  是

四舍五入函数;xi 为数据集第i个样本;xmin 为数据

集中样本最小值;xmax 为数据集中样本最大值。
在生成的RGB图像中,红色通道像素值由加速

度信号数据集填充,绿色通道像素值由速度信号数

据集填充,蓝色通道像素值由位移信号数据集填充。

2.2 CBAM-ResNet故障诊断模型

本文所提的CBAM-ResNet故障诊断模型使用

了改进的深层神经网络[15],通过引入CBAM 注意

力模块提高模型的特征提取能力,如图4所示。为

了便于使用ResNet的预训练参数[16],保持ResNet
结构不变,所提模型在第1层卷积层和最后一层残

差块中各添加1个CBAM注意力模块。同时,将模

型输出层的输出个数设为4,以匹配滚动轴承的外

圈故障、内圈故障、滚动体故障以及正常情况4种健

康类型。
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模型的训练和测试均在同一台工作站上进行,
即 Windows10环境下 GeForce

 

RTX
 

2080Ti显卡

(11GB显存),采用在TensorFlow深度学习框架下

使用Python3.6编程实现[17]。在训练过程中,将迭

代次数设置为120,批次大小设置为32,采用Adam
优化算法进行网络参数更新,初始学习率设置为

0.001,并在训练过程中动态改变学习率。

图4 CBAM-ResNet模型结构

3 实验分析

为了验证所提方法的有效性,在本地实验室轴

承数据集上进行了验证和分析。本节将详细介绍实

验分析过程。

3.1 数据采集和预处理

使用SpectraQuest公司的机械故障综合模拟

实验台进行滚动轴承故障诊断实验,如图5所示。
该实验台主要由滚动轴承、可拆卸轴承座、电动机以

及调速装置等部分组成。实验是在该实验台所配套

的ER-16K滚动轴承上进行的,分别在内圈、外圈和

滚动体上利用电火花预制了点蚀故障,实验中使用

安装在轴承座上方的压电式加速度传感器来拾取滚

动轴承的振动信号,采样频率为12
 

kHz,经过放大、
滤波后,通过数据采集系统进行信号采集。

图5 机械故障综合模拟实验台

本文所提方法对电机侧滚动轴承的正常状态,
内圈故障、外圈故障和滚动体故障共4种健康类型

进行了分类,在获得足够多的数据后,利用振动加速

度信号经过积分运算得到相应速度和位移信号,每
种健康类型的振动信号时域图,如图6所示。由图

可以看出,每种健康类型的3类信号的幅值均有所

差别。

图6 滚动轴承4种健康类型的振动加速度信号、速度信号和位移信号的时域图
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  接着,使用信号到图像的转换方法,将4种健康

类型的振动信号转换为RGB图像,结果如图7所

示。其中,每种健康类型各有600张像素大小32×
32的RGB图像,共包含2

 

400张。随机选择样本中

95%的数据为训练数据,余下5%的样本数据为测

试样本,即2
 

280张用于训练,120张用于测试。

图7 数据转换为图像

从转换后的图像中可以看出,滚动轴承不同健

康类型的RGB图像有所区别。其中,外圈故障的图

像色素点最密集,相比之下,内圈故障的图像色素点

有所减少,滚动体故障的图像色素点最稀疏,正常类

型的图像有明显的条纹特征。

3.2 诊断结果分析

经过信号到图像的转换后,将数据集送入上文

的CBAM-ResNet模型进行训练,然后使用训练好

的模型对测试数据集进行分类。模型在训练集中的

准确率和损失函数值与迭代次数关系如图8所示。

图8 CBAM-ResNet模型在训练集中的准确率

和损失函数值与迭代次数关系

可以看出,模型在训练过程中,随着迭代次数的

增加,训练集分类准确率逐渐升高并在迭代后期趋

于平稳,说明模型拟合效果良好,同时,损失函数值

平滑的下降并趋于稳定,说明损失函数未陷入局部

最优。然后,将测试集数据输入到训练完成的诊断

模型中,通过10次随机实验,结果取平均值,得到测

试集的分类准确率为97.50%。为了进一步了解每

个健康类型的详细分类情况,绘制了诊断结果的混

淆矩阵,如图9所示。可以看出,在测试集中,滚动

体故障有3个分类有误,其余的3种健康类型全部

分类正确。

图9 混淆矩阵示意图

下面,通过本地实验室滚动轴承数据集进一步

说明,将加速度、速度和位移信号3者合并后组成具

有特征增强图像,在滚动轴承故障诊断中的有效性

和优越性。
分别将加速度信号、速度信号、位移信号单独组

成图像,加速度信号与速度信号组成图像、加速度信

号与位移信号组成图像以及速度与位移信号组成图

像共6种情况与所提方法中信号转化为图像(见表

1中的编号7)进行对比分析,将获得的图像数据集

分别送入CBAM-ResNet滚动轴承故障诊断模型进

行训练和诊断,滚动轴承故障诊断精度如表1所示。
表1 不同信号组成图像数据集下滚动轴承故障诊断精度

编号
不同信号组成

图像数据集

CBAM-ResNet
滚动轴承故障诊断

模型诊断精度/%

1  加速度信号 93.12
2  速度信号 55.56
3  位移信号 56.61
4  加速度信号和速度信号 94.70
5  加速度信号和位移信号 94.18
6  速度和位移信号 64.55

7
 加速度信号、速度信号

 以及位移信号
97.50

  由表1可以看出,单独应用加速度信号所组成

的图像进行故障诊断的诊断精度明显高于单独应用

速度信号和位移信号所组成的图像进行故障诊断的

诊断精度;加速度信号分别与速度信号和位移信号

相结合组成的图像进行故障诊断的诊断精度分别可

以达到94.70%和94.18%,但是,均低于本文所提

方法的诊断精度。

3.3 与其他算法的对比实验

为进一步说明CBAM-ResNet模型的优越性,
本文选取了支持向量机(SVM)[18-19]、反向传播神经

网络(BPNN)[20]以及卷积神经网络(CNN)[21-22]3种
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常见的数据驱动故障诊断模型与其进行对比分析。
其中,SVM模型使用了滚动轴承振动信号的标

准差、峭度、平均值、均方根、波形因子、峰值因子、裕
度因子和峭度因子8种特征参数。BPNN也采用上

述的时域特征参数作为输入,含2个隐含层,每层含

50个神经元。CNN模型使用实验得到的图像数据

集做为输入。随机选择数据集中95%的数据为训

练数据,余下5%的数据为测试样本,几种分类模型

均通过10次随机实验,结果取平均值。故障诊断结

果如表2所示。
表2 不同模型对比实验结果

分类器 识别准确率/%
未正确识别样本

累积总数

BPNN 81.67 22
SVM 91.67 10
CNN 94.17 7
CBAM-ResNet 97.50 3

  由表可以看出,BP神经网络利用特征样本进行

训练后,识别率为81.67%,未正确识别样本累积总

数为22个,使用SVM 轴承故障诊断方法,经过不

断的尝试,凭经验选取较合适的参数后识别率能够

达到91.67%,使用CNN 模型分类结果可以达到

94.17%,但是仍然低于本文所提的CBAM-ResNet
模型分类结果。CBAM-ResNet诊断模型得到的分

类准确率比BP神经网络提高了15.83%,给滚动轴

承的故障诊断精度带来了明显的提升,也说明了

CBAM-ResNet诊断模型能够更加准确地捕捉到数

据集的隐含特征。同时,诊断过程中省去了繁琐的

人工特征提取过程,在降低滚动轴承故障诊断漏判

率的同时,实现了端到端的故障诊断。

4 结论

本文利用了深层残差网络能够增强故障诊断模

型的非线性表征能力的特点,并在此基础上引入通

道和空间多注意力机制,提出了一种基于多注意力

机制的端到端的滚动轴承故障诊断方法,结果表明:

1)利用滚动轴承振动加速度信号经过积分运算

能够得到相应速度和位移的特点,将加速度、速度和

位移信号3者合并后组成具有特征增强的图像,能
够用于滚动轴承的故障诊断;

2)建立的CBAM-ResNet诊断模型,省去了繁

琐的人工特征提取过程,实现了端到端的故障诊断,
其在本地实验室轴承数据集上的诊断准确率达到了

97.50%,说明了所提方法的有效性;

3)与现有的数据驱动故障诊断方法相比,所提

方法在滚动轴承故障诊断中表现出了更高的诊断准

确率。
在这项工作中,滚动轴承故障数据集是在实验

室环境下收集的,所提方法在工业背景噪声下的表

现需要进一步的验证。此外,工作中主要对球轴承

进行了验证,而圆柱滚子轴承和圆锥滚子轴承等等

也是常见的滚动轴承,目前尚不清楚所提的方法是

否适用于这些组件。上述2个问题需要在今后的工

作中进一步研究。
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