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基于改进犚犲犪犾犃犱犪犅狅狅狊狋算法的软件可靠性预测

杜瑞超，华继学，翟夕阳，李志鹏
（空军工程大学防空反导学院，西安，７１００５１）

摘要　针对基于单一神经网络的软件可靠性模型预测精度低和可信性差的问题，提出一种基于加权信息熵

（ＷＩＥ）的ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法。首先，用ＢＰ神经网络个体代替ＲｅａｌＡｄａＢｏｏｓｔ算法的基分类器，构建

ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法。然后，对ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的加权方式进行改进，以基分类器对训练样本的

整体分类权值与基分类器对测试样本的个体分类权值的乘积作为最终的加权系数，得到 ＷＩＥＲｅａｌＢＰＡｄａ

Ｂｏｏｓｔ算法。最后，通过２组软件实际失效数据对 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的有效性进行验证，并与

ＳＶＭ、ＢＰ网络、Ｅｌｍａｎ网络和ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法进行比较研究。实验结果显示，ＷＩＥＲｅａｌＢＰＡｄａ

Ｂｏｏｓｔ算法对２组数据预测的均方误差分别为０．４４２８７和０．２８４７１，均低于４个对比模型的均方误差，说明

了 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法模型具有更高的预测精度和可信性。
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　　软件可靠性是软件质量的重要属性之一，对软 件失效数据进行分析，建立软件可靠性模型，从而对



软件可靠性进行预测，是研究人员进行软件可靠性

研究的一般思路。一个优秀的软件可靠性模型对软

件工程来说具有重要意义，通过软件可靠性模型进

行可靠性预测，从而推断软件失效行为，量化软件可

靠性行为和状态，有助于软件开发者开发出高质量

的软件。

近年来，以预测软件可靠性为目标，研究人员建

立的软件可靠性模型数以千计［１５］。其中，基于神经

网络的软件可靠性模型逐渐成为研究热点［６１０］。研

究表明，神经网络具有很强的非线性运算能力，且可

以根据失效过程的动态变化进行调整，适用于对非

线性的软件失效数据进行预测。然而，目前单一神

经网络对软件可靠性预测存在预测精度低和可信性

差的问题，因此，本文考虑使用基于多神经网络集成

的软件可靠性模型，在ＲｅａｌＡｄａＢｏｏｓｔ算法的基础

上，利用ＢＰ神经网络个体对ＲｅａｌＡｄａＢｏｏｓｔ算法中

的基分类器进行替换，通过引入信息熵的概念，改变

各神经网络个体的加权方式，对其分配相应的权重，

并对权重进行动态调整，最后加权输出预测结果，构

建 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法。

本文使用ＮＴＤＳ数据集
［１１］和ＬＣＣＳ数据集

［１２］

对 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的有效性进行验

证。实验结果表明，ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法模

型的预测效果较ＳＶＭ、ＢＰ网络、Ｅｌｍａｎ网络、Ｒｅａｌ

ＢＰＡｄａｂｏｏｓｔ算法的预测效果更优。

１　神经网络集成

１９９０年，神经网络集成（ＮｅｕｒａｌＮｅｔｗｏｒｋＥｎ

ｓｅｍｂｌｅｓ，ＮＮＥ）被 Ｈａｓｅｎ和Ｓａｌａｍｏｎ正式提出
［１３］。

１９９６年，Ｓｏｌｌｉｃｈ和 Ｋｒｏｕｇｈ提出了相类似的 ＮＮＥ

的定义［１４］。由于其使用简单且效果明显，ＮＮＥ一

经提出便大受欢迎，被国际权威ＴＧＤｉｅｔｅｅｒｉｃｈ称为

当前机器学习四大方向之首［１５］。当前，ＮＮＥ广泛

应用于图像分类［１６］，汇率预测［１７］，医疗诊断［１８］等领

域。ＮＮＥ的实现可以分为以下２步：①使用多个神

经网络个体对同一训练样本进行学习，得到多个神

经网络个体；②将多个神经网络个体对对同一问题

的预测结果进行集成。

生成神经网络个体的方法主要有３种：变换数

据、改变网络特性和神经网络个体优选。结合本文

提出的算法，着重介绍变换训练数据的 ＡｄａＢｏｏｓｔ

算法［１９］。ＡｄａＢｏｏｓｔ算法的具体步骤如下：

１）给定训练集犃＝｛（犪１，犫１），…，（犪狀，犫狀）｝，根据

训练集来确定神经网络结构和最大迭代次数犕；

２）迭代犿＝１，权重分布ω犿（犻）＝１／狀，平均损失

函数珡犃犿＝０；

３）当平均损失函数珡犃犿≤０．５或犿≤犕 时，进行

迭代。根据权重ω犿（犻）从训练样本中抽取样本来训

练多个弱预测器犺犿（犪）（犻＝１，２，…，犕），计算训练

样本的损失函数犾犿（犻）＝｜犺′犿（犪）－犫犿｜，犺′犿（犪）为网

络个体预测值，犫犿 为期望值；计算每个样本的损失

函数犔犿（犻）＝
犾２犿（犻）

犔２犻
，其中，犔犻＝ ｍａｘ

犻＝１，２，…，狀

（犾犿（犻））。计

算平均损失珚犔犿＝∑
狀

犻＝１
犔犿（犻）ω犿（犻），计算α犿＝珚犔犿／（１－

珚犔犿）。

４）权值更新。根据α犿 调整下一轮训练样本的

权值，公式为：

ω犿＋１（犻）＝
ω犿（犻）α犿
犡犿

，（犿＝１，２，…，狀） （１）

式中：犡犿 为标准化因子。

５）经过 犕 轮迭代训练后，得到 犕 个弱预测函

数犺犿（犪），此时组成一个强预测函数：

犺ｆｉｎａｌ（犪）＝ｉｎｆ［犫∈犅：∑
犿：犫

犿≤犫

ｌｏｇ（１／α犿）≥ｌｏｇ（１／α犿）（２）

２　ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法

２１　犚犲犪犾犃犱犪犅狅狅狊狋算法

由于ＡｄａＢｏｏｓｔ算法只能输出分类类别而不能

输出分类概率，因此Ｓｃｈａｐｉｒｅ等人于１９９９年提出

一种改进的 ＡｄａＢｏｏｓｔ算法，并命名为 ＲｅａｌＡｄａ

Ｂｏｏｓｔ
［２０］。由于划分区间所形成的基分类器具有输

出概率的能力，因而ＲｅａｌＡｄａＢｏｏｓｔ算法具有连续

置信度输出的能力。与ＡｄａＢｏｏｓｔ算法的不同之处

也正是基分类器是否概率输出以及测试时基分类器

的加权方式。ＲｅａｌＡｄａＢｏｏｓｔ算法具有连续置信度

输出，能够更好地刻画分类边界，它的一些改进算法

被提出并被应用于图像识别问题［２１］。

现有的关于ＲｅａｌＡｄａＢｏｏｓｔ算法的研究成果多

为理论研究和用于图像识别问题的研究，应用于软

件可靠性预测的成果很少见到，所以本文对 Ｒｅａｌ

ＡｄａＢｏｏｓｔ算法的适用范围以及解决软件可靠性预

测问题的有效性进行了研究。

ＲｅａｌＡｄａＢｏｏｓｔ算法假设训练样本集为 犃＝

｛（犪１，犫１），…，（犪狀，犫狀）｝，狀为样本总数，犫犻∈｛－１，

＋１｝。弱分类器空间记为 犎，犺狋 为第狋个分类器。

算法的具体步骤如下：

步骤１　初始化权值，狑犻＝１／狀，犻＝１，２，…，狀。

步骤２　Ｆｏｒ狋＝１，２，…，犜。

１）对犃进行划分，犃＝犃１∪犃２∪…∪犃狀，且犻≠

犼时，犃犻∩犃犼＝。
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２）统计犃犻中－１和＋１的累积样本权，犠犼狋
－＝

∑
犻：（犪犻∈犃犼

）∩（犫犻＝－１
）

狑狋犻，犠犼狋
＋＝ ∑

犻：（犪犻∈犃犼
）∩（犫犻＝＋１

）

狑狋犻，犼 ＝ １，

２，…，犿。

３）定义基分类器犺狋（犪）：犪∈犃，令：

　犺狋（犪）＝
１

２
ｌｎ（犠犼狋＋＋γ）／（犠

犼狋
－＋γ），犼＝１，２，…，犿 （３）

式中：γ为平滑因子，γ∈（０，１）。

４）选取犺狋（犪），最小化犣狋＝２∑
犿

犼＝１

犠犼狋
＋犠

犼狋
槡 － ，即：

犺狋（犪）＝ａｒｇｍｉｎ
犺∈犎
犣狋 （４）

　　５）权值调整：

狑狋＋１犻 ＝狑
狋
犻×
ｅｘｐ（－犫犻犺狋（犪犻））

犣狋
（５）

　　步骤３　强分类器：

犎（犪）＝ｓｉｇｎ（犳（犪）） （６）

式中：犳（犪）＝∑
犜

狋＝１

犺狋（犪）。

　　实验结果表明：ＲｅａｌＡｄａＢｏｏｓｔ算法并不能有

效解决软件可靠性预测精度低和可信性差的问题，

因此，本文首先利用ＢＰ神经网络个体对ＡｄａＢｏｏｓｔ

算法中构成集成的个体进行替换，构建 ＲｅａｌＢＰ

ＡｄａＢｏｏｓｔ算法。

２２　犠犐犈犚犲犪犾犅犘犃犱犪犅狅狅狊狋算法

ＢＰ神经网络是一种能够进行概率输出的弱学

习算法，ＢＰ神经网络的输出记为犗＝［狓１，狓２，…，

狓犓］，犓 为训练样本的类数，狓犻为样本属于第犾类的

可能性，犾＝１，２，…，犓。ＢＰ神经网络中有多种传递

函数，为 了与对比模型 ＳＶＭ 保 持 一 致，使 用

“ｌｏｇｓｉｇ”函数，因此０≤狓犾≤１。令犡＝∑
犓

犾＝１

狓犾，ＢＰ神

经网络的概率输出可以记为犢＝［狔１ 狔２ … 狔犓］，

狔犾＝
狓犾
犡
。以概率输出的ＢＰ神经网络为基分类器的

ＡｄａＢｏｏｓｔ算法，本文将其命名为ＲｅａｌＢＰＡｄａＢｏｏｓｔ

算法。

由于同一分类器对不同的样本分类能力是不同

的，在ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法中对测试样本进行分

类时并没有考虑此问题，基分类器的加权系数只与

分类错误率有关，对所有的测试样本均赋予相同的

加权值。为改进ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法中基分类

器的加权方式，本文引入信息熵的概念，设计一种动

态加权方法。

信息熵是为了解决对信息的量化度量问题而由

香农于１９４８年提出的概念
［２２］。信息熵越大表示信

号分到各个类别的不确定性越强，信号所包含的信

息越多，信息熵的计算公式为：

犎（犝）＝－∑
狀

犻＝１

狆犻ｌｏｇ狆犻 （７）

式中：狀表示信号总的类别数；狆犻 表示信号分到第犻

类的概率。

ＢＰ神经网络的概率输出文中已经给出，当分到

各类的概率差别较大时，信息熵较小，信息的确定性

较高，分类器此时应该被赋予较大的权值，反之亦

然。基于此，本文设计一种分类器对不同样本分类

的权值计算公式，假设共有犿个基分类器，第犻个基

分类器的加权系数狑犺犻为：

狑犺犻＝
ｅｘｐ（－犎犻（狓））

∑
犿

犼＝１

ｅｘｐ（－犎犼（狓））

（８）

　　信息熵的准确性依赖于分类边界的准确性，当一

个基分类器分类较差，分类边界与最优边界差别较大

时，单一的信息熵并不能准确反应基分类器对样本的

分类能力。在此，定义以分类器正确率为基准的另一

加权系数，第犻个基分类器的加权系数狑犲犻为：

狑犲犻＝
１－犲狉狉犻
犲狉狉犻

（９）

式中：犲狉狉犻为第犻个基分类器对训练样本的分类错

误率。狑犲表示分类器整体的分类能力，狑犺表示分

类器对于某一具体样本分类结果的确定性，狑犲×狑犺

更能准确地表示基分类器对具体样本的分类能力，

本文将其称之为加权信息熵（ＷｅｉｇｈｔｅｄＩｎｆｏｒｍａｔｉｏｎ

Ｅｎｔｒｏｐｙ，ＷＩＥ），将基于 ＷＩＥ的ＲｅａｌＢＰＡｄａＢｏｏｓｔ

算法命名为 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法。

不同于ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的基分类器的

加权方式，ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的基分类器

加权步骤如下：

步骤１　根据公式（９）求出基分类器的整体加

权值狑犲犻；

步骤２　求解基分类器对样本的个体加权值：

Ｆｏｒ犻＝１，２，…，犿

Ｆｏｒ犼＝１，２，…，狀

犎犻犼 ＝－∑
狀

犼＝１

狆犻犼ｌｏｇ狆犻犼 （１０）

狑犺犻犼 ＝
ｅｘｐ（－犎犻犼）

∑
犿

犻＝１

ｅｘｐ（－犎犻犼）

（１１）

则加权信息熵为：狑犻犼 ＝狑犲犻×狑犺犻犼。

　　综上，ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的具体步骤

如下：

步骤１　初始化权值：　狑
１
犻＝１／犿（犻＝１，２，…，

犿）；

步骤２　犇犗犉犗犚狋＝１，２，…，犜；其中犜 为训

练轮数，即得到的弱分类器个数；
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１）用弱学习算法犘，基于样本权值狑狋犻训练得到

弱分类器犺狋（狓）：狓→｛－１，＋１｝；

２）计算犺狋（狓）的错误率：

ε狋 ＝∑
犿

犻＝１

狑狋犻（犺狋（狓犻）≠狔犻） （１２）

　　令β狋＝ε狋／（１－ε狋），α狋＝
１

２
ｌｏｇ（１／β狋）；

３）调整权值：

狑狋＋１犻 ＝
狑狋犻
狕狋

ｅ－α狋， 犺狋（狓）＝狔

ｅα狋， 犺狋（狓）≠
烅
烄

烆 狔
（１３）

式中：狕狋是权值狑
狋
犻的归一化因子；

步骤３　循环结束后，最后的强分类器为：

犎（狓）＝ｓｉｇｎ（犳（狓）） （１４）

其中：

犳（狓）＝∑
犜

狋＝１

ω犻犼犺狋（狓） （１５）

至此，ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法构建完成。

基于 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的软件可靠

性预测见图１。

图１　基于 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的

软件可靠性预测示意图

Ｆｉｇ．１　Ｔｈｅｓｋｅｔｃｈｍａｐｏｆｓｏｆｔｗａｒｅｒｅｌｉａｂｉｌｉｔｙｐｒｅｄｉｃｔｉｏｎ

ｂａｓｅｄｏｎＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ　

３　仿真实验及分析

３１　实验数据

本次实验选取２组公开发表的软件失效数据

ＮＴＤＳ（ＮａｖａｌＴａｃｔｉｃａｌＤａｔａＳｙｓｔｅｍ，ＮＴＤＳ）数据和

ＬＣＣＳ（ＬａｒｇｅｓｃａｌｅＣｏｍｍａｎｄａｎｄＣｏｎｔｒｏｌＳｙｓｔｅｍ，

ＬＣＣＳ）数据。ＮＴＤＳ数据（见表１）是美国海军战术

数据系统在开发、测试和用户３个阶段发现的错误

数和故障间隔时间，在这３个阶段分别发现了２６、５

和３共计３４个数据，并以失效间隔时间的形式给

出。ＬＣＣＳ数据（见表２）是美国空军大型指挥控制

软件系统在１５周测试时间内，观察到的每周失效数

据，并以时间失效数的形式给出。

表１　犖犜犇犛失效间隔时间数据

犜犪犫．１　犜犻犿犲犫犲狋狑犲犲狀犳犪犻犾狌狉犲狊狅犳犖犜犇犛 ｄ

失效 间隔 失效 间隔 失效 间隔 失效 间隔

１ ９ １０ ７ １９ ６ ２８ ４７

２ １２ １１ １ ２０ １ ２９ １２

３ １１ １２ ６ ２１ １１ ３０ ９

４ ４ １３ １ ２２ ３３ ３１ １３５

５ ７ １４ ９ ２３ ７ ３２ ２５８

６ ２ １５ ４ ２４ ９１ ３３ １６

７ ５ １６ １ ２５ ２ ３４ ３５

８ ８ １７ ３ ２６ １

９ ５ １８ ３ ２７ ８７

表２　犔犆犆犛软件失效数据

犜犪犫．２　犛狅犳狋狑犪狉犲犳犪犻犾狌狉犲犱犪狋犪狅犳犔犆犆犛

周 失效数 周 失效数 周 失效数

１ ２０３ ６ ７１ １１ ２７

２ １８６ ７ ５４ １２ ４２

３ １８３ ８ ５７ １３ ５５

４ ４７ ９ ８０ １４ ６２

５ ４６ １０ ６４ １５ １１

３２　实验设计

为验证 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的有效

性，选取ＳＶＭ、ＢＰ网络、Ｅｌｍａｎ网络、ＲｅａｌＢＰＡｄａ

Ｂｏｏｓｔ算法，同 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法进行比

较，设定最高迭代次数为１００次。在获得算法取得

最优解的迭代次数后，设置迭代次数为最优迭代次

数。在进行实验时，分别画出各算法模型在 ＮＴＤＳ

数据数据下的累计失效时间图、在ＬＣＣＳ数据下的

累计失效数图，分别画出各算法模型预测ＮＴＤＳ数

据和ＬＣＣＳ数据的误差图，计算各模型的均方误差

ＭＳＥ（ＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，ＭＳＥ），并以表格的形式

给出。

均方误差，用来评测算法预测软件可靠性的精

度与可信性，其计算公式如下：

犕犛犈 ＝∑
犿

犻＝１

（狓犻－狀（狋犻））
２

犿
（２１）

式中：狓犻表示软件程序实际失效数；狀（狋犻）表示模型

预测失效数，犻＝１，２，…，犿，犿 表示累计失效数。
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ＭＳＥ的值越小，意味着模型的预测精度与可信性越

高，模型的拟合性越好。

３３　实验结果分析

首先分析各模型对ＮＴＤＳ数据的实验结果（见

图２、图３和表３），从图２可以看出，各模型均拟合

出了 ＮＴＤＳ数据的累计失效时间的整体趋势，但

ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法模型的拟合结果最为

精确；通过图３可以更为直观地观察出，ＷＩＥＲｅａｌ

ＢＰＡｄａＢｏｏｓｔ算法模型的误差在零基准线上下浮动

最小，而其余对比模型表现出了不稳定性和预测误

差较大的状态；在表３（精确到小数点后５位）中

ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法模型的 ＭＳＥ最小，同

样说明了 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算法的有效性。

图２　各模型预测ＮＴＤＳ数据的累计失效时间对比

Ｆｉｇ．２　ＣｏｍｐａｒｉｓｉｏｎｏｆＮＴＤＳ’ｓａｃｃｕｍｕｌａｔｉｖｅｆａｉｌｕｒｅ

ｔｉｍｅｏｆｆｉｖｅｆｏｒｅｃａｓｔｍｏｄｅｌｓ　

图３　各模型预测ＮＴＤＳ数据的误差对比

Ｆｉｇ．３　Ｃｏｍｐａｒｉｓｉｏｎｏｆｆｉｖｅｍｏｄｅｌｓ’ｅｒｒｏｒｄｕｒｉｎｇ

ｆｏｒｅｃａｓｔＮＴＤＳｄａｔａ　

表３　犖犜犇犛数据：各模型 犕犛犈对比

犜犪犫．３　犖犜犇犛犱犪狋犪：犮狅犿狆犪狉犻狊犻狅狀狅犳犳犻狏犲犳狅狉犲犮犪狊狋犿狅犱犲犾狊’犕犛犈

模型
ＷＩＥＲｅａｌ

ＢＰＡｄａｂｏｏｓｔ
ＳＶＭ ＢＰ Ｅｌｍａｎ

ＲｅａｌＢＰ

Ａｄａｂｏｏｓｔ

ＭＳＥ ０．４４２８７ １０．７１１４３ １８．７９８３３ １０５．０５１８３ １．２９６８２

接着分析各模型对ＬＣＣＳ数据的实验结果见图

４、图５和表４，虽然ＬＣＣＳ数据相对少于ＮＴＤＳ数

据，这在某种程度上影响了 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ

算法模型的预测精度，但其预测结果仍然是所有模

型中最好的。图４直观反映出其拟合结果与原始数

据最为接近；观察图５，ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ算

法模型的误差波动幅度较预测ＮＴＤＳ数据时要大，

甚至在预测ＬＣＣＳ数据第７周时的误差比ＢＰ网络

和Ｅｌｍａｎ网络还要大，但这只是预测过程中的个别

现象，对模型的整体预测效果并无影响，其误差波动

在所有模型中依然最小；表４的 ＭＳＥ值表明，ＷＩＥ

ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法在所有对比模型中表现

最优。

图４　各模型预测ＬＣＣＳ数据的累计失效数对比

Ｆｉｇ．４　ＣｏｍｐａｒｉｓｉｏｎｏｆＬＣＣＳ’ｓａｃｃｕｍｕｌａｔｉｖｅｆａｉｌｕｒｅ

ｏｆｆｉｖｅｆｏｒｅｃａｓｔｍｏｄｅｌｓ　

图５　各模型预测ＬＣＣＳ数据的误差对比

Ｆｉｇ．５　Ｃｏｍｐａｒｉｓｉｏｎｏｆｆｉｖｅｍｏｄｅｌｓ’ｅｒｒｏｒｄｕｒｉｎｇｆｏｒｅｃａｓｔ

ＬＣＣＳｄａｔａ　

表４　犔犆犆犛数据：各模型 犕犛犈对比

犜犪犫．４　犔犆犆犛犱犪狋犪：犮狅犿狆犪狉犻狊犻狅狀狅犳犳犻狏犲犳狅狉犲犮犪狊狋犿狅犱犲犾狊’犕犛犈

模型
ＷＩＥＲｅａｌ

ＢＰＡｄａｂｏｏｓｔ
ＳＶＭ ＢＰ Ｅｌｍａｎ

ＲｅａｌＢＰ

Ａｄａｂｏｏｓｔ

ＭＳＥ ０．２８４７１ １．１１１６０ ０．７０９１４ １．６５８１７ ２．４６０６０

综上，通过２组数据对 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ

算法的有效性进行了验证，基本上解决了基于单一

神经网络的软件可靠性模型预测精度低和可信性差

的问题。

４　结语

本文通过对ＲｅａｌＡｄａＢｏｏｓｔ算法的分类器和加

权方式进行改进，提出了 ＷＩＥＲｅａｌＢＰＡｄａＢｏｏｓｔ
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算法，并与相关算法（ＲｅａｌＢＰＡｄａＢｏｏｓｔ算法）和其

他算法模型进行比较，实验结果验证了新算法的有

效性，达到了预期效果。

值得注意的是，通过对实验结果的分析，发现本

文提出的算法对不同类型数据的预测效果存在差

异，这说明本文所提出的模型的适用性不强。另外，

本文实验所采取的数据量较少，不能突显出算法的

优势。下一步工作应围绕探寻更具普适性的软件可

靠性模型和将软件可靠性模型应用于大型软件工程

２个方面来展开。
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