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摘　要：针对动态选择集成算法存在当局部分类器无法对待测样本正确分类时避免错分的问
题，提出基于差异聚类的动态 ＳＶＭ选择集成算法。 算法首先对训练样本实施聚类，对于每个聚
类，算法根据精度及差异度选择合适的分类器进行集成，并根据这些分类器集成结果为每个聚
类标定错分样本区，同时额外为之设计一组分类器集合。 在测试过程中，根据待测样本所属子
聚类及在子聚类中离错分样本区的远近，选择合适的分类器集合为之分类，尽最大可能的减少
由上一问题所带来的盲区。 在 ＵＣＩ数据集上与 Ｂａｇｇｉｎｇ －ＳＶＭ算法及文献［１０］所提算法比较，
使用该算法在保证测试速度的同时，能有效提高分类精度。
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动态选择集成是选择性集成的重要手段之一，它根据不同的待测样本选择适合的集成，它通常基于一个
特殊“函数”：对每个待测样本，这个函数都选择最有可能对其正确分类的分类器集合。 很多学者对动态选
择集成算法做了深入研究

［１ －７］ ，并提出了多种动态选择集成策略，其中最流行的选择策略有先验局部精度选
择（Ａ Ｐｒｉｏｒｉ Ｓｅｌｅｃｔｉｏｎ）、后验局部精度选择（Ａ Ｐｏｓｔｅｒｉｏｒｉ Ｓｅｌｅｃｔｉｏｎ）、总体局部精度（Ｏｖｅｒａｌｌ Ｌｏｃａｌ Ａｃｃｕｒａｃｙ）和
局部类精度（Ｌｏｃａｌ Ｃｌａｓｓ Ａｃｃｕｒａｃｙ）。 然而，在这些选择策略中，都存在同一个问题，即当局部分类器无法对
待测样本正确分类时，这种错分就无法避免［５］ 。
针对这一问题，本文提出了基于差异聚类的动态支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ， ＳＶＭ）选择集成

算法。 该算法的关键点在于根据分类器集成对由训练样本生成的若干聚类进行评价，为每个聚类标定错分
样本区，并额外为之设计一组分类器集合，当待测样本离此区域很近或属于此区域时，使用此分类器集合为
之分类，尽最大可能地减少由上一问题所带来的盲区。

１　动态选择集成思想

动态选择集成思想涉及全局精度和局部精度 ２个概念。 全局精度是指分类器在整个样本集合上的分类
准确率，局部精度是指分类器在样本空间中某个局部区域上的分类精度。
把样本空间 Rd 分成 K个区域即 R１ ，R２ ，⋯，RK，K ＞０，从分类器集合 H ＝｛h１ ，h２ ，⋯，hL｝ 中为每个区域

Rj 指定若干个分类器。 设 h倡
是 Rd

中具有最高全局精度的分类器，h倡∈Η，P（hi ｜Rj）为 hi 分类器在区域 Rj

上正确分类的概率，即局部精度。 ｛hji１ ，h
j
i２，⋯，hjiE｝炒H为对区域 Rj 分类的分类器子集合，则整体正确分类

的概率 Pc为：

Pc ＝∑
K

j ＝１
P（Rj）∑

E

e ＝１
P（hjie ｜Rj） （１）
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式中 P（Rj） 为测试样本 x取自 Rj 的概率。为了最大化 Pc，指定｛hji１，h
j
i２，⋯，hjiE｝ 炒 H，使得：

∑
E

e ＝１
P（hjie ｜Rj） ≥ P（hl ｜Rj） ，橙l ＝１，２，⋯，L （２）

由式（１） －（２） 得：

Pc ≥∑
K

j ＝１
P（Rj）P（h倡 ｜Rj） ＝P（h倡） （３）

通过式（３） 可以看出，选择局部精度高的分类器集合｛hji１，h
j
i２，⋯，hjiE｝ 炒 H，其分类性能等于或好于具有

最好全局精度的分类器 h倡。
选择局部精度高的分类器，即动态分类器选择思想（Ｄｙｎａｍｉｃ Ｃｌａｓｓｉｆｉｅｒ Ｓｅｌｅｃｔｉｏｎ），相对于选择局部精度

高的分类器集合可能在算法上要简单一些，但是其精度需依赖于我们对这些分类器泛化估计的信任程
度

［８］ ，而选择局部精度高的分类器集合，不仅最终的分类精度没有降低，而且也可分散产生过拟合的风险。

２　基于差异聚类的动态 ＳＶＭ选择集成（ＤＣ－ＳＶＭ）思想
2畅1　“分类盲区”问题
　　动态选择思想是针对待测样本所属区域进行操
作，对区域内样本的判别直接影响着对待测样本的最
终判决。 假设这一区域的某些样本被局部分类器（或
局部分类器集合）错分，那么这些样本将被错分，且无
法避免，其周围的样本可能被错分的概率也相对较大。
见图 １，假设样本空间中待测样本所属区域 Ri，在此区
域中三角形表示被局部分类器（或局部分类器集合）
错分的样本，这些样本一旦被错分，那么在以后的识别

图 １　错分样本区
Ｆｉｇ畅１　Ｓａｍｐｌｅ ａｒｅａｓ ｗｈｉｃｈ ａｒｅ ｍｉｓｃｌａｓｓｉｆｉｅｄ

过程中，无论这些样本被局部分类器识别多少次，这些样本将还会被错分，我们称此问题为“分类盲区”问
题。
2畅2　基于差异聚类的动态 ＳＶＭ选择集成思想

基于差异聚类的动态 ＳＶＭ选择集成算法在“分类盲区”上重新训练一组分类器，有效缩减了“分类盲
区”的范围，其算法思想是：
　　首先利用 ｂｏｏｓｔｒａｐ 方法提取训练样本训练多个 ＳＶＭ 分
类器；对训练样本进行初始聚类，使性质相似的样本尽可能聚
为一类。 然后对于每个聚类，根据 ＳＶＭ分类器在聚类中的局
部精度及相互之间的差异度，选择合适的分类器集成；把各聚
类样本作为验证样本，用已生成的集成对其分类，确定错分样
本，并依此选择对错分样本分类精度高且差异性大的分类器
集合。
对于新样本 x，见图 ２，圆形为各个聚类中心，首先根据新

样本到各个聚类中心的距离确定其所属聚类，再确定其邻域
是否存在错分样本，以选择合适的分类器集合对其进行分类。

２　基于聚类的动态 ＳＶＭ选择集成示意图
Ｆｉｇ畅２　Ｄｙｎａｍｉｃ ＳＶＭ ｓｅｌｅｃｔｅｄ ｅｎｓｅｍｂｌｅ
　　　ｂａｓｅｄ ｏｎ ｃｌｕｓｔｅｒｉｎｇ ｓｋｅｔｃｈ ｍａｐ

３　基于差异聚类的动态 ＳＶＭ选择集成算法
输入：训练集｛（xi，yi）｝ n

i ＝１∈S；测试集 T；ＳＶＭ基分类器参数σ，C；K －ｍｅａｎ 聚类参数 k；初始生成的基
分类器个数 L。
输出：测试集的集成分类结果。
步骤 １　对训练集 S使用 ｂｏｏｔｓｔｒａｐ方式训练生成 L个 ＳＶＭ，h１ ，h２，⋯，hL。
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步骤 ２　不理会类标记，把整个训练集 S当作验证集进行 K －ｍｅａｎ聚类，生成 C１ ，C２ ，⋯，CK，及类中心
v１ ，v２ ，⋯，vK。
步骤 ３　用 L个 ＳＶＭ基分类器对每个聚类中的样本进行评价，生成 K个标记分类对错的 ０ －１矩阵 D１ ，

D２ ，⋯，DK：

Di ＝
d１１ ⋯ d１P

… …
dL１ ⋯ dLP

，　i＝１，２，⋯，K （４）

式中：P为每个聚类中的训练样本数；dlp表示第 l 个分类器对第 i 个聚类中的 p 样本分类结果：dlp ＝
１ 分类杖

０ 分类次
。 下面针对每个聚类操作：

　　１）根据 Di，计算 L个分类器的精度和差异度，并将分类器分别依精度和差异度按降序排列在此处，每个
分类器的精度用双误度量公式［８ －９］来表示：

Pi ＝－ ∑
L

j ＝１，j≠ i
Ei，j （５）

Ei，j ＝ N００

N００ ＋N０１ ＋N１０ ＋N１１ （６）

式中：N００表示 ２个分类器同时分类错误的样本个数；N１１表示 ２个分类器同时分类正确的样本个数；N１０表示

第 １个分类器分类正确，而第 ２个分类器分类错误的样本数；N０１
表示第 １个分类器分类错误，而第 ２个分类

器分类正确的样本数。 分类器间的差异度由不一致度量公式［９］衡量：

Mi，j ＝ N０１ ＋N１０

N００ ＋N０１ ＋N１０ ＋N１１ （７）

２）从生成的精度和差异度序列中选择出前（L／２）个分类器，分别为 H１．ａｃｃ
i 和 H１．ｄｉｖ

i ，取 H１
i ＝H１．ａｃｃ

i ∩H１．ｄｉｖ
i 为

最终局部分类器组。
注：如果 H１

i中的分类器个数为偶数，则在 H１
i中加入精度序列中的第（L／２） ＋１个分类器。

３）根据 Di，寻找利用 H１ 根据多数投票融合策略组成的集成对聚类中的验证样本错分的样本，形成错分
样本集合 Ce

i。
４）根据 Di，计算 L个分类器对错分样本集合 Ce

i的分类精度和差异度，并对分类器分别依精度和差异度
进行降序排列。

５）从生成的精度和差异度序列中选择出前（L／２）个分类器，分别为 H２．P
i 和 H２．M

i ，取 H２
i ＝Q２．P

i ∩Q２．M
i 为最

终错分局部分类器组。
注：如果 H２

i中的分类器个数为偶数，则在 H２
i中加入精度序列中的第（L／２） ＋１个分类器。

步骤 ４　通过步骤 ３，每个聚类都形成 ２个分类器组：H１
i 、H２

i ，根据多数投票融合策略组成分类器集成 f １
i

、f ２
i 。
测试阶段：
步骤 ５　对于新测试样本 x∈T，找出与其距离最近的聚类中心 vi倡 ＝ａｒｇ ｍｉｎ

i
（d（x，vi）），式中 d（· ，· ）

使用欧氏距离。
步骤 ６　在所属聚类中，找到新样本的近邻样本，为简单起见，这里只寻找到距其最近的样本 x倡∈Ci倡，

并检测 x倡
是否属于所属聚类中的错分样本集 Ce

i倡。
如是，用 f １

i倡集成对待测样本进行分类；否则用 f ２
i倡集成对其分类。

４　实验分析

本文所提 ＤＣ－ＳＶＭ算法中，设聚类数 k＝４，为了验证上述所提算法的有效性，使用 Ｂａｇｇｉｎｇ－ＳＶＭ，Ｓｉｎ-
ｇｌｅ－ＳＶＭ，以及文献［１０］中所提出的 ＣＳｖ－ＳＶＭ算法作参考。 为便于比较，对不同数据、不同算法采用同样
的参数组合，即所有算法所选择的 ＳＶＭ基分类器的核函数选择为高斯核函数 K（x，xj） ＝ｅｘｐ｛ －‖x－xi‖２ ／
２σ２｝，核参数σ＝４，C ＝１００。 原始基分类器数定为 ３１。 对于文献［１０］中的算法，选择高精度分类器数
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N＝１５，在高精度分类器中选择具有较大差异的分类器数 J＝９。
　　选用 ＵＣＩ机器学习测试数据集中的５个数
据集进行实验，有关数据集的描述见表 １。 为
提高实验结果的可靠性，每次实验中，对各组数
据采用随机采样的形式划分训练集和测试集，
训练集取全集的 ２／３，余下的作为测试集使用，
取 ２０次实验的平均精度和方差作为衡量指标。
　　表 ２ 中给出了采用不同数据集，其中的数
据分别对应着各个算法对每个数据集的平均分

类精度（ＣＭ）和方差值（ＳＤ）。 为说明各种集成

表 １　ＵＣＩ数据集
Ｔａｂ畅１　ＵＣＩ ｄａｔａ ｓｅｔ

数据集 个数 类别
数据集特征

数值型 名义型

Ｉｏｎｏｓｐｈｅｒｅ ３５１ 屯２ V３４ #－
Ｉｍａｇｅ Ｓｅｇｍｅｎｔａｔｉｏｎ ２ ３１０ 篌６ V１９ #－

Ａｕｔｏｓ ２０５ 屯７ V１５ #１０
Ｐｉｍａ－ｉｎｄｉａｎｓ ７６８ 屯２ V８  －
Ｈｅｐａｔｉｔｉｓ １５５ 屯２ V６  １３

算法的性能，将分类性能优于 Ｓｉｎｇｌｅ－ＳＶＭ的集成称作有效集成，称实验中对某个数据集得到最优性能的集
成为最优集成。 表 ２ 中加框数据对应有效集成、黑粗体数据对应最优集成。 通过表 ２可以看到，当基分类器
的数目足够大时，简单 Ｂａｇｇｉｎｇ－ＳＶＭ精度要高于 Ｓｉｎｇｌｅ－ＳＶＭ；本文提出的 ＤＣ－ＳＶＭ算法精度要好于文献
［１０］所提出的 ＣＳｖ－ＳＶＭ算法及 Ｓｉｎｇｌｅ－ＳＶＭ算法，与具有高数目基分类器的 Ｂａｇｇｉｎｇ －ＳＶＭ算法相当，证
明了此算法的有效性。

表 ２　各种分类方法精度比较
Ｔａｂ畅２　Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ

数据集
Ｓｉｎｇｌｅ－ＳＶＭ Ｂａｇｇｉｎｇ－ＳＶＭ ＣＳｖ－ＳＶＭ ＤＣ－ＳＶＭ
精度 方差 精度 方差 精度 方差 精度 方差
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　　表 ３为 ４种算法分别在 ５个数据集上的运行时间。
表 ３　各种分类方法运行时间比较

Ｔａｂ畅３　Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｕｎ ｔｉｍｅ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ ｓ
数据集

Ｂａｇｇｉｎｇ－ＳＶＭ ＣＳｖ－ＳＶＭ ＤＣ－ＳＶＭ
训练 测试 训练 测试 训练 测试
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　　从表中可以看出，本文提出的 ＤＣ－ＳＶＭ和文献［１０］所提出的 ＣＳｖ－ＳＶＭ算法虽然训练时间比较长，但
在测试过程中，其运行时间相对较短，且与测试样本的数量呈线性关系。 另外，从表 ２和表 ３可以看出，本文
提出的 ＤＣ－ＳＶＭ算法较 Ｂａｇｇｉｎｇ－ＳＶＭ算法，在保证精度的同时，测试时间大幅度减少，和 ＣＳｖ－ＳＶＭ算法
相比，测试时间相当，但精度有所提升。

５　结束语

本文提出了一种基于差异聚类的动态 ＳＶＭ选择集成算法，利用它可以改善当局部分类器无法对待测样
本正确分类时无法避免错分的情况，从而提高了集成的分类性能。 通过对标准 ＵＣＩ数据集的测试结果验证
了此算法的性能。
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